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内容简介

本书介绍了深度学习相关的原理与应用，全书共分为三大部分，第一部分主要回顾了深度
学习的发展历史，以及 Theano 的使用；第二部分详细讲解了与深度学习相关的基础知识，包
括线性代数、概率论、概率图模型、机器学习和最优化算法；在第三部分中，针对若干核心的
深度学习模型，如自编码器、受限玻尔兹曼机、递归神经网络和卷和、神经网络等进行详细的原

理分析与讲解，并针对不同的模型给出相应的具体应用。

本书适合有一定高等数学、机器学习和 Python 编程基础的在校学生、高校研究者或在企业
中从事深度学习的工程师使用 ， 书中对模型的原理与难点进行了深入分析， 在每一章的最后都
提供了详细的参考文献， 读者可以对相关的细节进行更深入的研究。 最后，理论与实践相结合，
本书针对常用的模型分别给出了相应的应用 ， 读者也可以在 Github 中下载和查看本书的代码

C h叩s://github .com/innovation-cat/DeepLearningBook ） 。
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推荐序 1

介绍深度学习的书籍不少，但是《深入浅出深度学习 ： 原理剖析与 Python 实践》
与其他同类书相比，视角明显不同。 如果要给本书写个宣传语，或许可以是“深度学
习工程师速成培训教材”。 本书对读者的知识结构有两点要求：一是学过高等数学 ，
二是熟悉 Python 编程。 换而言之，各个专业的理工科学生，尤其是学过 Python 编
程的，都是此书的目标读者。

本书内容全面，但是取舍明确，有重点地深入，尤其对于技术的重点难点解释得
很详细，深入浅出。

本书最大的特色就在于内容取舍的尺度非常明确一一着重于原理的解释和动手
实践的路径，但是并不拘泥于细枝末节。

胸中有经纬，就不会迷失在细节的汪洋大海。 本书刚好侧重于对经纬的梳理。 此
处的经纬，一类是数学基础知识，另一类是深度学习技术。 与深度学习相关的数学知
识包括线性代数、概率统计等。 因为概率图与深度学习结合较多，本书把“概率图”
作为单独的一章重点讲述。 深度学习技术包括机器学习的传统技术、用于训练神经网
络的梯度下降等算法。 本书重点讲述了神经网络的基本算法以及几种常用的深度网络
架构。

程师，重在实践。 工欲善其事必先利其器，实践深度学习，离不开深度学习工
具。 本书介绍了 Theano 工具集的基本用法。 其实深度学习工具，一通百通，各种工
具的区别，类似于北京口音与东北口音的区别。

认真读完此书，读者应该拥有三项能力 ： 一是读得懂深度学习的论文； 二是读得
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懂深度学习的代码； 三是能够自行开发简单的深度学习应用。

总结一下，在深度学习技术异常火爆，深度学习工程师奇缺的当下，如何快速培

养深度学习方向的工程师，是一个迫切的问题。 此书是难得的好教材。

邓侃博士

邓侃，美国卡内基梅隆大学（ CMU ）计算机学院博士，专攻人工智能和数据挖掘。

历任美国甲骨文（ Oracle ）主任系统架构师 ， 美国泰为手机导航公司（ Telenav ）北京

分公司总经理，百度网页搜索高级总监。20 15 年至今创建北京大数医达科技有限公司，

专注于研发医疗大数据和人工智能医生，出任 CTO。
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推荐序 2

在过去的这十年，深度学习已经席卷了整个科技界和工业界， 2016 年谷歌阿尔法

狗打败围棋世界冠军李世石，更是使其成为备受瞩目的技术焦点。 记得 2010 年 7 月

我参与了 Facebook 人脸识别（ Face Detection ）工作，那时候深度学习还没有普及，

这个系统是当时世界上最大的实时人脸识别系统，每天都有几千万张脸被找出来。 随

着硬件的成熟和数据的指数级增加，深度学习在很多问题上成为人工智能最火和最有

效的方法。

这几年，我身边越来越多的计算机从业者，甚至在校大学生向我咨询，有效了解

和学习这个当前人工智能最热门的领域的方法。 没错，一方面深度学习很热门，人人都

对此充满了好奇和向往，但是同时，它对于初学者往往挑战也不小，因为需要一定的数

学基础，同时各种专业术语，如果不用深入浅出的方式讲，很容易让人产生畏难情绪。

所以我推荐黄安埠的这本 《深入浅出深度学习：原理剖析与 Python 实践》 给所有

对深度学习有兴趣的朋友们，本书涵盖了深度学习的理论以及各种常见的深度学习模

型，你们会在这本书中找到关于深度学习最实用的知识和信息。 对于初学者来说，这

是一本非常通俗易懂的入门教材。

同时我也推荐该书给深度学习领域的开发者和数据科学家，因为作者也分享和总

结了许多深度学习的最佳实践法，并辅以相当多的实际应用案例加以诠释，是一本值

得借鉴参考的好书。

陈尔东

前 Twitter 总监，前 Facebook 经理和早期工程师



目。 司

What magical trick makes us intelligent? The trick is that there is no trick. The power of 

intelligence stems 企om our vast diversity, not 台om any single, perfect principle. 

一一－ Marvin Minsky 

智能（ Intelligence ）这个词的出现最早可以追溯到古希腊时期，当时人们已经开

始梦想能创造出一种像人类一样，具有独立思考和推理能力的机器，但由于受到当时

生产力水平的制约，古人对“智能”的研究更多的是停留在理论探索阶段。 到了近代，

尤其是具有划时代意义的达特茅斯会议的召开，标志着人工智能开始从理论探索进入

到理论与应用相结合的实践阶段。 从20世纪so年代开始，人工智能的发展大致经历了

三个阶段，分别从最初的逻辑推理，到统计机器学习，再到近年来逐渐占据主流地位

的深度学习。

虽然深度学习是一门以神经网络为核心的学科，但人们普遍认为深度学习始于

2006年， 当时Hinton等人提出基于深度置信网络（ DBN ）逐层预训练的方法来训练深

层模型，并首次提出了深度学习的概念。 此后，深度学习开始进入人们的视野，但那

时候深度学习更多的是少数顶尖科学家研究的领域，并没有得到大规模的应用和推广。

直到2012年， Hinton和他的两个学生Alex Krizhevs均、 Illya Sutskever ， 将卷积神经

网络应用到ImageNet竞赛中，并取得了分类错误率15%的成绩，这个成绩比第二名低

了近11个百分点，这一历史性的突破，使得人们开始意识到深度学习所拥有的巨大潜

力，在这之后，深度学习开始在工业界，尤其是计算机视觉、语音识别和自然语言处

理等领域，大规模应用，并且取得了比以往更好的效果。 到了2016年，随着AlphaGo的

横空出世，它的惊人表现将深度学习的热度推向了顶峰，因此2016年也被很多学者认



前言

为是人工智能元年，事实上，当前人工智能已经影响到人们生活的各个方面，如语音

助手、语音搜索 、 元人驾驶汽车、人脸识别等，为人们的生活带来了极大的方便，人

工智能也必将在今后相当长的一段时间内，继续推动着人类的技术发展。

在本书编写的过程中，市面上有关深度学习方面的中文书籍较少，因此作者希望

能从理论和应用相结合的角度，对深度学习的相关知识进行较为全面的梳理，本书既

可以作为初级读者的入门书籍，也适合中级读者用来加深对理论知识的理解。 本书覆

盖了线性代数、概率论、数值计算与最优化等基础知识，以及深度学习的两大核心：

概率图模型和深度神经网络。 具体来说， 本书由以下三大部分构成 ：

第 l 部分是概要，共分为两章。 第 1 章主要阐述了深度学习、人工智能相关的背

景，深度学习的原理，以及当前流行的深度学习框架对比；第 2 章介绍了深度学习框

架Theano的使用，着重对Theano的基础知识和编程范式进行了讲解。

第 2 部分是与深度学习相关的数学和机器学习方面的基础知识，共分为 5 章。 第

3 章介绍线’性代数基础知识；第 4 章介绍了概率论和数理统计相关的知识；第 5 章介

绍概率图模型，包括贝叶斯网络和马尔科夫网络的原理；第 6 章简要回顾机器学习的

基础知识， 并介绍机器学习模型与深度学习模型之间的联系；第 7 章，深入分析几种

常用的机器学习最优化方法，包括具有一阶收敛速度的梯度下降法和共辄梯度法，以

及具有二阶收敛速度的牛顿法和拟牛顿法。

第 3 部分介绍了各种常见的深度学习模型，包括一系列的深度学习模型理论及其

应用，本部分共分为 6 章。 第 8 章介绍全连接前馈神经网络，包括网络结构和激活函

数的相关知识；第 9 章将深入分析反向传播算法，以及梯度消失问题。 梯度消失也是

深度神经网络训练的一大难点，我们将介绍当前有效解决深度网络训练中过拟合和欠

拟合的常见技巧，包括Batch Normalization、残差网络、 Dropout等；第 10 章介绍本

书的第一种无监督网络模型 ： 自编码器及其变种模型；第 l l 章介绍一种深度概率图

模型一一受限玻尔兹曼机，与自编码器一样，受限玻尔兹曼机也是一种常见的无监督

网络模型，最后介绍如何将受限玻尔兹曼机应用于个性化推荐领域中 ； 第 12 章，将

介绍一种应用非常广泛的网络结构一一递归神经网络，深入分析递归网络的结构及其

变形网络，如LSTM 、 GRU等，并以语言模型为例，介绍递归神经网络在自然语言处理

中的应用；第 13 章介绍另一种常见的模型结构： 卷积神经网络，包括卷积网络的卷

积层和池化层结构设计，以及其在文本分类中的应用。

关于本书的源代码，读者也可以从Github上（ htψs ://github .com/innovation-

VII 
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cat/DeepLeamingBook ）下载查看。 深度学习近年来处于高速发展的阶段，很多更先进

的理论和算法正被不断提出，因此本书无法覆盖所有的模型与算法，加之作者水平和

精力所限，书中难免有错漏之处，承蒙各位读者不吝告知，如对本书有任何疑问或建

议，读者可以通过邮箱 huanganbu@gmail.com 给我反馈。

在本书的撰写过程中，得到了很多行业专家和好友的支持，在此，特别感谢香港

科技大学计算机系主任杨强教授、原百度网页搜索高级总监邓侃博士、 原Twitter工程

总监陈尔东先生，感谢他们在百忙之中抽时间审阅我的书稿，提出了很多宝贵的意见，

并为我写下推荐序。

在本书的撰写过程中，还得到了电子工业出版社刘胶编辑和汪达文编辑的极大帮

助，在此表示衷心的感谢；感谢我在腾讯公司的上级李深远先生对我工作的支持，也

感谢其他各位关心我工作的朋友和同事。

最后，非常感谢我的家人对我工作的理解和支持，他们在我写作的过程中给予了

很大的照顾和鼓励，也是促使我能完成本书写作的最大动力。

VIII 

黄安埠

2017年3月于深圳

轻松注册成为博文视点社区用户（ www.broadview.com.cn ），扫码直达本书页面。

· 下载资源： 本书如提供示例代码及资源文件，均可在下载资源处下载。

· 提交勘误： 您对书中内容的修改意见可在提交勘误处提交，若被采纳，将获赠博

文视点社区积分（在您购买电子书时，积分可用来抵扣相应金额） 。

· 交流互动： 在页面下方读者评论处留下您的疑问或观点，与我们和其他读者一同

学习交流。

页面人口 ： http://www.broadview.eom.cn/3 l 270 
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第 1 部分

概要



绪论

远在古希腊时期， 科学家就有一个梦想，梦想创建一种能像人类一样， 具有独立

思考和推理能力的机器。 从那时候开始，数理逻辑和认知逻辑等分支在数千年的积累

和发展过程中，总结出大量有规律性的定理法则，这些定理法则为科学研究提供了方

法论层面的指导。

直到 20世纪中期 ， 第一台可编程计算机的出现，才使得人类实现人工智能

( Artificial Intelligence，简称 AI ）的梦想成为可能。 早期科学家们总结的逻辑推理规

则，通过机器指令的形式输入到计算机，使得计算机具有了初级的推理能力。事实上，

从20世纪50年代到70年代 ， 科学家们也普遍认为人工智能应该解决的是，那些对人类

来说非常困难，但对计算机来说相对简单直接的任务，比如数据量和运算量都非常巨

大的复杂的数学问题， 对人类来说，这类问题不可能由人工手动来完成，但对计算机

来说却异常简单，只需要输入相应的指令和数学规则，凭借计算机强大的运算能力，

问题就能够轻松解决。 但后来人们发现，人工智能真正的挑战，应该是那些对人类来

说非常直观，但对计算机来说却难以用指令规则来描述的任务，比如人类能很容易识

别出眼前的动物是一只猫还是一只狗，但对计算机来说，这个任务在当时却异常困难。

以机器学习（ Machine Learn ing，简称 ML ）为代表的第二代智能算法的出现，

使得这些任务得到了有效的解决，从而带动了人工智能的新一轮发展，在这段时间里，

机器学习技术在多个领域，包括自然语言处理、计算机视觉等，都取得了重大的突破。

然而，到了21世纪初，机器学习的发展同样出现了瓶颈，这主要是由于机器学习的大



1 绪i企

多数算法都是一种浅层学习，无法有效学习到数据的深层次特征，使得人工智能始终

没有办法取得进一步的突破。 随着深度学习（ Deep Learning，简称 DL ）的出现，这

种状况才得以打破，和以往不同的是，深度学习的出现，不仅可以让弱人工智能的任

务，在性能上较传统的机器学习算法有了进一步的提升，更让人们看到实现通用人工

智能的希望。

本章将对深度学习的历史和技术进行简单的介绍，然后介绍当前常用的深度学习

开源框架，我们将比较这些框架在不同维度上的表现。

1.1 人工智能、机器学习与深度学习的关系

人工智能、机器学习和深度学习是当前机器智能领域最热门的三个词汇，很多人

甚至将三者看成是一种等价的关系，例如在2016年3月，当Google Deepmind 的

Alpha Go击败了韩国围棋大师李世石九段后，媒体在报道时就混杂使用了人工智能、

机器学习和深度学习等多种术语。 事实上，这三者之间既有一定的联系，但也有明显

的区别。 要正确理解深度学习的概念，首先应该了解人工智能、机器学习与深度学习

这三者之间的关系。

要理解三者之间的关系，可以通过同心圆来可视化表示三者的关系。 最外面的圆

环代表人工智能，里面一层表示机器学习，人工神经网络和深度学习处于中心位置，

也可以简单理解为机器学习是人工智能的一个分支，而深度学习则是一种特殊的机器

学习实现方法，如图1.1所示。

人工智能

机器学习

图1.1 人工智能、 机器学习、深度学习三者的关系
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1.1.1 人王智能一一机器推理

1956年夏天，包括约翰·麦卡锡、马文 ·明斯基、罗切斯特和香农在内的10位顶

级科学家，在达特茅斯学院召开了“达特茅斯夏季人工智能研讨会”，这次会议被广

泛认为是现代人工智能研究的诞生之日 。 图1.2是1956年达特茅斯会议的参与者。
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图 1.2 1956年达特茅斯会议的参与者

会议的议题覆盖了人工智能的各个领域，包括：神经网络 、 自然语育处理、机器

智能等。 从这次会议之后，科学家们一直梦想实现由新兴计算机构建的具有人类智力

特征的复杂机器，这就是所谓的通用人工智能（ General Artificial Intelligence ）或强

人工智能，即让机器拥有人类的所有感觉、所有理智，像人类一样思考。 虽然这种机

器到目前为止仍然没有成为现实，但这并没有阻止人们对通用人工智能的探索和想象，

事实上，我们已经在很多好莱坞电影中看到过这种机器，比如《星球大战》中的C-3PO,

或者“终结者”系列中成为人类敌人的机器一一人型机械人T-800 。
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要实现真正意义上的通用人工智能，或许还有很漫长的路要走，但在一些特定的

领域，或者一些特殊的任务，我们希望能让机器处理得同人类一样好，甚至比人类更

加出色，比如图像识别、人脸识别、计算机视觉等领域。 这些领域或任务也被称为狭

义的人工智能 （ Narrow Artificial Intelligence ）或弱人工智能。

当前在狭义的人工智能领域，人类已经取得了很大的突破，某些工作机器甚至比

人类做得要好。 例如，在2016年10月 28 日，微软的雷蒙德研究院开发出一种新算法，

使计算机对指定主题对话的语音识别率提升至94.1% ， 与人类水平相当 ； 对亲戚朋友

日常对话的识别率高达88.9%，甚至比人类略胜一筹。而取得这些突破性进展的背后，

依靠的是机器强大的学习能力，这就是接下来将要讨论的第二个圆环一一机器学习。

1.1.2 机器学习一一数据驱动的科学

机器学习，也被称为统计机器学习，是人工智能领域的一个分支，其基本思想是

基于数据构建统计模型，并利用模型对数据进行分析和预测的一门学科。

传统上，如果想让计算机工作，我们会编写一段指令，然后让计算机遵照这个指

令一步一步执行下去。 而机器学习则是采用另一种解决问题的思路，机器学习解决问

题的方式不是通过输入指令逻辑，而是通过输人的数据，也就是说，机器学习是一种

让计算机利用数据而不是指令来进行各种工作的方法。

机器学习最基本的做法是使用算法来解析数据，从数据中学习到规律，并掌握这

种规律，然后对真实世界中的事件做出决策或预测。 与传统的为解决特定任务、硬编

码的软件程序不同，机器学习的核心是使用大量的数据来训练，通过各种算法从数据

中学习如何完成任务。 机器学习直接来源于早期的人工智能领域，在模式识别和计算

机学习理论的研究中逐渐发展，并最终形成一门新的学科。 与人工智能类似，机器学

习也是一个跨学科的领域，涉及多个基础学科， 包括统计学、线性代数和数值计算等。

前面提到，机器学习是基于训练数据构建统计模型，从而使计算机具有对新数据

进行预测和分析的能力，机器学习方法按其实现的目标不同，可以分为：监督学习、

无监督学习和｜强化学习 。

监督学习 （ Supervised Learning ）： 监督学习使用带有标签的训练数据集进行

训练，输入的训练数据由物体的特征向量（输入）和物体的标签（输出）两部分构成，

其中，若输出的标签是一个连续的值，则称为回归监督学习；若输出标签是一个离散

的值， 则称为分类监督学习。
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监督学习涉及两个方面的工作：首先，根据提供的训练数据，选择一种合适的模

型进行训练，直至模型的训练收敛。 常见的监督学习模型包括： Logistic回归、决策树、

SVM ( Support Vector Machines，支持向量机）、 KNN 、 朴素贝叶斯等。 图1.4展示的

是一个水果分类的例子，每一个样本数据的输入是由物体的特征构成的特征向量，如

物体的颜色、大小、形状等，输出的是物体的类别，如苹果、葡萄、香蕉等。

辅 仁？ D 、 嗣 口v

训练数据 模型

图1.4 监督学习模型训练，算法利用训练数据提供的特征信息，如颜色、大小、形状等，

构建概率模型p(ylx）或非概率模型y = f(x) 

其次，当模型训练完毕 ， 就可以把新的输入数据代人模型，模型将根据新数据的

特征信息，找出最符合这种特征的输出结果，其过程如图1.5所示。

仁之＞ c> ? 

甜1“
输入 模型 输出

图1.5 模型预测

无监督学习（ Unsupervised learning ）：无监督学习的训练样本数据没有任何

的标签和输出，其目的是对原始数据结构进行深入分析， 找出数据间存在的规律与关

系。 典型的无监督学习任务包括：聚类 、 降维、特征提取等。
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图1.6 两种常见的无监督学习 ， （a）数据聚类，（b）数据降维

虽然监督学习的准确率更高，但在现实生活中，我们获取的大量数据一般是没有

标签数据的，因此，我们不得不诉诸于无监督学习，但传统的无监督学习方法在特征

提取上并不令人满意，而深度学习则被证明具有强大的无监督学习能力，特别是在计

算机视觉领域，运用深度学习技术所达到的效果更是要远优于传统的机器学习。

强化学习（ reinforcement learning ） ： 强化学习也称为增强学习，强调如何基

于环境而行动，以取得最大化的预期利益。 其灵感来源于心理学中的行为主义理论，

即有机体如何在环境给予的奖励或惩罚的剌激下，逐步形成对剌激的预期，产生能获

得最大利益的习惯性行为［t,2］ 。

强化学习与前面的监督学习、无监督学习之间的区别在于，它并不需要出现正确

的输入输出对，也不需要精确校正次优化的行为。 强化学习更加专注于在线规划，需

要在探索未知的领域和遵从现有知识之间找到平衡，它的学习过程是一个从实际环境

中不断学习积累，不断进化的过程。 因此，强化学习更接近生物学习的本质，也是有

望让机器获得通用智能的一项技术。

图1 .7 DeepMind利用强化学习技术在迷宫游戏中执行搜索任务 （ 图片摘自网络 ）
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1.1.3 深度学习一一大脑的仿真

过去，深度学习是作为机器学习的一个算法而存在，被称为人工神经网络，由于

受到算法理论、数据和硬件的制约，多年以来，神经网络都是单层或浅层的网络结构，

并且随着其他更有效率的浅层算法，如SVM 、 Logistic回归的提出，神经网络在效果和

性能上都没有任何优势，因此，神经网络也逐渐淡出了人们的视野。 但随着大数据的

发展，以及大规模硬件加速设备的出现，特别是GPU运算性能的不断提升，使得神经

网络重新受到人们的重视。

除了大数据和高性能计算平台的推动，真正让人们感受到深度学习强大威力的，

是深度学习在技术上的一系列创新和突破，包括从低层到高层的特征抽象、特征自动

提取、 layer-wise解决梯度消失、深度残差技术、生成对抗网络等，我们将在本书的

其他章节中详细介绍其中的一部分技术。

正是由于深度学习近十年来在理论上的不断创新，以及在商业应用中取得的突破

性进展，使得人工智能迅速转入到当前的深度学习时代，深度学习也因此被MIT技术

评论列为2013年十大突破性技术之首［3］ 。

1.2 深度学习的发展历程

深度学习，或其前身人工神经网络，其实已经有超过60年的历史，在这段时期里，

神经网络的发展也经历了多次的起伏。

神经网络的第一次高潮出现在20世纪so年代。 1957年，计算科学家Rosenblatt提

出了感知器的概念，即由输入层和输出层构成的无隐藏层神经网络，这也是神经网络

第一次出现在大众的视野， Rosenblatt还现场演示了如何利用感知器来学习识别简单

图像的过程，这在当时的社会上引起了极大的轰动，人们第一次看到机器是如何通过

学习来获得智能，至此，许多学者和科研机构纷纷投入到神经网络的研究中。 美国军

方也大力资助了神经网络的研究，这持续到1969年才结束。

造成神经网络从高潮走向低潮的原因在于，单层的感知机无法解决非线性数据的

分类，它甚至无法解决简单的 “异或”问题，虽然后来有学者提出多层的神经网络能

够解决这类非线性问题但是却没有提出多层神经网络的有效训练方法。

神经网络的第二次高潮出现在20世纪80年代，以反向传播算法的提出为标志。
1986年， Rumelhar和Hinton等人提出了反向传播（ Backpropagation，简称BP ）算法［匀，
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解决了两层乃至多层的神经网络训练问题，过去三十年一直无法解决的非线性分类问

题被彻底攻克，从而带动了业界对神经网络研究的第二次浪潮。

第二次高潮一直持续到20世纪90年代中，人们开始发现利用BP算法求解多层神

经网络存在很多的制约：首先，随着神经元节点的增多，训练的时间也变得越来越长。

第二个制约是神经网络的优化函数是一个非凸优化问题，往往容易造成局部最优解。

而更严重的是第三个问题，从理论上来说，网络层数越多，神经网络的学习能力越强

大，但人们发现，随着网络层数的增多，网络的学习能力并没有随之提高，这在后来

被证明了主要是由于BP算法导致的梯度消失。 另一方面，在这段时期，由Vapnik等人

发明的SVM算法诞生，很快就在若干个方面体现出了对比神经网络的优势，如无须调

参、高效、全局最优解等。 基于以上种种理由， SVM迅速打败了神经网络算法，成为

了机器学习的主流。 而神经网络也因此进入了第二次的低潮时期。

2006年， Geoffe叩 Hinton在Science杂志上发表了论文，首次提出了“深度信念

网络”的概念［6］ 。 传统的训练方式采用随机初始化的方式来初始化权重参数，与传统

的训练方式不同，深度信念网络有一个预训练（ pre-training ）的过程，这样可以方便

神经网络中的权值找到一个接近最优解的初始值，再使用“微调（ fine-tuning ）”技术

来对整个网络进行优化训练。 这两个技术的运用大幅度减少了训练多层神经网络的时

间，并且有效地缓解BP算法导致的梯度消失问题，它给多层神经网络相关的学习方法

赋予了一个新名词一一探度学习，这也标志着神经网络第三次高潮时期的到来。

而真正使深度学习开始受到世人瞩目的，是在2012年的ImageNet竞赛上， Hinton

与他的学生在用多层的卷积神经网络成功地对包含一千类别的一百万张图片进行了

训练，取得了分类错误率15%的好成绩，这个成绩比第二名低了近11个百分点，此后，

深度学习方法开始在工业上和学术上进入了爆发式发展时期。
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图1.8 在2016年的前6个月时间里，人工智能己获得9.74亿美元的投资。 2026年的总投资额必定会

超过2015年的总投资额，并且CB!nsights指出＇ 200家人工智能公司已获得了近15亿美元的融资（图

片与数据来源于Venture Scanner 2016 ) 

当然，深度学习的兴起离不开大数据和高性能计算平台的推动，它们分别被称为

深度学习的“燃料”和“引擎”。 众所周知，深度学习的成功需要依靠大量的训练数

据来进行学习，大数据是深度学习的基础。 例如， AlphaG。在与李世石对战时，就已

经学习了人类的15万盘棋谱，并且在此基础上，还学习了3000万盘自我对弈的棋谱才

达到当前的水平。 另一方面，要对大量的数据进行学习和训练，效率问题就成为制约

深度学习进一步发展的一大难题，但随着高性能计算平台的不断发展，使得当前数据

的处理速度相比十年前有了很大的提升，尤其是GPU技术的发展， GPU拥有出色的浮

点数计算性能、超高的并行度，和优化的矩阵运算能力，特别适合于深度学习两大关

键步骤：分类和卷积，并且在相同的精度下，相对传统CPU处理数据的方式，拥有更

快的处理速度、更少的服务器投入和更低的功耗。

1. 3 深度学习技术概述

计算机技术在过去几十年取得了长足的进步，但长期以来，人工智能一直处于弱

人工智能阶段，直到深度学习的出现，才让人们看到实现强人工智能的曙光。 下面我

们来简要概括深度学习在三个技术层面上带来的变化。
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1.3.1 从低层到高层的特征抽象

1.2节提到了深度学习的发展经历的三个阶段，而这三个阶段都以神经网络为核心，

它是模拟大脑工作的一种智能算法，让我们首先来了解大脑是如何工作的。

诺贝尔医学奖获得者David Hubel发现了人的视觉系统是以一种分级的方式来对

外部信息进行处理的。 如图1.9所示，从视网膜出发，经过Vl区提取物体的边缘特征，

到V2区的基本形状或目标的局部，再到高层的整个目标（如判定为一张人脸），以及

到更高层的 PFC （前额叶皮层）进行分类判断等。 我们可以发现，大脑对物体输入信

号的处理是一种分层的机制，也就是说高层的特征是低层特征的组合，从低层到高层

的特征表达越来越具体化和概念化，同时也越来越能表现语义或者意图。

图1.9 人脑的视觉处理系统（图片来源于网络）

视觉系统分层处理机制的发现促进了人们对于神经系统的进一步思考。 大脑的工

作过程是一个不断迭代、不断抽象概念化的过程，如图1.10所示。 首先从原始信号（像

素）摄入开始（第一步），接着做初步处理，识别出物体的边缘（第二步），将边缘抽

象（大脑判定眼前物体的形状，比如矩形、椭圆形等），然后进一步抽象（大脑进一

步形成更复杂的轮廓），最后识别出眼前的物体属于什么类别。 这个过程其实和我们

的常识是相吻合的，因为复杂的图形，往往就是由一些基本结构组合而成的。 同时我

们还可以看出 ： 大脑是一个深度架构，认知过程也是深度的。
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1.3.2 让网络变得更深

深度学习是机器学习研究中的一个分支学科，深度学习的目的在于建立可以模拟

人脑进行分析学习的模型，它模仿人脑的机制来解释数据，例如 ， 图像、声音和文本。

深度学习之所以被称为“深度”，是因为之前的机器学习方法大都是浅层学习 。 深度

学习可以简单理解为传统神经网络的发展。大约二三十年前神经网络曾经是机器学

习领域特别热门的一个方向，这种基于统计的机器学习方法比起过去基于人工规则的

专家系统，在很多方面显示出优越性。 如图1.12所示，深度学习与传统的神经网络之

间有相同的地方，采用了与神经网络相似的分层结构：系统是一个包括输入层、隐藏

层（可单层 、 可多层）、输出层的多层网络，只有相邻层节点（单元）之间有连接，

而同一层以及不相邻的层节点之间相互不连接。 这种分层结构，比较接近人类大脑的

结构。

浅层网络

输入fl: 隐且民fl: 输出 fl:

；，，归•I l&)«•r 
hick’<” lay<>r I hlrld<n I德.;y<'t 2 Mddcu layer a 

深层网络

图1.12 传统的神经网络与深度神经网络

但是后来，因为理论分析的难度，加上训练方法需要很多经验和技巧，以及民大

的计算盘和l优化求解难度，神经网络慢慢淡出了科研领域的主流方向。 采用BP算法求

解的神经网络在层次深的情况下性能变得很不理想，容易出现所谓的梯度消失现象，

且这种情况随着网络层数的增加而更加严重，所以当时的神经网络大多采用浅层结构。

2006年， Hinton等人提出了预训练与微调相结合的技术来对整个网络进行优化训练。

这两个技术的运用大幅度减少了训练、多层神经网络的时间，并且有效缓解BP算法导致

13 
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的梯度消失问题。 此后，各种优化技术不断出现，如单侧抑制的激活函数ReLU取代传

统的sigmoid激活函数，使得梯度消失的问题得到进一步的缓解。 最近， 一种称为深
度残差的技术被应用到神经网络的训练中，使得网络层数达到了百层以上［8）。

准确串

0.34 

」，..·--
HOG、 DPM

网络深度的进化

0.58 

AlcxNel 
(RCNN) 

0.66 

VGG R国Net
(RCNN)σ蚓crRCNN)

图1.13 深度学习中的网络层数越来越深 （ 图片摘自文献［8] )

1. 3. 3 自动特征提取

深度学习带来的第三个技术性改革是它具有强大的自动提取特征的能力。 浅层结

构算法有很多局限性，在有限样本和计算单元情况下对复杂函数的表示能力有限，针

对复杂分类问题其泛化能力受到一定的制约。 更重要的是，浅层模型有一个特点，就

是需要依靠人工来抽取样本的特征。 然而，手工选取特征是一件非常费力的事情，能
不能选取好的特征很大程度上靠经验和运气。 既然手工选取特征不太好，那么能不能

自动地学习一些特征呢？

深度学习给出了肯定的答案，深度学习框架将特征提取和分类器结合到一个框架

中，自动从海量大数据中去学习特征，在使用中减少了手工设计特征的巨大工作量。
相比前两次人工智能高潮中的神经网络模型，深度学习带来的变化不仅仅是层数上简

单粗暴的堆叠，更重要的是端到端（ end-to-end ）的表示学习（ representation learning ) 
思想。 深度学习时代，输入数据直接变成了欲处理对象的最初形态，如初始图像、初
始语音等。 这类数据表示与高层概念表示之间往往存在较大鸿沟，而端到端的无缝学

习过程将表示学习和分类器训练整体搞合为一个系统，可以较理想地弥合这一鸿沟。

14 
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图1.14 利用深度学习自动提取关键特征 （ 图片摘自 Andrew Ng 的文献［7])

1.4 深度学习框架

要深入理解深度学习 ， 关键要多实践，选择一款合适的深度学习框架是进行深度

学习的第一步。 本节将介绍4种在工业界和学术界都被广泛使用的深度学习开源框架，

并从不同的角度来分析和比较它们的优缺点。 首先来对这4种深度学习开源框架进行

简单的介绍。

imllm Caffe - Tensorflow 

Theano：是遵循BSD协议的一个开源项目，在2008年，由Yoshua Bengio领导的

加拿大蒙特利尔理工学院LISA实验室开发。 相比于其他3个框架， Theano的学术气息

更浓厚，在学术界和各种数据挖掘竞赛中非常流行，很多先进的算法理论也是首先通

过Theano来得到验证。

Caffe ： 全称Convolutional Architecture for Fast Feature Embeddi吨，是一个由 c++

编写的深度学习框架，最开始是由UC Berkeley的贾扬清博士创建的一个开源项目 ， 目

前由伯克利的视觉与学习中心（Berkeley Vision and Learning Center）维护。

Torch ： 诞生时间已经有超过十年之久，但是真正起势得益于2016年Facebook开

源了大量Torch的深度学习模块和扩展。 Torch的一个特殊之处在于， Torch是一个由

Lua语言开发的深度学习框架。 Torch目前在Facebook和Twitter内部被广泛使用。

Tensorflow ： 是Google公司在2015年11月开源的新一代机器学习系统，虽然相比

15 
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其他开源工具， Tensorflow的发布时间要晚很多，但得益于Google的强大技术支持和

不遗余力的宣传， Tensorflow在很短的时间内就吸引了大量的用户，也是2016年

Github上最受欢迎的深度学习项目 。

如何选择适合自己的深度学习框架？这需要根据读者的实际情况来决定，本节的

目的不是对比哪一种框架更有优势，而是从几个不同的维度来比较这4个深度学习工

具库之间的差异，以及各自设计的特点。 需要强调的是，这些开源框架仍然在不断的

发展中，因此， 对于某一种框架，它可能在当前有一些不支持，或者不完善的特性，

但可能会在将来的版本中得到改善。

1. 框架的设计逻辑

Caffe ： 提供非常完备的基本网络模块 ， 特别是卷积神经网络的表现非常出色。 在

计算机视觉领域和图像识别领域非常受欢迎。 但底层的运算模块并不直接暴露给用户，

因此比较适合短平快的工程性项目 。

Tensorflow ： 吸收了很多开源框架的经验，既提供了底层运算接口，使得用户既

可以对底层运算进行优化；同时也提供了完善的网络模块，让用户可以快速进行工程

项目开发。

Theano ： 支持当前大部分的主流网络模型，它是一种符号语言，同时它也是第一

种引人符号计算图来编译符号表达式的开源库。 相比于其他3种框架，它更注重底层

的开发，因此更适合进行性能优化和算法的研究。

Torch：与Caffe类似，是一个注重功能性的平台，提供了非常丰富的网络模块接

口，但用户很难对底层的运算模块进行直接的操作。

2 . 底层的开发语言与上层的接口语言

表 1 . 1 四大深度学习开源框架使用语言的比较

框 架 底层语言 提供的接口语言

Gaffe C++ C＋＋、 Python、 MATLAB

Tensor flow C＋＋、 Python C＋＋、 Python

Theano C、 Python Python 
Torch C、 Lua C、 C＋＋ 、 Lua

从表1.1可以看出， 4种框架都采用了高效率语言 CIC＋＋来编写， 而上层接口语言

则以 C＋＋和Python为主。 这主要是由于底层的设计需要考虑运行的效率， 而上层的设
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计则更多会考虑到整个语言的生态，生态、越丰富，覆盖人群越多，可扩展性也要更好。

3. 开源社区的活跃度

图1.15展示了截至2016年12月， 4个深度学习框架在Github上的star 、 fork以及贡

献者的数目，这些指标也在一定程度上反映了四者在当前开源社区的活跃度。在star和

fork数目上， Tensorflow当前呈现一枝独秀的态势，而在代码贡献者数量上 ，

Tensorflow和Theano的参与人数明显要比另外两个框架多。

代码贡献者数量
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四大深度学习开源框架在Github的活跃度与代码贡献者数量的比较图1.15
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Theano 基础

“工欲善其事，必先利其器”，人工智能领域的学习，除了要掌握必要的理论知识
外，还需要参与实践，把理论知识应用到实际中，同时，在实际应用中加深对理论知
识的理解。 深度学习在近些年，不管是在学术界还是工业界，都取得了快速的发展，
也催生了很多优秀的深度学习工具库的出现，上一章介绍了几种常用的开源工具，并
简要比较了它们的特点，本章将讲解Theano的基础知识，本书的代码都是基于Theano
来编写。

Theano是遵循BSD协议的一个开源项目，在2008年，由Yoshua Bengio领导的加
拿大蒙特利尔理工学院LISA实验室开发。 在本书编写过程中， Theano的最新版本是
0.9.0，本书之所以选用Theano作为开发工具，主要基于下面两点考虑。

第一 ， Theano是最早的深度学习开发工具之一，也是第一个使用“符号计算图”
来描述模型表达式的开源架构，当前很多的优秀开源工具库，都派生于或借鉴了
Theano的底层设计，如Tensorflow 、 Keras等，因此， 了解Theano的使用，特别是符
号图的机制能帮助我们更好地学习其他的开源工具。

第二，从严格意义上来说， Theano是一个基于Python和Numpy构建的数值计算
工具包，通过Theano可以定义最优化以及估值高维度的数学表达式。 与一些较为成熟
的商业工具库，如Tensorflow 、 Torch相比，它显得更为学术，此外，它并没有专门提
供深度学习相关的接口，因此，用户构建模型时需要从最基本的网络层开始构建，对
于深入理解模型的原理也有很大的好处。
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Theano工具库包含的功能很多，涉及15个模块，如图2.1所示。

· ω即11• - Transforming Expression Graphs to Functi。ns

• ＜例，fl• - Thean。 Contigurati。n

• d3vtx - dJviz: Interactive visualization of Thean。 c。mpute graphs 

• gof －刊eano Internals [doc TODOJ 

• gr.di•吭， Symbolic Differentiation 

• •isc. pkl_ut!ls - Tools for serialization 

• printtn1 - Graph Printing and Symbolic Print Statement 

• undbox 静 Experimental Code 

• scalar - Symbolic Scalar Ty阳s, Ops[d民TODOJ

• «•• - Looping in Theano 

• 叩盯”’ Symb。l ie Sparse Matrices . 叩肘，• - Sparse Op 

· 印，.，•. undbox - Sparse Op Sandbox 

• te肘。，· - Types and Ops for Symbolic numpy 

• typed_li<t 翩 Typed list 

图2 . 1 Theano工具库包含的模块 （ 摘自Theano官方文档）

限于本书的篇幅和写作目的，我并没有打算将本章作为AP！文档讲解，也不会深

入分析Theano的底层架构原理，本章的重点是对Theano的基础知识和编程范式进行

讲解，读者在完成本章的学习后，应该能够使用Theano进行独立简单的深度学习开发。

读者如果对本章的内容比较熟悉，可以跳过本章，如果想更全面地理解Theano的架构，

或某一个模块和接口的使用，也可以查阅Theano的官方文档。

2.1 符号变量

使用编程语言进行编程时， 需要用到各种变量来存储各种数据信息， Tbeano 是基

于 Python 和 Numpy 实现的数值计算工具库，严格来说并不是一门独立的编程语言 ，

但 Theano有其独立的变量体系， Theano 的 变量类型称为符号变量 ，记为

TensorVariable，它是Theano表达式和运算操作的基本单元。 Theano创建符号变量的

方式主要有下面几种。

1. 使用内置的变量类型创建

Theano 当前支持 7种内 置的变量类型，分别是 scalar 、 vector 、 row 、

col 、 matrix 、 tensor3 、 tensor4 。 以创建向量类型为例， 看看如何使用内置方法定义

向量类型变量。
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>> import theano 
>> import theano.tensor as T 
>> data = T.vector (name=’ data ’ , dtype=’ float32 ’ ) 

vector函数需要指定下面两个参数。

• name：指定变量的名字。

• dtype：指定变量的数据类型。’fheano变量支持的数据类型包括8种， int8 、 int16 、

int32 , int64 、 float32 、 float64 、 complex64 、 complex128 o

同理，要创建其他类型的变量，只需要将vector替换为其他类型既可， 比如要创

建矩阵类型，可以使用T. matrix。

2 自定义变量类型

内置的变量类型只能处理四维及以下的变量。 当需要处理更高维的数据时，我们

就需要自定义变盐类型， Theano 提供了 TensorType 方法来自定义数据类型。

>> import theano 
>> import theano.tensor as T 
>> mytype = T.TensorType(dtype , broadcastable, name=None, sparse_grad=fal se ) 

TensorType函数需要指定4个参数，其中dtype和broadcastable是必须指定的，也

是最常用的参数。

• name：指定变量的名字。

• dtype ： 指定变量的类型，参考前面内置变量的定义。

• broadcastable ： 是一个由true或false值构成的布尔类型元组，元组的大小等于

变量的维度大小，如果元组中的某一元素值为true，则表示变量在对应维度上

的数据可以进行广播（ broadcast ），否则数据不能广播。

broadcast机制是很多数值计算库都会实现的一种机制， 因为在做线性代数运算时，

经常会出现不同维度大小的数据类型运算 ， 比如一个标量数据与一个矩阵相加，一个
向量与一个矩阵相加等。 如果没有广播的机制，需要先把低维的数据变换到高维，当

两者的维度大小一致的时候，才能进行相应的操作符运算，而广播机制则可以直接执

行这种异构数据类型的运算操作，不需要经过烦琐的维度转换。 图2.2展示了一个向量

与矩阵相加的时候 ， 广播机制的内部转化过程。
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+ 

shape: (2,2) shape: (1.2) 

beast: (F, F) beast: (T. F) 

。
G !l + (l, Z) br0<>dca6t•d 

shape: (2,2) shape: (2.2) 
beast: (F. F) be田t：〔T,F〕

<>
[! :1 

图2.2 broadcast机制的运算

下面是用TensorType方法创建的一个五维张量类型，我们将其broadcastable设置

为（False,)* 5 ， 表示新创建的类型mytype在5个维度上都不支持广播机制。

>> import theano 
>> import theano . tensor as T 
>> mytype = T.TensorType (’ fl oat32 ’ ,(False ,) *5 ) 
>> data = mytype ( ’ x ’} 
>> data . type() 
<TensorType(float32 , SD)> 

3 . 将Python类型变量或者Numpy类型变量转化为Theano共享变量

共享变量是Theano实现变量更新的重要机制，我们将在后面详细讲解Theano的

共享变量机制。 要创建一个共享变量，只需要把一个Python对象或Numpy对象传递给

shared函数。

>> import theano 
>> import theano . tensor as T 
>> import numpy 
>> data= numpy.array([[l,2,3],[4, 5,6]] ) 
>> shared data = theano.shared(data) 
>> type(shared_data) 
<class ’ theano .tensor.sharedvar.TensorSharedVariable ’ >

4. 将Python类型变量或者Numpy类型变量转化为Theano变量

如果变量不需要更新， 那么Python或Numpy类型将转化为普通的Theano变量。

一般来说，当表达式既含有Theano变量，又含有Python或Numpy类型变量时，编译

器会自动将Python或Numpy类型变量转换为Theano变量。如果想要手动变换， Theano

也提供了相应的方法。

• theano. tensor. constant：将参数类型转化为Theano常量。
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• theano. tensor. as_tensor _variαble ：将参数类型转化为Theano变量。

2.2 符号计算的抽象一一符号计算图模型

2.1节详细讲解了符号变量 （ Tensorvariable ）的定义方法，本节将讲解符号计算

图的概念。 要定义一条符号表达式，首先按照2.1节介绍的方式创建表达式所需要用到

的变量，然后把这些符号变量通过操作符（ op ）结合在一起。

Thea no处理符号表达式时是通过把符号表达式转换为一个计算图（ graph ）来处

理，因此，理解计算图的基本原理和底层的工作机制，对于编写和调试Theano代码有

很大的帮助。 本节来探讨Theano的符号计算图的知识。

符号计算图的节点由下面4种类型节点构成： variable 、 type 、 apply和DP o

( 1 ) variable节点：即符号变量节点，符号变量是符号表达式中存放信息的数据

结构，可以分为输入符号变量和输出符号变量。

>> import theano 
>> x = theano.tensor.ivector （’ 且’ ）
>> y = x ** 2 

定义一个符号表达式y =x 忡 2 ， 其中x和2均为输入符号变量，而y则是输出符号

变量， 一个符号变量具有下面4个重要的字段。

1) type：指向type节点，我们将在后面讲解type节点的相关知识。

2) owner：可以是None或者指向一个apply节点，有关apply节点的知识将在后面

讲解。

3) index ： 一个索引值，当owner不为None时，如果变量是输入符号变量，则表

示该变量在owner所指向的符号表达式中是第index个输入变量；相反，如果变量是输

出符号变量，则表示该变量在owner所指向的符号表达式中是第index个输出 。

4) name ： 定义了变量的名字。

( 2) type节点： 当定义了一种具体的变量类型以及变量的数据类型时， ’fheano为

其指定了数据存储的限制条件。

>> x = theano.tensor.irow (’ x ’) 

定义了一个变量x，其变量类型是row，变量的数据类型是int32( i是int32的缩写），
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这样Theano为变量x指定了下面的限制条件，后面为x指定具体的数值时，如果不满足

这些约束，将会产生TypeError错误。

l ）底层必须以numpy. ndarray作为数据结构。

2 ）数据类型必须是int32 ，贝tlx是一个int32的整数数组。

3 ）变量的形态大小必须为（1，时，则第一维的大小必须为1。

( 3 )apply节点：表示把某一种类型的符号操作符应用到具体的符号变量（ variable )

中 。 与variable节点不同， apply节点无须由用户指定，前面我们已经指出， apply节点

是通过输出符号变量的owner字段来获取，一个apply节点包括3个重要的字段。

1 ) op：指向符号表达式的操作符节点。

2) inputs：符号表达式的输入参数变量列表。

3 ) outputs ：符号表达式的输出结果变量列表。

( 4 ) op节点： 操作符节点， 等价于编程语言中的函数定义， op定义了一种符号变

量间的运算，以某种类型的符号变量作为输入，输出另一种符号变量，如＋ 、一 、 sum（） 、

tanh （）等。

这里要把op的定义和apply的定义区分开来，从编程语言的角度来说， op等价于

函数定义，而apply等价于函数的应用。 通过下面的例子来考察两者之间的区别。

如果用Python的语法来理解Theano的计算图结构，假设定义了一个函数fun，那

么将产生一个op节点fun。

>> def fun (x): 

如果在代码中调用了该函数，那么将产生一个apply节点，并且该节点的op字段

将指向fun节点。
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>> a= fun(S) 

下面通过一个具体的例子来理解符号计算图的结构。

>> import theano.tensor a:e T 
>> x = T.dmatrix （’ 且 ’ ｝

>> y = T.dmatrix(' y’} 
>> z = x + y 

上面的代码逻辑非常简单，定义了两个矩阵变量x和y，定义符号表达式z = x+y, 



2 Theano 基础

该符号表达式转化为对应的符号计算图结果如图2.3所示。

图2 .3 符号计算图

我们可以自行验证每一个节点对应的字段结果输出。

如想要获取apply节点，通过输出符号变量z的owner字段。

>> z.owner 
Elemwise{add,no_inplace } (x, y) 

如果想要获取表达式的所有输入符号变量和所有输出符号变量，可以通过apply
节点的inputs和outputs字段。

>> z.owner.inputs 
[x, y] 
>> z .owner.outputs 
[Elemwise(add ,no inplace).OJ 

在上面的例子中，表达式是两个矩阵相加，形式比较简单，但对于复杂的表达式
或函数，要画出完整的符号计算图是一件很麻烦的事情，为此Theano支持把计算图打
印到终端或输出到外部文件，要打印符号计算图，首先需要定义printing模块。

输出到终端支持两种模式 ： PP模式和debugprint模式。 pp模式的输出结果简洁紧
凑，就像数学表达式一样。 而debugprint模式，顾名思义，是 debug 常用的模式，因
此它的输出更加详细，下面分别使用pp模式和debugprint模式来查看z的结果。
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通常采用 Theano 自带的 pydotprint 接口来输出到外部文本。 pydotprint 接口有两
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个重要的参数： fct 和 outfile，其中 fct 表示待打印的函数或变量列表， outfile 表示输

出的文件名 。考查符号表达式 z=x+y，使用 pydotprint 打印的符号计算图结果如图2.4所

示，读者也可以对比图2.4与图2.3 ，观察它们之间的异同。

>> theano.printing. pydotprint (z, outfile=”out .png”) 

图2.4 pydotprint打印结果

2.3 函数

函数是Theano的一个核心设计模块，前面已经讲解了Theano如何把一个符号表

达式转化为符号计算图，函数的作用则是为我们提供了一个接口，把符号计算图编译

为可调用的函数对象。

2.3.1 函数的定义

首先来考察Theano函数的定义语法，函数定义最为重要的4个参数分别是： inputs 、

outputs 、 updates 、 givens 。

>> theano.function(inputs, outputs , updates , givens) 

( I ) inputs ：用于指定函数的输入变量列表。 python 以列表的形式来表示，列表

的每一个元素是一个In类型， In类型的构造函数有很多参数设置，而最常用的是下面

两个参数。

I ) variable：指定符号变量。

2 ) value：指定变量的默认值。

26 
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更详细的参数定义和设置可以参考Theano的官方文档。

( 2 ) outputs：指定函数的输出变量列表。 如果为空， 则没有输出 ； 也可以只有

一个输出变量； 或者以列表的形式来表示多个输出变量。 如果不为空，则每一个输出

元素是一个Out类 ， Out类的构造函数相对简单，其中我们一般只需要指定输出的符号

标量即可。

( 3 ) updates ： 指定共享变量的更新策略，通常以字典或元组列表的形式来指定。

updates应用最广泛的就是在最优化计算过程中，指定每一次迭代时参数的更新策略，

下面的代码展示了在梯度下降算法中使用 updates来对权重参数进行迭代更新的过程。
> > import thear、。

>> par酬S a [. • • • • .) ＃ 共享受量，IH•J费

> > c。st ’ ！ （ params ) ＃损失ell~

>> gparams • thean。 .tens。r.grad ( c。st , par副ns )

>> updates • [ (p, p - lr*gp) fo芷 p , gp in zi p(params , gparams ) J 

( 4 ) givens ： 是一个字典或者元组列表，记为［（varl, var2）］ ，表示在每一次函数

调用时，在符号计算图中，把符号变量varl节点替换为var2节点，该参数特别适合用

来指定训练数据集的 batch 大小。

2. 3. 2 Logistic回归

以Logistic回归为例子考察函数的定义和使用，本节只讲解如何使用Theano来实

:EJ.il. Logistic回归，目的是对前面的内容做一个总结。 本节并不会深入解析Logistic回归

的原理，有关Logistic回归的相关知识将在第6章讲解。

Logistic回归是机器学习中常用的二元分类算法，设现有训练数据集D = (X,Y), 

其中Y是训练数据对应的label , X的大小为N × M, y的大小为N × 1 ， 其中N为样本总

数， M为特征数。

>> N = 10000 
>> M = 78 4 
>> X = numpy.random.randn (N, M) 
> > Y = numpy.random . randint (low=O , high=2 , size=N ) 

Logistic回归通过使用Logistic函数来作为预测模型。

1 
f(z) = l工-;:z (2.1) 

其中z = W1 X1 + Wz X z + … + wMxM + b是一个线性模型 ， w = Cw1，吨，... ,WM）和b
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是待确定的参数。

-6 -4 -2 0 2 4 6 

图2.5 Logistic函数

Theano把参数初始化为共享变量，以便迭代时能进行更新。

>> w_value = numpy.random.randn(M) 
>> w = theano . shared (value=w value, name=’w’ ) 
> > b = theano.shared(value=O.O, name=’ b ’ } 

当参数w和b确定后，对于输入数据（叫，句，… ， XM） ，把其代人Logistic函数， Logistic

函数是一个值域为 0ζy 运 1 的函数，当y ζ 0.5 时， 预测值为0 ； 反之，若y > 0.5时 ，

预测值为1。

>> x = T.dmatrix （ 飞 ’ ｝
>> y = T. i vector ( 'y ’} 
>> output= 1.0 I (1.0 + T.exp( - T.dot(x, w) - b)) 
>> predict = output > 0.5 

下一步要指定损失函数， Logistic回归采用对数似然损失函数（交叉’脑）作为最优

化的目标函数：

st = - ~ 2.: (Yk x In p饥） + (l -yk) × ln(l －队））） ο

其中k是训练、数据集的数量， p(yk）是第k个训练数据的lαbel值取Yk的概率， Yk的

取值只能取0或1，可以加上正则化项来防止过拟合，最后的损失函数公式为：

28 

cost= － ~L(Yk × In p(yk) + (1 - Yk ) × ln(l －阳加Y × 2.: wi 2 (2.3) 

>> l os s = - y食T . log(output) - (1 - y)*T . l og(l -out put) 
>> cost = T.mean(loss) + 0.0 1 舍（w**2) .sum() 
>> gw, gb = T.grad(cost , [w , b]) 
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最后定义训练函数， mini-batch 梯度下降法来训练模型，通过givens参数来指定

每一次迭代的训练样本数据。

>> train = theano.function( 
inputs = [index] , 
outputs 盟 cost ,

updates = [ (w, w-0 .1 食gw), (b, b-0.1食gb)],

givens= (x : X[index*batch_size : (index+l ) *batch_size] , 
y: Y[i.ndex*batch_size: (index+l)*batch_si.ze]} ) 

将上面的步骤进行归纳总结，可以得到完整代码，如下所示。

>> import numpy 
>> import theano 
>> import theano.tensor as T 
>> N, M = 1000 , 78 
>> X = numpy.random.randn(N,”) 
>> Y = numpy.random.randint(low=O, high=2, size=N) 
>> train X = theano . shared (value = X) 
>> train Y = theano.shared(value = Y) 
>> batch size = 100 
>> w value = numpy.random.randn(M) 
>> w = theano . shared(value=w value, name=’ w’ ) 
>> b = theano . shared(value=O.O , name嚣’ b ’ ｝
>> x = T.dmatrix ( ' x ’) 
>> y = T.i.vector (’ y' ) 
>> index= T.iscalar(' index ’) 
>> output = 1.0/(1.0 + T.exp(-T.dot(x , w)-b)) 
>> predict =output > 0.5 
>> loss = - y*T . log(output) - (1-y)*T.log(l-output) 
>> cost= T.mean(loss) + 0.001 * (w’ *2) .sum() 

>> gw, gb = T. grad(cost , [w, b]) 
>> train = theano.function ( 

inputs = [index], 
outputs = cost , 
updates = [ (w, w-0 .1 *gw), (b, b-0. l*gb)], 
givens= {x : train_X[index*batch_size : (index+l)*batch_size], 

y : train Y[index*batch size: (index+l)*batch size]) 

>> batch = N/batch size 
>> for n_epoch in range (1 00) : 

ret = [] 
for batch index in range (batch): 

ret.append(train(batch_index)) 
print ｛”epoch ： 毡d , average cost is 奄lf＂毡（n epoch, numpy.mean(ret))) 

2.3.3 函数的复制

在实际应用中会遇到一种情况，多个函数之间的功能相似，只是参数不一样，比

如我们用同一个算法对不同的模型进行训练，不同的模型训练的参数不一样，但是算

法是相同的，这个时候可以使用函数的复制功能，将一个函数复制给另一个函数后，

这两个函数之间具有独立的计算图结构，相互之间并不会有影响。 Theano函数的复制
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通过copy函数来实现。

以累加器为例，下面的函数通过定义一个共享变量state来作为累加变量，每一次

调用函数accumulator时， state的值都会发生变化。

>> import theano 
>> import theano.tensor as T 
>> state = theano.shared(O) 
>> inc = T.iscalar ( ’ inc ’ ) 
>> accumulator = theano. function ([ inc], state, updates=[ (s tate , state+inc ))) 

调用accumulator函数，查看输出结果。
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新建另一个函数new_accumulator，它实现的功能与accumulator函数完全相同，

但累加的变量不一样。new_accumulator是定义在new_state上的累加函数，通过copy函

数来实现这个功能，通过swap参数来交换两个共享变量。

>> new state = theano.shared(O) 
>> new accumulator = accumulator.copy (swap=(state:new_state} ) 

来验证一下结果。
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正如我们所预料的，调用new_accumulator函数并没有影响原来的state变量。

如果只想在原来函数的基础上去除共享变量的更新，同样可以通过copy函数来实

现这个功能，通过delete_updates参数来实现这个功能。

>> null accumulator = accumulator .copy(delete updates=True ) 

检验输出结果。
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可以看到调用null_accumulator函数并没有影响state变量，事实上，这个函数每

次调用都会输出相同的结果。
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2.4 条件表达式

句。

Theano是一种符号语言，因此不能直接使用Python的ifi吾句，可以考察下面的语

>> import theano 
>> import theano.tensor as T 
>> a = T. scalar ( ’ a ’ ) 
>> b = 0.1 if a==O else a 
>> b . eval ({a : OJ ) 
array(O.O, dtype=float32 ) 
>> b.eval{{a : l} ) 
array{l.0, dtype=float32) 

可以看到，不管α的值取多少， b的值均为α，这是由于α是一个符号变量， a== 0的

返回结果永远是False 。 要对符号变量进行比较，需要使用符号变量的条件表达式 ， 当

前Theano支持ifelse和switch两种表达式来进行符号变量之间的比较。

( 1 ) ifelse函数接收3个参数 ， 分别是布尔型的条件值， 以及两个分支的输出结果。

>> import theano 
>> import theano.tensor as T 
>> from theano . ifelse import ifelse 
>> ifelse(condition , expressl , express2 ) 

( 2 )switch函数接收3个参数，分别是tensor类型变量，以及两个分支的输出结果。

>> import theano 
>> import theano . tensor as T 
>> T.switch(condition , expressl , express2) 

下面考察ifelse与switch的区别， 从上面可以看出，两者的使用方法非常接近，当

条件表达式condition的值为1时 ， 表示真值， 将执行第二个参数， 即表达式expressl,

否则执行第三个参数表达式express2 。 两者之间主要存在下面两个差异。

• ifelse的条件表达式condition只支持标量值，而switch的条件表达式可以是任意

的Theano符号变量，而不只是标量值。因此， switch的使用范围要比ifelse更广。

• ifelse的运算是’惰性的，当条件表达式condition的值为1时， 就执行expressl ,

不会执行express2 。 但switch则会把两个表达式都执行 ， 当expressl和express2

都执行完毕后，才根据条件表达式condition的值返回expressl或express2 。 通

过下面的例子来考察两者的区别。
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>> import theano 
>> import theano . tensor as T 
>> r, s , t = T.1scalars (’ r ’ , ’ s .,’ t ’ } 
>> r一＝ theano . printing.Print( 'r ’ ) (r) 
>> s一＝ theano.printing.Print (’ s ’ ) ( S) 
>> u = T.switch(T . eq ( t ，。） , s_, E•} 

这里定义了一个switch条件表达式，井利用print语句来跟踪语句的执行次序，结

果如下所示。

>> u. eval ( { t: 0, r: 1 , s: 21 ) 
s str = 2 
r str = 1 
array(2) 
>> u . eval ( ( t : -1 , r: 1 , s: 2}) 
s str = 2 
r str = 1 
array(l) 

switch条件表达式会执行r＿和止， 最后根据condition返回结果数据。 ifelse表达式

如下所示。

出 。

>> import theano 
>> import theano.tensor as T 
>> from theano.ifelse import ifelse 
>> r , s , t = T . iscalars(' r ' , ' s ',’ t ’} 
>> r_ = theano . printing . Print (’ E ’) (r ) 
>> s_ = theano . printing.Print (’ s ’} (s ) 
>> u = ifelse ( T.eq ( t ， 。） , s一’ E一｝

这里定义的ifelse条件表达式与前面switch条件表达式完全一样，考察它的结果输

>> u . eval ({ t: O, r: 1 , s: 21 ) 
s str = 2 
array (2) 
>> u . eval({t: - 1 , r: 1, s: 2)) 
r str = 1 
array ( 1 ) 

可以看出， ifelse的执行过程是一种“短路”策略，只有其中一个分支会被执行。

2.5 循环

循环是程序设计语言中很重要的一个模块， Theano的循环操作使用scan模块来实

现，类似于Python的fori吾句，首先来考察 scan 的函数声明。
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>> theano.scan (fn, sequences=None , outputs_info=None, n。n_sequences宫N。ne , n_steps就None , trunca 
te_gradient=-1 , go_backwards=false ， ”。de=None , name=None, pr。file=Fa l se , all。w_gc=N。ne , strict= 
False) 
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scan的参数很多，读者如果想要了解每一个参数的详细信息，可以查阅官方的文

档，这里考察常用的几个参数。

( 1 ) sequences ： 是一个由Theano变量或字典构成的列表，它们的值将作为参数

传递给函数归。 列表中的每一个元素都是一个序列，每一次迭代可以传递序列的一个

元素或者多个元素。 下面通过一个例子来理解sequences的使用。

>> theano . scan ( . . . . . . , 
sequences=[dict (input=sequencel, taps=[-3 , -1]) , 

sequences2 , 
dict (input=sequence3 )], 

sequences参数包括了sequencel 、 sequence2 、 sequence3三个输入序列。

1 )sequencel：以字典的形式来表示，当用字典来表示时，字典中可以包括input

和taps两个key，其中input是输入序列， taps是索引，上面的代码表示在第t步迭代时，

sequencel传递给fn的参数有sequencel[t - 3］和sequencel[t - 1 ］ 。

2 ) sequence2 ：以普通的Theano变量形式传递，事实上，它等价于下面的代码。

>> dict (input=sequence2, taps=[O)) 

当忽略taps参数时， Theano默认会自动添加taps= [O］，因此，在第t次迭代时，

sequence2传递给fn的参数为sequence2 [t］ 。

3 ) sequence3：可以参考sequencel和sequence2来理解。

( 2 ) outputs_info ： 与sequences的表达相似， outputs_info同样是一个由Theano

变量或字典构成的列表，列表中的每一个元素是函数归的输出结果的初始值。 用一个

同样的例子来说明。

>> theano.scan( 

outputs_info = [dict (initial=sequencel, taps=[“ 1, -2]), 
sequence2, 
diet (initial=sequence3) I, ) . . . . . • 

为了方便与sequences比较，我们在outputs_info中放置了3个相同名字的变量元素

sequencel 、 sequence2和sequence3，读者可以比较两者之间定义的差异。

1 ) sequencel ：以字典的形式来表示， outputs_info用字典来表示的时候，可以

包括initial和taps两个key, initial用来定义初始值， taps是索引 。 上式表示在第t步迭

代时， sequencel传递给fn的参数有sequencel[t- 1］和sequencel[t- 2］ 。
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2 ) sequence2 ：以普通的Theano变量形式传递，它等价于下面的代码。

>> dict (initial=sequence2, taps=[-!]) 

当忽略taps时，默认会自动添加taps= [-1］， 因此， 在第t次迭代， sequence2传

递给fn的参数为sequence2 [t 一 1］ 。

3 ) sequence3 ：可以参考sequencel和sequence2来理解。

( 3 ) non_sequences：是一个不变量或常数值列表，与outputs_info和sequences不

同的是 ， non_sequences参数在每一次迭代时都是全部传送给迭代函数，在实际应用

中， 一般是把non_sequences设置为模型的权重参数列表。

( 4 ) fn ： 是scan最核心的部分，它是一个函数，定义了每一次循环的处理逻辑，

fn既可以用lambda匿名函数来表示， 也可以是自定义函数来实现。 需要特别注意的是，

它对函数参数的定义顺序，以及函数的输出有严格的要求。

首先， 归的输入参数是由前面提到的3个参数来提供，不接受额外的输入，参数

定义顺序为 ： sequences 、 outputs_info 、 non_sequences ， 看看下面的代码块。
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>> theano . scan( 
fn = lambda al, a2 , a3, a4, aS, a6 , a7 , a8, a9: ... , 
sequences= [dict (input=sequencel, taps=[ - 3, - 2, - 1)) , 

sequence2], 
outputs_info = [dict(initial=sequence3, taps=[-1 , -2) ), 

sequence4 J , 
non sequences= (argl, arg2J , 

lambda函数一共有9个参数，这些参数对应的值如表2.1所示。

表 2. 1 lambda 函数的参数及其对应值

………r,-
al sequen四l[t-3]

a2 sequen回l[t-2]

a3 sequencel(t-1] 
a4 sequenc功2[t]

as sequence3(t-l] 
卡町、E 晴－

a6 sequen四3[t-2]

a7 sequence4[t-l) 
’闺阁刷’

as argl 
a9 arg2 

( 5 ) n_steps ：用来指定迭代的次数， senquences与n_steps两者至少要存在一个，
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否则scan无法知道迭代的步数。

( 6 ) truncate_gradient： 这是一个专为循环神经网络训练设计的参数。 利用scan

来实现BPTT时 ， truncate_gradient设置了向前传播的长度，当值为一1时， 表示采用的

是传统的 BPTT算法，但如果 truncate_gradient 的值大于 0 ，表示向前执行完

truncate_gradient步时，会提前结束返回，这是一种截断策略。 在第12章中会看到，

传统的BPTT会导致梯度消失问题，截断是防止梯度消失的一种有效策略。

( 7 ) strict ： 当设置为true，必须保证把所有用到的Theano共享变量都放置在

non_sequences参数中。

下面通过几个具体的例子来介绍scan的使用方法。

·示例一：计算Ak 。

任务描述：

计算A的k次方，其中A可以是实数、 向量或者矩阵。

函数设计：

如果使用Python来完成上述的功能，可以写出下面的伪代码。

>> result = 1 
> > for i i n range (k): 

result = result * A 

分析上面的伪代码，要完成Ak这个功能，我们需要做到以下几个方面： 第一是初

始值，在最开始把初始值result设为1。 第二是常量数据A。 第三是迭代次数k， 告知循

环迭代的次数。

与上面的思想类似， Theano采用scan来实现循环的操作，首先把结果初始值放在

outputs_info中，常量值则对应于non_sequences，迭代的步数k对应于n_steps 。 最后

是迭代函数fn的设计，在本例中， h的实现较为简单，直接使用匿名函数来实现，函

数fn的参数分别对应outputs_info和non_sequences，代码如下所示。

>> import thean。
>> import thean。 .tens。E as T 
> > k = T.iscalar (’ k') 
>> A = T. iscalar (' A ') 
>> outputs , updates = theano.s臼n(

fn = lambda x, A : x•且，

。utputs_info = T. 。nes_l1ke （且｝，

n。n sequences = ［且］ ，

n_steps = k 

>> fun = thean。 .functi。n (i nputs = [k，且｝， 。utputs = outputs(-1] , updates= updates ) 
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验证结果：

计算53 ，其中A= 5, k = 3 。

>> fun(3, 5) 
array (125 ) 

计算82 ，其中A= 8, k = 2 。

>> fun(2, 8 ) 
array (64 ) 

·示例二：多项式计算。

任务描述：

给定多项式的系数列表（句，肉，句， ... ,am）和未知项x，计算多项式t ＝ α。＋ α1 ×
x ＋ αz × x2 ＋ … ＋ αm × xm的值。

函数设计：

Sequences ：包括多项式系数列表（句，肉，旬， ... ,am）和对应的指数项索引列表

(0,1,2, ... ,m） 。

outputs_info ：输出的初始值，我们设置为0.0 。

non_sequences ： 在每一次迭代时，未知项参数x是不变的，因此把x放置在

non_sequences中 。
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代码示例：

>> import thean。
>> impr.rt- theano. tensor a" T 
>> a= T.vect。r ( ’ a ' , dtype=thean。 .config.fl。atX)
>> x = T. s calar ( •且 ’ ， dtype=theano . c。nfig. fl。atX)
》〉 。utputs, updates = theano . scan( 

fn = lambda a, p， 。， x ：。＋ a•(x •• p), 
sequences = [a, T.arange(a.shape[OJ) .astype ( thean。 .c。nfig. fl。atX ) ],
outputs info= T.as tens。E variable(O . O) .astype(theano.config.fl。atX) ,
n。n_sequences = [x] 

>> fun = theano.function (inputs = [x , al ， 。utputs = outputs [- 1], updates= updates) 

验证结果：

计算f=1+3 × x2 - 2 × x3 + 2 × f，其中x的值为2.0 。

>> fun ( 2. 0 , [ 1 , 0 , 3 , -2 , 2 J ) 
array (29 . 0 , dtype=float32 ) 

计算f =2 × x+3 × x3 + 5 × f，其中x的值为2.5 。



>> f un( 2 . 5 , ( 0 , 2 , 0 , 3 , 5) ) 
array (247 . 1875 , dtype=float32 ) 

· 示例三：数据替换。

任务描述：

2 Theano 基冒出

给定一个索引矩阵［（x1, Y1), (xz,yz), ···, (xm, Ym）］和待替换的值向量［叫，吨，…， vm],

把一个矩阵matrix对应的位置元素matrix[xi, Yi］替换为vi 。

函数设计：

Sequences：包括索引列表和替换数据列表。 索引列表用矩阵来表示，每一行是

一个位置元组队，Yi ） 。

outputs_info：不需要输出信息，无须依赖上一步的结果输出。

代码示例：

>> imp。rt thean。

>> import theano . tens。E as T 
>> ictx = T.imatrix (’ idx ’ } 
>> v = T . 1vect。r （ ’ v ’ ）

>> model = T . 1matrix ( ’ model ’ } 
>> def _step (1dx, v , m。del ) :

return T.set subtensor (m。del[idx[OJ. idx[l] J. v ) 

》〉。utputs , updates = thean。 .scan ( 
fn ~ _s tep , 
sequences = [idx , v] , 
outputs in f。＝ model 

>> fun = theano . functi。n(inputs = [idx , v, m。del], outputs= outputs , updates= updates) 

验证结果：

设原始数据为 ：

model = I 4 S 6 I 
\7 8 9/ 

现在将model[l.1］ 、 model[0,2］ 、 model[l,O］分别替换为一1 、 一 2 、 一 3。
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>> fun(((l, l], (0, 2), [l, OJ], (-1 , -2 , -3), [[1,2,3], (4,5,6), [7 ，日， 9]])array(([( 1, 2, 3) , 
[ 4，自1 , 6) , 
[ 7, 8, 9]), 

[ [ 1 , 2, -2 ), 
[ 4 , -1 , 6], 
[ 7 , 8 , 9]], 

[ [ 1, 2 , -2) , 
[-3 , - 1, 6] , 
[ 7 , 8, 9]))) 

·示例四：条件终止。

任务描述：

实现break的功能， 提前终止循环。

函数设计：

条件终止的重点在于在循环函数中，除了返回正常的输出结果之外，还需要把循
环终止的条件放置在theano. scan_module. until模块中。 当输出结果大于 max 值时，

就提前终止循环。

代码示例：

>> import numpy 
>> import theano 
>> import theano . tensor as T 
>> max value = T. iscalar() 
>> def _step (e , max_value): 

return e会＊ 2 , theano.scan module.until(e＊食 2 > max value) 
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>> fun= theano.funct1on(1nputs=[max value], outputs=outputs , updates=updates) 

验证结果：

对于序列［0,1,2, .. . ,9］，计算每个元素的平方值， 当值＞ 45时， 循环终止退出。
>> fun(45) 
array( [ O, 1, 4, 9, 16, 25 , 36 , 49] , dtype=int64) 

正如我们预料的，循环在计算完72后将自动退出。
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2.6 共享变量

共享（ shared ）变量是实现机器学习算法参数更新的重要机制。 对于一般的符号

变量，它没有赋予任何的初始值。 在编写深度学习程序时，需要对权重参数进行初始

化，这时候需要一种带有初始值的Tensorvariable，这种带有初始值的符号变量称为

共享变量，共事变量的初始值由Numpy数组指定。

创建共享变量有深拷贝模式和浅拷贝模式。 深拷贝是指把Numpy数组进行深度复

制，因此，后续对Numpy数组的改变不会影响到这个共享变量；浅拷贝并没有拷贝

Numpy数组到共享变革’中，而是为共享变量设置一个指向Numpy数组的指针，因此，

后续对Numpy数组的改变会影响到这个共享变量的值。 深拷贝模式和浅拷贝模式是通

过borrow参数来设置，默认情况下borrow = False表示深拷贝 。

>> i.rnporl nurnpy , t heano 
>> np array = nurnpy.ones(2, dtype=’ float32 ’) 
>> s_default = theano . shared (np_array) 
>> s false = theano.shared (np array, borrow=False ) 
>> s true = theano .shared(np_array, borrow=True) 

上面的代码块中，设置了三个共享变量s_default 、 s_false 、 s_true ，其中s_default与

毛false是深拷贝，而s_true使用的是浅拷贝，初始值为array([l,1］） 。改变np_array的值，

考察3个共事变量的值的变化情况。
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对于深拷贝的s_default和s_false变量来说，改变np_array的值并没有对共享变量产

生影响，但对于浅拷贝的s_true变量来说，它的值与np_array的值保持同步变化。

2.7 配置

当使用import theano导人Theano模块时，系统会自动加载Theano运行代码所需

要的环境和配置， 例如，使用GPU还是CPU来运行代码，使用何种编译模式等。 在不

同的工程项目中，可能需要不同的环境设置，因此，本节简要介绍如何手动配置Theano

的属性。
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Theano的所有属性通过config模块来管理， 它们控制着Theano的执行行为，在命
令行窗口中输入theano. config可以查看Theano当前的配置信息。

>> print (thean。 .c。n fig )

floatx ( （’ fl。at64 ’，’ fl。at32 ＇ ，’ float16 ' ))
Doc : Default floating-p。i nt precisi。n for pyth。n casts. 

Note: fl。atl6 supp。rt is experimental , use at y。ur 。wn risk. 
Value: fl。at32

旧口i_float64 ( （ ’ ignore勺’warn 勺’ raise·,’pdb ’} } 
D。c: Do an action when a tensor variable with float64 dtype is created. They can ' t be run 

。n the GPU with the current （。ld) gpu back-end and are slow with gamer GPUs . 
Value：主gnore

cast__p。licy ((’ cu st。m勺’ numpy+fl。atX ’ ｝ ｝
D。c : Rules for implicit type casting 
Value · cust。m

int divis立。n (( ' int ’,• ra立se ＇ ， ’ floatX ' ))
Doc: What t。 do when 。ne computes x I y , where b。th x and y are 。f integer types Value· int 

device (cpu , gpu 舍 ， 。pencl• , cuda’} 
D。c: Default device E。x c。mputations. If gpu舍 ， change the default t。 try t。 m。ve c。mputation t。 it and to put shared variable 。f fl。at32 。n 立t . Do n。t use upper case letters ， 。nly l。wercase even if NVIDIA use capital letters . 

设置Theano的配置属性有3种方法， 按照优先级从高到低可以分为：

( l ）通过theano. config. property来设置。

( 2 ）通过设置THEANO_FLAGS环境变量。

( 3 ）通过. theanorc文件来设置。

对于第一种方式，通常来说， config模块下的属性大部分都是只读的， 不应该在
用户的逻辑代码中改变， 即使属性值是可写的，也不建议直接修改property，因为这
样做会使代码变得难以维护，因此， 本章将重点讲解后面的两种配置方式。

2.7.1 通过THEANO_FLAGS配置

通过设置THEANO_FLAGS环境变量来改变Theano的配置， 这种方式既可以是全局
的 ， 也可以仅针对某一个脚本文件。 THEANO_FLAGS以字符串的形式显示 ， 字符串是
以逗号为分隔符的（key, value）对，如下所示。

>> THEANO_FLAGS=’ fl oatX; float32,device=gpuO' 

上面设置了floatX的类型是float32 ，运行的设备是gpuO （ 后面的数字是使用的GPU
芯片，在多GPU的环境下 ， GPU设备数可以大于1 ）。

Thea no允许通过下面3种方法来修改THEANO_FLAG变量的值。
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第一种方法是直接修改系统的环境变量，如图2.6所示。

她怎刨： jTHEANO_FtAGS I 
囊”ω： ｜响。a以＝float32,device=epu I 

仁主立 ［一主巳

图2.6 设置THEANO_FLAGS环境变量

第二种方法是在命令行中执行脚本时，添加THEANO_FLAGS信息，但这种方法只

适用于linux环境。

>> THEANO FLAGS=’ floatX=float32 , device=gpuO’ python ＊＊食 · PY

第三种方法是在代码文件中修改，但应该注意的是，这种方法比较容易写错，下

面是常见的错误做法。

·错误的做法。

>> import theano 
>> THEANO FLAGS=' floatX=float64 , device=gpuO’ 

首先来检查一下当前floatX的配置。

>> print theano.config.floatx 
float32 

我们发现THEANO_FLAG的配置信息没有生效，这是由于在导人Theano模块后，

有些设置就不能被更改了，因此这时再设置环境变量并没有起作用。

·正确的做法：应该在导人Theano模块之前，先设置环境变量，如下所示，结果

也和我们预期的一样， floatX属性已经被正确设置为float64了 。

>> import os 
>> os.environ["THEAN。一FLAGS”］＝’ floatX=float64 , device=cpu '

>> import theano 
>> rrint theano . config.floatx 
float64 

2. 7.2 通过. theanorc文件配置

. theanorc文件在操作系统的默认位置一般是： $HOME/. theanorc。 在Windows环

境下，它的默认位置是 ： $HOME/. theanorc或$HOME/. theanorc. txt。

41 



深入浅出深度学习：原理剖析与 Python 实践

若存在下面的配置信息 ：

>> THEANO FLAGS＝’ floatX=float32 , device=cpu , lib.cnmem百1 ’

其对应的文件信息如下所示。

[global] 
device=cpu 
floatX=float32 

(1 ib] 
cnmem=l 

在设置. theanorc文件时，如果属性直接位于 config下，如 config. device 、

config. mode等，这些属性应该放置在global section下；其他位于config子模块下的属

性，例如config. lib. cnmem 、 config. dnn. conv. algo_fwd等，则应该放置在对应的子模

块section。

2.8 常用的Debug技巧

Theano的调试功能是Theano的一个弱项，相比于Tensorflow等商业框架， Theano

的调试比较麻烦，下面是一些常用的调试技巧。
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·打印详细的调试信息。 通过在自己置文件中设置config. exception_ verbosity来输

出详细的debug｛言息，有关配置和config模块可参考2.7节。

·通过eval来查看或调试表达式的结果。 对于shared变量，可以通过value或者

get_ value来查看变量的值，但对于其他Tensorvariable ，符号变量’是无法查看

对应的值的，这时可以调用eval函数来查看。

>> a = theano.shared(value = numpy.array([[l, 2,3), [4,5,6]])) 
>> b = a.reshape(shape=(3,2)) 
>> b.eval() 
array([[!, 2) , 

[3, 4 ) , 
(5, 6 )) ) 

·除了语法错误外，在编写深度学习项目的时候，遇到更多的是其他的逻辑上的

错误，比如除0或矩阵相乘的维度不一致，例如一个大小为（5,10）与另一个大小

为（20,10）的矩阵进行点乘操作，这些类型的错误往往只能在线上运行的时候发

现。 而Theano提供了compute_test_value帮助我们快速发现这一类型的错误，

详细的使用方法可以参考compute_test_value的使用文档。
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2.9 小结

本章简要讲解了Theano的一些常用基础语法点，但Theano库的设计和功能本身

非常庞大，接口也很多，限于本书的篇幅，我们没有进行逐一探讨，如果读者想要了

解更具体的功能实现，请参考Theano的官方文档，或到Google group的theano - users 

论坛寻求帮助。
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第 2 部分

数学与机器学习基础篇



线性代数基础

线性代数是应用数学的一个重要分支，被广泛应用于自然科学和工程领域。 线性

代数，特别是矩阵运算也是很多机器学习算法，尤其是深度学习算法的基础。 因此，
本章将首先讲解线性代数相关的基础知识。

如果读者对本章的知识点比较熟悉，可以跳过这一章。 在本章中，仅涉及与深度

学习相关的线性代数知识点，因此，会忽略一些与机器学习元关的主题。 如果读者想
更深入全面地了解线性代数相关的知识，可以参考相关的文献［1,2］ 。

最后，为了方便起见，在本章的讨论中，如果没有特别的说明，讨论范围都是在
实数域的范围内。

3.1 标量、向量、矩阵和张量

在线性代数和机器学习中，数值计算通常由下面4种结构类型组成。

·标量（ scalar ）：即一个数值，是计算的最小单元，通常用小写的拉丁字母来

表示。

·向量（ vector ）：向量是由多个标量数据构成的一维数组，如式（3.1）所示，通过

下标索引来获取每一个元素，如Xo表示向量x的第一个元素（假设下标从0开始）。

x = (x0,x1, .. . ,Xn一1)T (3.1) 



3 线性代数基础

·矩阵（ matrix ） ： 矩阵是由标量数据构成的二维数组。 在本书中，采用大写的

拉丁字母来表示，如矩阵AεRmxn 。 与向量类似，可以通过给定行和列的下标

索引来获取矩阵中的元素，如α0,0表示矩阵中的第0行，第0列的元素。
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·张量（ tensor ）：在深度学习领域，很多时候，数据都是高于二维的，因此，

需要一种能够表示任意维度的数据类型，这就是张量。 如图3.1所示是一个三维

的张量类型。

a,,k 

… αO.n-1.0 1 

... am吨，n- 1..oJ

图 3. 1 一个三维的张量类型

这4种类型对应Theano的创建方式如图3.2所示。

| 数以类1rl Thcano(J<J创应方式
scalar theano. tensor. scalar 

vector 

matrix 

theano. tensor. vector 

theano.tensor.matrix 

tensor (3维）

tensor (4维）

tensor （大于4维）

theano. tensor. tensor3 

theano.tensor.tensor4 

theano. tensor. TensorTyp乏一J

图3.2 4种基本类型对应的Theano创建方式

3.2 矩阵初等变换

矩阵的初等变换是矩阵的一种非常重要的运算，它在求解线性方程组、逆矩阵中

都起到了非常重要的作用。 对于任意一个矩阵AεRmxn，把下面3种变换称为矩阵的

初等行变换。

·对调任意两行，记为ri －巧。
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’以不为零的数k乘以某一行的所有元素，记为Ti X k。

·把某一行的所有元素的k倍加到另一行的对应的元素上去，记为Ti × k ＋ 巧 。

把上述的“行”换成 “列”，可以得到等价的初等列变换的定义，初等行变换与
初等列变换统称为初等变换。

矩阵等价： 如果矩阵A经过有限次初等变换变为矩阵B，那么称矩阵A与矩阵B等
价，记为A～B。

矩阵之间的等价关系有下面的性质。

·自反性： A～A。

·对称性 ： 若A～B，则B～A。

·传递性 ： 若A～B , B～C ， 则A～C。

3.3 线性相关与向量空间

在3.1节，介绍了向量的定义，由多个同维度的列向量构成的集合称为向量组，矩
阵可以看成是由行向量或者列向量构成的向量组。 本节将讲解向盘组的几个重要概念，
包括线性组合、线性相关以及最大线性无关组，最终得到矩阵的秩概念。

1. 线性组合

给定向量组A ： 吨，屿，．．．， 向 （ai ER四），对于任意一组实数kv k2, ...， 仇，把表达式：

klα1 + k2α2 ＋…＋ knan 

称为向量组A的一个线性组合， kv k2, ... 'kn称为向量组的系数。

对于任意一个m维向量b，如果存在一组实数kvk2, ... ,kn ，使得：

b = kiα1 + k2α2 ＋…＋ kna n 

成立，则称向量b可以被向量组A：吨，屿，．．．，向线性表示。

(3.3) 

(3.4) 

对于任意的实数集｛k1, k2, ... , kn｝，我们把由式（3.3）构成的所有向革集合，称为向
量空间｛k《 ＋ k《＋ · +kn an, ki E R｝。

比如，由向量组｛（1,0,0), (0,1,0), (0,0,1）｝和任意的一组实数｛k1 , k2, k3｝构成了全局
的三维空间。
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2. 线性相关

给定向盘组A：吨，酌， ．． ．， α饨，如果存在不全为O的实数kv k z, ...， 仇，使得 ：

ki a 1 + kzUz + … + knan = 0 

成立，则称向量组A是线性相关的。 反之，称向量组A是线性无关的。

3. 向量组的秩

(3.5) 

设有向量组A：吨，屿，．．．， 鸟，如果能从中选出由r个子向量构成的子向量组Ao:

吨， α2• ... ，岛 ， r ＜ η，满足 ：

· 吨， 屿， ．．．， αr线性无关。

·向盐组A的任意（r + 1）个向量构成的子向量组都是线性相关的。

那么，称子向量组Ao ： 吨，屿，．．．，鸟是向量组A的一个最大线性无关向量组，最大

线性无关向量组包含的向量个数r称为向量组A的秩。

前面提到向量组和矩阵是一种等价关系，事实上，如果可以把矩阵看成是由所有

行向量构成行向量组，这样矩阵的行秩就等于行向量组的秩，同理，矩阵的列秩就等

于列向盘组的秩。

设矩阵A的行秩为R(A)r ，列秩为R(A)c ， 则有R(A）γ ＝ R(A) c ，因此 ， 把矩阵A的

行秩与列秩统称为矩阵A的秩。

3.4 范数

范数（ Norm ）是数学中的一种基本概念，在泛函分析中，范数是一种定义在赋

范线性空间中的函数，满足相应条件后的函数都可以被称为范数，本节考察向量范数

和短阵范数的定义 ， 并给出常用的几种范数计算公式。

3.4.1 向量范数

在泛函分析中 ， 向量范数是衡量向量大小的一种度量方式。 在形式上，向量范数

是一个定义域为任意线性空间向量的函数，它把一个向量v映射为一个非负实数值R ,

即满足f: v → R。
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从几何角度来说，向量x的范数是度量从原点。到点x的距离。 从广义角度来说，

对于任意一个函数f:v → R, f只要同时满足下面3个条件就可以称之为范数。

·非负性： f(x） 《 0，且当f(x) = 0时，必有x =0成立。

· 三角不等式性： f(x+y） ζ f(x) + f(y） 。

·齐次性： Vx εRn, f（αx) =Iα｜× f (x） 。

在机器学习中，特别是在模型最优化时，范数是正则化的主要手段，用来衡量模

型的复杂度，其中，最常用到的是p范数， pεR, p 》 1。

p范数的定义如下。

｜｜州~ （~lx;l•r (3.6) 

容易验证llxllP满足范数成立的三个条件，读者可自行推导，这里不再详述。 下面

分析几个常用的p －范数，为了更形象地理解不同p范数之间的区别，将分别给出在二

维向量空间中，不同p值对应的单位范数，即llxllp = 1的图形表示。

。范数：这是一个特殊的p －范数，它表示向量中非0元素的个数。 注意， 。一范数

不是通过式（3.6）来定义。

事实上，我们会发现0范数不是真正的范数，因为它并不满足前面提到的齐次性

性质，也就是f（αx） 学｜α｜× f(x） ，这是因为一个向量乘上一个实数α，若α ＊ o ，那么

该操作并不会改变向量中非0元素的个数。

1范数：也被称为绝对值范数，大小等于向量的每个元素绝对值之和，即：

llxll1 ＝工lxd (3.7) 

其中，单位范数即满足llxll1=1的点｛（川， Xz）｝，如图3.3所示。
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l 范数

。

图3.3 1范数单位圆

2范数：也被称为欧几里得范数，它的大小表示从原点到当前点的欧几里得距离，即：

llxll2 = JClx1尸＋ lx212 + … + lxnl2) 

2范数也是通常意义上的模， 如图3.4所示。

2 范数

E三至］

-1.S 。 u 

图3 .4 2范数单位圆

(3.8) 

∞范数：也被称为最大范数，它的值等于向量中每个元素的绝对值的最大值。 也

就是llxllp = maxi(lxd），下面给出如何由式（3.6）得到∞范数的表达式。

证明：设向盘X = (x1，巧，... , xn) T, xk = maxi Clxd），有
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Jim llxllv = Jim (x1P + x2P +…+ XnP)P 
P•()() • p→∞ 

=J出（（去r × Xkp + （言r × xkP + · ·+ （~r ×叫声

＝川 limp_,00 ( （旷＋（去r +· ·＋（去Y)p (3.9) 

其中：

出（（~r + （去r +· · ＋（矿）飞出（（~r + （~r + · · + （去rt ＝出（η）
即：

问（（与r ＋（去r +· ·＋（~r）飞出价＝ 1 (3.10) 

又因为：

出（（去r ＋（~r +· ·＋（~r）飞民（（艺rt= 1 (3.11) 

把式（3.10）与式（3.11）代人式（3.9），得：

xk 运 Jim llxllη 《 xk (3.12) 
p→∞ － 

因此，由夹逼准则［4,5］可得limp→oollxllp = maxi(lxd）成立，如图 3.5 所示。

无穷范数

I - P=JOOO.O I 
• .. 

o.s 

- l 。$ - .0 - 0.) 。ID 0.5 10 l . 5 

-0.5 

·. 

图3.5 无穷范数单位圆
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3 线性代数基础d

总结一下，对于一个二维向量x ＝（冉， Xz)T，它的单位范数随p值增加的变化过程，

如图3.6所示。

E玉~ ul ~王ill

图3 . 6 不同p值对应的单位范数

3.4.2 矩阵范数

前面讨论了常用的向量范数，范数的概念同样可以推广到矩阵领域，由此产生了

矩阵范数的概念：对于任意一个函数f: A → R，函数f只要同时满足下面4个条件就可

以称之为矩阵范数。

·非负性： f(A） 》 0，且当f(A) = 0时，必要A=O成立。

·齐次’性： VA εRmxn, f（αA)= Iα｜× f (A） 。

· 三角不等式性 ： f(A + B） ζ f(A) + f(B） 。

·矩阵乘法的相容性：对于任意两个可乘的矩阵AεRmxk和矩阵Bε Rkxn ，满足

f(AB ) < f (A) × f (B） 。

为了与向量范数对应，用llAll P来表示矩阵的p范数，矩阵范数同样有多种不同的

形式，但最常用的是与向量范数紧密相连的诱导范数，首先给出诱导范数的概念。

定义1 ： 设llxll a是向量x的范数， llAllb是矩阵A的范数，如果对于任意的矩阵A与

向量x满足：

llAxll a 《 llAll b × llxll α (3.13) 

成立，则称矩阵范数llAllb与向量范数llxllα是相容的。
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定义2：设llxllp是向量p范数，定义：

llAxllv 
llAllη ＝ max－」＝ max llAxllη 

p X求。 llxllp llxllp=l P 
(3.14) 

则llAllp是一个矩阵范数，并且称该矩阵范数是由向量范数llxllp所诱导的诱导范数。

下面验证式（3.14）定义的矩阵范数满足4个矩阵范数的条件。

·满足非负性。

对于任意的向量x εRn, llxllp = 1 ，由于llAxllp 》 0 （向量范数具有非负性），故

llAllη ＝ max llAxllη 》 O
俨 llxllp=l 俨

(3.15) 

进一步由向量范数的性质，有：

llAllp =II到：~111AxllP = 0 

<=> llAxllP = 0, '<:Ix εRn, llxllp = 1 

<=> Ax= 0, '<:Ix εR”， llxllp = 1 

件 A=O

故非负性成立。

·满足齐次性。

llaAllη ＝ max ll(aA)xllv 
俨 llxllp=l 俨
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·满足三角不等式性。

llA + Bllv = max ll(A + B)xllv = max ll(Ax + Bx)llv (3.16) 
俨 llxllp=l 俨 llxllp=l 俨

利用向量范数的三角不等式，可进一步化简式（3.16):

llA +Blip= 11珩5川A+ B)xllp =II到；~1ll(Ax + Bx)llP 

运 ｜｜如：~1 (llAxllP + llBxllp) 
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运 max llAxllη ＋ max llBxllη ＝ llAllη ＋ llBll η 
llxllp = l 俨 llxllp = l 俨 俨 俨

·满足矩阵乘法的相容性。

llABllP =II罚只ll(AB)xllp =II盟~1llA(Bx)llp (3.17) 

由式（3.14） ，有 ：

llAxlln llAxll钥
llAllP = max－」3一一」 φllAll llxll > llAxllp (3.18) 

X求。 llxll p "' llxllP P P 

把式（3.18）代入式（3.17）可得 ：

llABI」＝ max II (AB)xllη ＝ max llA(Bx)llη 
俨 ll xllp =l 俨 llxllp= l 俨

< max (llAllv× llBxllv) = llAllv × max llBxllη ＝ llAllη × llBllη 
ll x ll p=l、俨 俨，俨 llxllp =l 俨 俨 俨

由向量p范数，可以诱导出常用的矩阵p范数。

1范数： 记为llAll 1 ，是由向量1范数诱导的矩阵范数，矩阵1范数的定义为：

llAI 

矩阵1范数也被称为列和范数。

2范数： 记为i1Ai1 2 ，是由向量2范数诱导的矩阵范数， 矩阵2范数的定义为 ：

llAll2 ＝咛x扛函巧 (3.20) 

A.j (ATA）表示矩阵ATA的第j个特征值， 2范数也被称为谱范数。

∞范数： 记为ilAll oo ’是由向量∞范数诱导的矩阵范数， 矩阵∞范数的定义为 ：

llAll oo ＝唱什 i = 1,2, .. , m (3.21) 

矩阵∞范数也被称为行和范数。

此外 ， 在深度学习中，还经常用到另外一个矩阵范数，称为Frobenious范数，

简称F范数， 其定义为 ：
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(3.22) IF ＝悻｜αt;l'f
在后面章节中，很多模型的最优化问题，如 PCA ( 3.9节）和自编码器（第10章）

等，都能转化为F范数的最优化问题。

特殊的矩阵与向量

本节首先介绍几种特殊的矩阵与向量， 一般来说，对于任意一个矩阵，都可以化

为这些特殊矩阵的组合形式。

3.5 

( 1 ）对角矩阵：记为Z，对角矩阵除了对角线元素之外，其余元素均为 0。 形式化

地说，对于任意的一个矩阵AεRmxη，矩阵A是对角矩阵当且仅当Ai,j = 0 ，其中i 学 j。

要特别注意的是，对角矩阵不一定是方阵，贝Um可以不等于饥。

(3.23) 
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对于对角矩阵是n阶方阵，那么可以把对角矩阵记为：

(3.24) 

其中v ＝［叭，屿，．．．，叫F是由对角线元素组成的向量。对角矩阵具有很多优秀的性

质，在矩阵运算中的效率也非常高。

L = diag(v) = diag([vv V2, ... , vnJT) 

假设现有向量v ＝［叫，屿，．．．，叫F. x = [X1，屿， ... ,xnF，则满足：

(3.25) diag(v)× x=v × x 

(3.26) diag(v)-1 = d问（［1／吨， 1／屿，， 1仇f)

( 2 ）对称矩阵：对于任意一个n阶方阵A，若A满足：

(3.27) A =AT 

成立，则称方阵A是一个对称矩阵。

( 3 ）单位向量：对于任意给定的向量v，如果v的欧几里得范数为1，即满足：

(3.28) llxllz = 1 
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成立，则称向量v为单位向量。

( 4 ）正交向量：假设现有向量v ＝ ［叫，吨， ．．． ，叫]T , x = ［剖，岛， .. . , xnF，若满足 ：

v T Ox= 0 (3.29) 

成立，其中。表示向量的点积运算，则称向量v与向量x正交。

( 5 ）正交矩阵：对于任意一个n阶方阵A，若矩阵的行向量之间相互正交，且行向

量均为单位向盏，也就是满足 ：

AAT = ATA =I (3.30) 

成立，则称方阵A是一个正交矩阵，从上式也可以看出，若A是一个正交矩阵，那

么必有AT= A-1成立。

3.6 特征值分解

分而治之是算法设计的一种常用策略，通过把一个物体分解为不同的子部分，有

时可以更好地理解整体特性。

以整数为例，由算术基本定理［3］可知，对于任意一个大于1的自然数N , N都可以

分解为有限个素数的乘积， e11满足N ＝ 肌肉 × Pzα2 ×．．． × Pnan ，成立 ， 其中Pi为素数，

且P1 < Pz <…< Pn ， αi为正整数。

对任意一个整数，通过素数唯一性分解，可以得到很多有用的性质，例如， 30可

以被分解为30 = 2 × 3 × 5。 通过这个表示，可以知道30不能被7整除。 由约数个数定

理可知， 30一共有8个约数，由约数和定理可知，它的所有约数之和为（1 + 2)× 

(1 + 3)×(1 + 5) = 72 。

同理，对于矩阵来说，也可以把一个矩阵分解为几个不同的子矩阵，通过观察每

个子矩阵可以得到矩阵本身的有用性质。 本节介绍一个常用的矩阵分解方法一一特征

值分解 ： 将矩阵分解为由其特征值和特征向量表示的矩阵之积的方法。 注意，本节讨

论的矩阵都是nWi-方阵。

特征值与特征向量： 设A是n阶方阵，如果存在实数λ和η维的非0向量x ， 满足：

Ax ＝ λx (3.31) 
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成立，那么把数λ称为方阵A的特征值，非0向量x称为方阵A对应于特征值λ的特

征向量。

Ax 

。

从几何角度来看，特征向量的方向经过线性变换后，保持在同一直线上，这时或

者方向不变（λ ＞ O），或者方向相反（λ ＜ 0），或者线性变换为0向量（λ ＝ O） 。

现假设方阵A有n个线性无关的特征向量｛x1,x2, ... ,xn｝，它们对应的特征值分别为

｛λ1， λz, ...， λJ。

把n个线性无关的特征向量组合起来构成一个新方阵，每一列是一个特征向量 ：

V = [x1,x2, ... ,xn] (3.32) 

用同样的方式，用特征值构成一个新的矩阵，新矩阵是一个对角矩阵，对角线上

的元素就是特征值：

I= diag（［λ1， λz, ...， ιJT) 

那么，方阵A的特征值分解可以表示为：

A=V × Z × y-1 

(3.33) 

(3.34) 

这样就完成了一个方阵的特征值分解，但要注意的是并不是所有的方阵都存在特

征值分解，一个方阵AεRn×π能够进行特征分解的充要条件是A含有n个线性无关的特

征向量。

3.7 奇异值分解

奇异值分解（ Singular Value Decomposition，简称SVD ），是线性代数中另一种

非常重要的矩阵分解算法， 3.6节讲解了矩阵的特征分解，但特征值分解只适用于n阶

方阵，并且不是所有的n阶方阵都存在特征分解，而SVD的应用更广，它适用于任意给

58 



3 线性代数基础d

定的m × n阶实数短阵A。 除了适用于降维， SVD还能应用于很多机器学习的工程领域，

如推荐系统［7）、文本主题相关性等。 图3.7展示了 SVD 的分解样例。

2川曰
川

口
U巳

mxn mxm 

图3.7 SVD分解样例

形式化来说，设矩阵AεRmxn 、 UεRmxm 、 ZεRmxn 、 VεRnxn，则矩阵A可

以分解为下面的形式 ：

A= UEVT (3.35) 

其中， u = ｛时，时，... ,um｝是一个m阶方阵， ui的值是矩阵AAT的第i大的特征值

对应的特征向量。 ui也称为矩阵A的左奇异向量。

v = ｛时，时，... ,vn｝是一个n阶方阵，其中vi的值是矩阵ATA的第i大的特征值对应

的特征向盘。 vi也被称为矩阵A的右奇异向量。

Z是一个对角矩阵，但要注意的是Z不一定是方阵， zεRmxn ，设其对角线元素

为（σ川21. ， σk） ，其中σi是矩阵ATA的第t大的特征值的平方根，记为σi =.ft..丑百二

在很多情况下，不需要使分解的结果UEVT准确还原矩阵A，只需要接近于A即可。

事实上，奇异值σ与特征值的性质相似，在矩阵Z中也是从大到小排列，而且σ的值减

少特别快，在很多情况下，前10%甚至1%的奇异值的和就占了全部的奇异值之和的

99%以上了。也就是说，可以用前T大的奇异值来近似描述矩阵，因此可以将式（3.33）化

为：

A~ UEVT (3.36) 

其中， UεRmxγ 、 ZεRγ肝、 VεRT×”， 一般情况下r的值要远远小于m值和η值，

因此m × r+r × r+r × n要远远小于m ×忱。 我们只需要保存U 、 Z和V这3个小矩阵

就能还原矩阵A o

验证本节开头提到的，为什么SVD可以适用于任意的矩阵。 3.6节提到矩阵的特征

值分解只适用于方阵，且要求方阵含有n个线’性无关的特征向量。 而对于SVD，它的奇

异向量与奇异值均是通过求取矩阵ATA或矩阵AAT的特征值和特征向量得到，由于
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AAT和ATA均为对称矩阵，故必有n个的特征向量都线d性无关，因此，对于任意的矩阵

A，它的奇异值分解必存在。

3.8 迹运算

有：

60 

一个η阶方阵A的主对角线上各个元素的总和被称为矩阵A的迹， 一般记为trA 。 则

trA = LAu (3.37) 

矩阵的迹有很多重要的性质。

·矩阵A的迹与矩阵A的F范数有紧密的联系，满足

llAllF = fi可万； (3.38) 

·矩阵A的迹与矩阵A的特征值有紧密的联系，设（λ1， λ2• ...， λJ为矩阵A的所有特

征值，那么满足 ：

trA = LAu ＝立λt (3.39) 

即矩阵的迹是所有特征值之和。

·矩阵的迹满足下面几个等价关系。

trA = trAT (3.40) 

tr(mA + nB) = m × trA ＋ η × trB (3.41) 

tr(ABC) = tr(CAB) = tr(BCA) (3.42) 

其中可以把式（3.42）推广到n个矩阵相乘：

tr刷＝个f}·) (3.43) 

·对矩阵的迹运算进行求导具有下面的重要性质。 我们利用解析法求解线性模型

的最优参数时，将用到这些性质（详细请参见第6章式（6.10）的推导过程） 。

'VA tr(AB) = BT (3.44) 



'ilATf(A) = ('i/Af(A)f 

'i/Atr(ABATC) =CAB+ cTABT 

v ATtr(ABAT C) = BT ATcT +BAT c 

3.9 样例：主成分分析

3 线性代数基础

(3.45) 

(3.46) 

(3.47) 

主成分分析（ Principal Components Analysis ， 简称PCA ），是机器学习中一种

常用的降维算法，也是与线性代数紧密联系的一个算法。

考察这样的一个问题，设在n维空间中有m个样本点：｛x1, x2, .. ., xm｝，现在对这

些点进行压缩，使其投影到k维空间中，其中k ＜ η ， 使其损失的信息最小。

设投影至IJk维空间后的新坐标系为｛w1, w2, .. ., wk｝，其中wi εR饨 ， wi是标准正交

基向量，即满足：

llwi ll 2 = 1 , wiTwj = 0 (i 町）

设矩阵W = {w1, w2, ... , wk ｝ ，是一个大小为η × k维的正交矩阵，也是投影矩阵，

X = {x1,x2, .. .,xm｝是训练数据集合，是一个大小为n × m维的矩阵，由矩阵乘法的定

义可知，投影到k维空间的点的坐标为Z=WTX。

利用该坐标系重构数据， ~p把数据集合Z从k维空间重新映射回n维空间，得到新

的坐标点为x· = WZ = wwTx。

一种合理的设想是重构后的点x·与原始的数据点之间距离最小，即PCA可转化为

求解约束最优化问题：

唱n llX - x · 11 F 2 = mJnllX - wwT Xll F 2 (3 .48) 

s. t. wTw = / 

由F范数与矩阵迹的关系式（3.38） ，进一步化简式（3.48) '

哈nllX - wwTXll F 2 = mjn tr ( (X - wwTx)T(x - wwTx)) 

＝ 咱n tr(XT x - x TwwT x - x TwwT x + x TwwTwwT X) (3.49) 

与W无关的项并不会影响最优化的结果，并且由约束条件WTW=l，进一步化简

式（3 .49） ，可得 ：
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唱nllX - wwTXllF 2 ＝啡n tr((X 一 wwTx)T(x-wwTx))

＝唱n tr(xTx - xTwwTx - xTwwTx + xTwwTwwTx) 

= ~n tr(-2xTwwTx + xTwwTx) 

= mJn 
= m;xtr(XTWWTX) (3.50) 

根据矩阵迹运算的循环不变’性，把式（3.50）转化为 ：

m;x tr(xTwwT X) = m;x tr(WT xxTw) (3.51) 

最终PCA的最优化问题转化为：

m;x tr(WT xxTw) 

s. t. wTw = / (3.52) 

利用拉格朗日乘子法来求解式（3.52）的最优化问题，引人新变量拉格朗日乘数λ，

这时只需要求解下面的拉格朗日函数的极值：

L(W,A.) = tr(WTxxTw) ＋ λ × (I - WTW) (3.53) 

式（3.53）两端对W求导，并令其导数为0 ， 可得 ：

坐坐坐一 δ（tr(WTXXTW） 札× (I 一 WTW）） 一 o
。w

a( tr(WT XXTW)) 
aw ＝ λW 

牛车 XXTW ＝ λW (3.54) 

从式（3.54）可知， W是由协方差矩阵xxT的特征向量构成的特征矩阵，由3.6节特

征值与特征向量的特性可知，特征值越大，数据在其对应的特征向量的方向上所包含
的信息越丰富，因此，取wi为第 i大的特征值对应的特征向量， 构成矩阵W=

{w1, w2, ... ,wk} , W εRn础， WT就是把数据X从π维空间映射到k维空间的变换矩阵。

PCA 的算法步骤如图3.8所示。
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算法3.1 PCA算法步骤

输入： n维空间的样本集合X= ｛川， x2, ... ,xm｝，其中xi ε Rn ； 映射到k维空间

1. 预处理，将样本的均位变为0, xi= xi － 去L~1Xi

2. 预处理，将样本的方呈交加，何＝ J~:L~1叭2, xi ＝仇

3. 计算协方差矩阵xxr

4. 对协方差矩阵xxr进行特征分解

5. 求取最大的k个特征位，以及特征位对应的k个特征向量，记为材，w2, ... ,wk 

输出：投影矩阵W={w1,w2, ... ,w勺，其中wi ε Rn

图3.8 PCA的算法步骤
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概率论是研究随机现象和不确定性（I］的一门数学分支学科，它提供了一系列用来

度量不确定性的准则和方法，以及产生新的一系列不确定性的定理。 概率论是深度学

习的重要基础，深度学习处理的问题都带有随机性和不确定性的特点，这主要是由于

两个方面的原因造成的。

第一，数据的随机性。 模型训练需要的样本数据，可以看成是从一个复杂的概率

分布中随机得到，因此，学习的目的归结为尽量准确地学习到原始数据间的变量关系，

并还原原始样本数据的概率分布，而从有限的训练数据中找到原始数据的分布关系本

身是一个非常困难的问题。 另一方面，由于从数据的获取到数据作为算法的输入使用，

这中间会经历一系列的处理过程，在这个过程中，数据会受到外界环境的影响，使得

数据或多或少存在各种噪声，进一步增加了学习的困难。

第二，单一模型固有的不足。 任何一个学习模型都有其优缺点，在处理实际问题

时，往往会训练不同模型，根据不同模型的结果帮助我们进行决策分析。 不同模型对

同一个测试数据可能产生不同的结果，这就需要一种衡量置信度大小的机制，帮助选

择最优的结果。

本章包括概率统计和信息论相关的基础知识，它是后面概率图模型，深度学习的

重要基础。 如果读者对概率统计比较熟悉，可以跳过本章，如果读者想全面了解概率

统计相关的知识，可以参考相关的专业教材（2］ 。



4 概率统计基础

, 

4.1 样本空间与随机变量

样本空间：样本空间是一个随机试验（或随机事件）所有可能结果的集合，而随

机试验中的每个可能结果称为样本点。 例如，抛一枚硬币，可能的结果有正反两面，

用H表示正面， T表示反面， 即该试验的样本空间为｛H, T}, H和T都是其中的样本点。

随机变量： 设随机试验的样本空间为集合S ＝｛叶，随机变量X本质上是一个实值

函数，它为每一个试验的结果都分配一个实数值。 仍以抛硬币为例，如果把正面分配

为1，反面分配为0，则随机变量x的定义可以写成X(H) = 1 , X(T) = 0 。 本书通常采

用大写拉丁字母来表示随机变量，如X 、 Y等。

根据随机变量的取值范围不同，可以把随机变量区分为离散随机变量和连续随机

变量（其他类型的随机变量本书不做讨论）。

离散随机变量： 若随机变量的取值范围是有限个或者可列无限个，这种随机变量

称为离散随机变量。 要注意的是离散随机变量的取值不一定是整数值。

连续随机变量：对于随机变量X的分布函数为F(x） ，若存在非负函数f(x） ，使得

对任意的实数x，满足：

F(X) = P(X "( x) = f_x，／伽 (4.1) 

则称随机变量X为连续型随机变量，其中f(x）被称为X的概率密度函数，有关分布

函数和概率密度函数的定义将在后两节讲解。

4.2 概率分布与分布函数

概率分布是描述一维随机变量或者多维随机变量在任意一个取值上的可能性大

小，对于 一 维随机变量 X ，其概率分布通常记为 P(X = x） ，或

X~P(x) （表示X服从概率分布P(x）） 。

概率分布描述了单一取值的可能性，但在实际应用中，很多时候我们并不关心取

某一个值的概率，特别是对于连续型随机变量，我们后面会看到它在某一点的概率都

为0 ， 因此，我们通常比较关心的是随机变量落在某一区间的概率，为此， 引入分布

函数的概念。

定义 ： 设X是一个随机变量， xk是任意实数值，函数：
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F(xk) = P ( X < xk) (4.2) 

称为随机变量X的分布函数。

观察式（4.2）可以发现，对于任意的实数码， x2 (x1 < Xz），有：

P(x1 < X ζx2) = P(X 运 x2) - P(X < X1)

= F(x2) - F(x1) (4.3) 

成立。 式（4.3）表明，若随机变量X的分布函数已知，那么可以知道X落入任意一

个区间［町， Xz］的概率。

4.3 一维随机变量

对于随机变量，根据其维度大小的不同可以划分为一维随机变量和多维随机变量。

本节将探讨最简单的一维随机变量的统计性质，一维随机变量按照取值的范围不同又

可以分为离散型随机变量和连续型随机变量。

4.3.1 离散型随机变量和分布律

离散型随机变量采用分布律来描述变量的概率分布。

设离散型随机变量X的所有可能取值为xk(k = 1,2, ...... ), X取各个可能值的概率，

即事件｛X=xd的概率为：

P(X = xk) =Pk• k = 1,2, ... ... (4.4) 

其中， Pk满足下面的两个条件。

( l ) 0 ζ Pk ~二 1, k = 1,2, ... 

( 2 ) I~＝l Pk = 1 。

我们称式（4.4）为离散型随机变量X的分布律，也可以用表格来表示分布律，如表

4.1所示。
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离散随机变量分布律表4.1

X; Xz X1 x 

P(X = xk) p, Pz P1 

(4.5) 

由概率的可列可加性可得随机变量X的分布函数为：

F仲附。〕＝工 P(X ＝ χk〕

从式（4.5）可以看到，离散型随机变量的分布函数F(x）是一个阶梯型函数，其图像

如图4.1所示。

F(x) 

~ 

＝ 争

x 

。 X4 X3 Xz X1 

一维离散型随机变量分布函数图像图 4. 1

连续型随机变量和概率密度函数4.3.2 

与离散型随机变量不同，连续型随机变量采用概率密度函数来描述变量的概率分布。

设有随机变量X，对于函数f(x） ，当它满足下面三个性质时，我们称f(x）为概率

密度函数。

( I ) f(x） 》 0，注意这里不要求f(x） ζ 1 。

( 2) f工f(x)dx = 1 。

(4.6) 

( 3 ）对于任意的实数X1和巧，且X1 《 Xz ，有：
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性质（2）表明，概率密度函数Y =f(x）与x轴之间的面积等于1，如图4.2(a）所示。

而性质 （3） 表明X落在区间 ［町， Xz］的概率P(x1 《 X 《 Xz ） 等于区间 ［川， Xz］与曲线

y=f(x）构成的曲边梯形的面积，如图4.2(b）所示。

f(x) f(x) 

。 x 0 I x1 x2 x 

(a) (b) 

图4.2 概率密度函数

验证4.2节提到的一个重要结论：连续型随机变量在任意一点处的概率处处为0。

设有一任意小的实数缸，由于｛X = x} c {x - !J.x < X 《 x｝，根据式（4.2）分布函数

的定义，可得：

0 < P(X = x） ζ P(x -!J.x < X 运 x) = F(x) - F(x - !J.x) (4.7) 

令!J.x → 0，由夹逼准则，式（4.7）可求得：

P〔X ＝ χ〕＝ 0 (4.8) 

式（4.8）表明，对于连续型随机变量，它在任意一点的取值的概率都为0。

因此，在连续型随机变量中，当讨论区间的概率定义时， 一般对开区间和闭区间

不加以区分，即等式 P(x1 运 X 《 x2) = P(x1 < X 运 x2) = P(x1 < X < Xz) = 
P(x1 < X < x2 ）成立。

4.4 多维随机变量

设有η个随机试验 S1,Sz, ...，马，它们的样本空间分别为 ： S1 = {e1},S2 = 

{ez}, ... ,Sn= {en｝ ，设X1(e1),X2(e2), ... ,Xn(en）是分别定义在随机试验S1,Sz, ... ,Sn上的

随机变量，由它们构成的一个向量（沪，xz, ... ,xn）叫作n维随机变量。

为了讨论方便，后面讨论多维随机变量时，除非特别说明，否则都是以二维随机
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变量为例，记为（X, Y） ，但所讨论的内容同样适用于多维随机变量。

二维随机变量的性质不仅与X和Y有关，还与X和Y的相互关系有关，因此，不但

要研究X或者Y的各自性质，还需要将X和Y当成一个整体看待，本节先来讨论整体的

联合分布，后面两节将分别讨论边缘分布和条件分布。

离散型二维随机变量和联合分布律

4.3节介绍了一维离散型随机变量的概率分布 ， 对于二维离散型随机变量，我们采

用联合分布律来描述二维向量的概率分布。

4.4.1 

设二维离散随机变量（X,Y）的所有可能取值为（xi , Yj)(i,j = 1,2, ...... ），把

(4.9) i,j = 1,2, .. P(X = Xi, Y ＝ 巧） = Pij• 

称为联合分布律，其中 ， Pij满足下面的两个条件。

( l ) 0 ~二 Pij 《 1 , i, j = 1,2, ...... 。

( 2) L~1 L；二1 Pij = 1 。

有时也可以用表格来表示二维离散随机变量（X, Y）的联合分布律，如表4.2所示。

二维随机变量分布律表 4 .2

Xi Xz X1 

Pu 

z e--, P
·
·
·
·

队

·
·
·

P21 

Pzz 

P21 

Pu 

ZJ tn

···

tn 

Yt 

21 y
···

y-
··· 

连续型二维随机变量和联合密度函数

与一维连续随机变量类似，对于二维随机变量（X,Y）的分布函数F(x,y） ，如果存

在非负的函数f(x, y） ，使得对任意的x, y有 ：
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，、 rY r x 
F(x, y) = I I f(u,v)dudv (4.10) 

成立，则f(x,y）称为二维随机变量（X,Y）的联合密度函数，联合密度函数f(x,y）同样具

有下面的几个性质。

( I ) f(x,y） 注 0 ， 注意这里不要求f(x,y） 《 1。

( 2) f二 f工f(x,y)dxdy = 1 。

( 3 ）设D是OXY平面的任意一个区域，点（x,y）落在该区域的概率为 ：

P((x,y） ε D) = /I f(x,y)dxdy (4.11) 
JJD 

从几何的角度来看，概率密度函数z =f(x,y）表示空间的一个曲面。性质（2）表明，

介于曲面Z = f(x,y）与OXY平面之间的空间区域的体积为1。 性质（3）表明点巾，y）落在

平面区域D的体积为：以区域D为底， z = f(x,y）为顶面的柱体的体积，如图4.3所示。

图4.3 联合密度函数（图片摘自华东师范大学《数学分析》，第三版）

4. 5 边缘分布

对二维随机变量（X,Y） ，现有随机变量X与随机变量Y，其联合分布函数为F巾， y),

而X与Y各自的分布函数分别为几（x）和Fy(y） ，它们分别称为二维随机变量（X,Y）关于X

和关于Y的边缘分布函数。

对于离散型二维随机变量（X,Y） ，它的边缘分布律分别定义为：

P仅 ＝ xi)= L P(x =xi> Y = Yj) =Pi. (4.12) 
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, 

叶＝巧）＝汇 P(x =xi' y =Yi)= P.j (4.13) 
x; 

对于连续型二维随机变量（X, Y） ，它的边缘密度函数分别为：

f(x) ＝汇f川y

f(y) = L:1川x

(4.14) 

(4.15) 

同理，由分布函数的定义，可以得到离散型随机变量与连续型随机变量的边缘分

布函数。

设二维随机变量（X,Y） ，对于离散型随机变量：

凡。）＝ F川）=I LPij (4.16) 
x； ~二x j=l 

叮r
4i 4· p ∞

了
乞

vd 
T
合Y 

VJ 
∞
 

F hu 
乌

、
‘
，J

、.. 
J 

non7 
4
i

咱
i

A
吁

A
蛐A

r
，
‘
、

r
，
，
、
、

XY JUAU 
、E
E
E
E
E
E
E
E
E
·

’
咱

E
E
E
E
E
E
E
E
E

－

J

YX AUJU 
、‘
，

J

、
、
，J

YVJ xx r
’
E
飞
’
’

1
、

FJFJ ∞
∞
∞
∞
 

f
l
l
L
F
I
l
l
ι
 

F·····E·····kr·

-
·····EEE

-L 

X

由
y

咽

f
i
－
－

ι
F
I
z－
－

L
 

一
一
一
一

、、
，

J

、
‘
，J

∞

J
 

几
∞

，
，
．
飞
，
，
，
、

FF 
一
一
一
一

、
I
J

、
‘
，J

XVJ r
s
E、

r
，
‘
、

几
扎
，

量变机随型续连于↓叶J
V
<

4.6 条件分布与链式法则

条件分布和链式法则是概率论中非常重要的公式，也是很多机器学习算法模型的

理论基础，如朴素贝叶斯模型就分别用到了条件分布和链式法则来推导。

4.6.1 条件概率

设有两个随机变量X,Y，且P(X) > 0 ，称：

P(X × Y) 
P(YIX) ＝一一一一(X) 

(4.20) 

71 



深入浅出深度学习：原理剖析与 Python 实践

为在事件X发生的条件下事件Y发生的条件概率。

由条件概率我们很容易得到如下条件分布函数的概念。

对于二维离散随机变量（X, Y): 

对于固定的j，若P(Y ＝巧）＞ 0，则称

P(X =Xi, y ＝为）
(X=xdY ＝巧）＝＝一（4.21)

P(Y=yj) P.j 

为在Y ＝ 巧的条件下随机变量X =xi的条件分布律。

对于二维连续随机变量（X, Y): 

连续随机变量在任意一点的取值P(X = x) = 0 ， 因此不能像离散型随机变量那样

直接导出连续随机变量的条件密度函数。

与4.4.2节类似，通过先引人条件分布函数来得到条件密度函数，设二维连续随机

变量（X,Y）的密度函数为f(x,y） ， 关于Y的边缘概率密度为fy(y） ， 给定y，对于任意罔

定的E >0，考虑下面的概率：

P(X运x,y < Y《y ＋ ε）
P(Xζxly < y运y ＋ ε）＝

<Y：：：二y+E

roo If＋γ（x,y)dyl dx 
l J牛』（4.22) g+E fy(y)dy 

在连续的条件下， 当E → 0，式（4.22）的分子 、 分母可以分别近似为：
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( 4.23) 

出J:+Efy(y)dy ＝ ε ×儿（y) ( 4.24) 

把式（4.23）与式（4.24）代入式（4.22）可得 ：

E × foof(x,y)dx rx f(x,y) 
P(X< xly < Y< y + €) = = I 

人00 fy(y) 

由上式，给出条件密度函数和条件分布函数的定义 ：

设二维随机变量（X,Y）的密度函数为f(x,y） ，关于Y的边缘概率密度为儿（y） ，且满

( 4.25) 
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足fy(y) > 0 ，记：

f(x,y) 
fxlY(xly) ＝一一一

I fy(y) 

为在Y=y的条件下，关于X的条件密度函数，把

几IY(xly) = [x00fx1Y(xly)dx 

称为在Y=y的条件下，关于X的条件分布函数。

同理，可以得到在X=x的条件下，关于Y的条件密度函数为：

f(x,y) 
fy1x(ylx) ＝一一一

1 fx(x) 

在X=x的条件下，关于Y的条件分布函数为：

冉1x(ylx) = f :00A1xCYlx)dy 

4.6.2 链式法则

4 概率统计基础

( 4.26) 

(4.27) 

(4.28) 

( 4.29) 

条件概率的链式法则，也称为乘法法则，把式（4.20）变形可以得到条件概率的乘

法法则：

P(AB) = P(A) × P(BIA) 

把上式推广到n维随机变量， 可得：

( 4.30) 

附 xz .,xn) ＝附）×n P(XilX1, .. ,xi-1 ） 但31)

4.7 多维随机变量的独立性分析

在求解机器学习算法时，很多时候都会遇到时间复杂度很高而难以训练的情况，

这时候一方面可以对算法进行改进，另一方面，也可以在不影响结果的前提下做一些

简化计算的假设。 这其中独立性假设是很多机器学习模型能够高效训练的基础性假设，

在下一章的学习中，读者将会发现，独立性假设贯穿了整个概率图模型的理论分析。
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4.7.1 边缘独立

定义：设F(x,y） 、 Fx(x）和Fy(y）分别是三维随机变量（X,Y）的联合分布函数及边

缘分布函数，如果对于所有的x , y，有：

F(x,y) = Fx(x) × Fy(y) ( 4.32) 

成立，则称随机变量X与Y相互独立，或边缘独立，记作X J_ Y。

对于离散型随机变量，式（4.32）等价于对二维随机变量（X,Y）的所有可能取值

。i，均），我们有：

P(X =Xi, y ＝巧） = P(X = xJ × P(Y = Yj) (4.33) 

成立。

对于连续型随机变量，设f(x,y） 、 fx(x）和fy(y）分别是二维随机变量（X, Y)的联合

概率密度函数及边缘密度函数，则式（4.32）等价于：

f(x,y) = fx(x ) × fy(y) 

成立。

在实际应用中，式（4.33）与式（4.34）要比式（4.32）更为方便。

4.7.2 条件独主

定义：现有三维随机变量（X,Y,Z） ，设：

Fyxz1x(y × zJx） ：在X=x的条件下， Y × Z的联合分布函数。

Fv1x(ylx） ：在X=x的条件下， Y的条件分布函数。

Fz1x(zJx） ：在X=x的条件下， Z的条件分布函数。

如果对于所有的L y、 z，有：

Fvxz1x(y × zJx) = Fv1x(ylx) × Fz1x(zlx) 

(4.34) 

(4.35) 

成立，则称在给定条件X下，随机变量Y与随机变量Z相互独立，记作（Y J.ZIX） 。

对于离散型随机变量，式（4.35）等价于：对二维随机变量（X, Y,Z）的所有可能取值

(xi，巧， zk ） ，有：
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P(Y ＝巧， Z = zklX =xi)= P(Y ＝均IX=xJ × P(Z = zk IX = xJ ( 4.36) 

成立。

对于连续型随机变量，设：

fY•ZIX(y × zlx） ：在X=x的条件下， Y × Z的联合概率密度函数。

fv1x(y lx） ： 在X=x的条件下， Y的概率密度函数。

fz1x(zlx） ： 在X=x的条件下， Z的概率密度函数。

则式（4.35）等价于：

fy.z1x(Y × zix) = iY1x(ylx) × fz1x(zlx) 

成立。

4.8 数学期望、方差、协方差

( 4.37) 

概率统计的一个很重要的应用是如何对数据进行分析，并找出数据间潜在的规律。

本节讨论统计学中常用的三个统计量， 即数学期望、方差和协方差。

4.8.1 数学期望

设随机变量X服从分布P(X） ，数学期望是指随机试验中，每次可能结果的概率P(x)

乘kJ.其结果x的总和。 数学期望是反映随机变量平均取值的大小的统计量。

对于离散型随机变量X ， 设其分布律为：

P(X = xk) = Pk• k = 1,2, ...... 

若级数L~＝1xk × Pk绝对收敛，则称级数Lk=1xk × Pk的值为随机变量X的数学期

望，记为：

E(X) = I~＝／k x Pk (4.38) 

对于连续型随机变量X，设其概率密度函数为f(x） ，若积分：

j二f(x) (4.39) 
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绝对收敛，则把该积分的值称为随机变量X的数学期望，记为：

E(X) = L: xf(x) (4.40) 

4.8.2 方差

定义：现有随机变量X ， 若E([X - E(X)]2 ）存在，则称E([X - E(X)]2 ）为随机变量

的方差，记为

Var(x) = E([X - E(X)]2) (4.41) 

方差是度量随机变量与其数学期望之间的偏离程度或分散程度的统计量。 方差越

小，则数据越集中，相反，方差越大，则数据越分散。

4.8.3 协方差

协方差是衡量多维随机变量之间的相关性的一种统计量，对随机变量X与随机变

量Y ， 定义其协方差为 ：

Cov(X, Y) = E([X - E(X)][Y - E(Y)]) 

化简上式，可得协方差的另一种表示方法 ：

Cov(X, Y) = E(XY) - E(X) × E(Y) 

(4.42) 

(4.43) 

方差只是衡量一个变量与期望之间的偏离程度，而协方差则是衡量两个变量的线

性相关性，当X=Y时，协方差的结果就等于方差。

当协方差大于0时，则表示随机变量X与随机变量Y是正相关，也就是况，它们具

有相同的变化趋势，如图4.4所示。
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x 

图4.4 正相关

当协方差小于0时，则表示随机变量X与随机变量Y是负相关，也就是说，它们具

有相反的变化趋势， 如图4.5所示。

x 

图4.5 负相关

当协方差等于0时，则表示随机变量X与随机变量Y没有线性相关性，如图4.6所示。
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图4.6 线性无关

我们应该区分线性不相关与独立的区别，如果随机变量X与随机变量Y相互独立，

那么两个变量的协方差必为0，即两者是线性不相关的；但反之不成立，当两个随机

变量是线性不相关时，随机变量之间不一定相互独立，因为独立性考察的是一般关系，

而协方差只是度量线性关系。

协方差描述了两个随机变量间的正负线性相关性，而相关系数通过归一化，提供

了一种衡量相关性大小的统计量，相关系数的计算公式如下 ：

Cov(X, Y) 
(4.44) ρXY ＝币而×m而

从式（4.44）可以看到，相关系数是在协方差的基础上添加了正则化因子，从而把

相关系数的值限定与［－1,1］区间上，当PxY = 1时，随机变量X与随机变量Y是线性相

关的， 即可以表示为Y ＝ α × X+b，其中α和b是任意实数，且α ＞ 0 ； 当PxY = -1, 

则随机变量X与随机变量Y是负线性相关的， 即可以表示为Y ＝ 一α × X+b，其中α和b

是任意实数，且α ＞ 0 。

4.8.4 协方差矩阵

在统计学中，为了进一步探索多维变量之间的关系，在协方差的基础之上，提出

了协方差矩阵的概念，设有n个随机变量（Xi.Xz, ... ,Xn） ，定义其协方差矩阵为 ：
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, 

其中Cij表示随机变量xi与随机变量xj的协方差，由协方差的定义可以得到矩阵C

的重要性质。

第一，若协方差矩阵是一个对称矩阵，则Cij ＝巧、 。

第二，矩阵C的对角线元素都大于或等于0，值等于每一个随机变量的方差，即

cii = Var(xa 。

设有随机变量X1和随机变量X2 ，下面来分析不同的数据分布与协方差矩阵之间的

对应关系。

·当协方差矩阵如下所示：

c = (5 4) 
4 6 

观察协方差矩阵， C12 = 4，说明随机变量X1与随机变量X2是正相关，且

随机变量X1的方差为5，随机变量X2的方差为6，说明随机变量X1与随机变量

X2各自的数据也比较分散，如图4.7所示。

、
、
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ATZO 
r
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A
吁

’
’
’且飞
、

-- rb 

图4.7

·当协方差矩阵如下所示：

C ＝（二了）
观察协方差矩阵， C12 = -4，说明随机变量X1与随机变量X2是负相关，且随机变

量X1的方差为5，随机变量X2的方差为6，说明随机变量X1与随机变量X2各自的数据也

比较分散，如图4.8所示。
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图4.8

·当协方差矩阵如下所示 ：

c = (5 0) 
0 1 

观察协方差矩阵， C12 = 0，说明随机变量X1与随机变量X2没有线性相关性，且随

机变量X1的方差为5，随机变量X2的方差为1，说明数据在X1的方向上会比较发散，而

在X2的方向上会比较集中，如图4.9所示。

图4.9

·当协方差矩阵如下所示：

c = （~ ~） 
观察协方差矩阵， C12 = 0，说明随机变量X1与随机变量X2没有线性相关性，且随

机变量X1的方差为1，随机变量X2的方差为5，说明数据在X1的方向上会比较集中，而

在X2的方向上会比较发散，如图4.1 0所示。
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图4.10

4.9 信息论基础

本节将转向信息论相关的基础知识，它是应用数学的一个分支学科，它把信息的

传递作为一种随机现象来考虑，给出了估算通信信道容量的方法。

本节将重点介绍5个相关概念，分别是信息’脑、条件：脑、互信息、交叉娟和相对

恼。 它们在深度学习和人工智能的其他领域都被广泛采用，因此，我们也会分别给出

它们在深度学习领域常用的使用场景。

此外，需要强调一点的是，本书中把信息作为随机变量来处理，一般指的是离散

型随机变量。

4.9.1 信息偏

在信息论和统计学中，信息摘简称为：脯，是表示随机变量不确定性的度量，在1948

年，克劳德·艾尔伍德·香农将热力学的烟引人到信息论，因此它又被称为香农’脑。

设X是一离散型随机变量，其概率分布为：

P(X = xk) =Pk• k = 1,2, ... ,n (4.46) 

则随机变茧的信息：摘定义为 ：

叫X) = - ~Pi × lo肌 (4.47) 

log pi表示以2为底的对数。先规定一些边界取值，当Pi= 0时，定义0 × logo= o , 
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这个取值在本书后面同样适用。

信息脑越大， 包含的信息就越多，那么随机变量的不确定性就越大。 例如，假设

随机变量X服从0-1分布，即概率分布为：

P(X = 1) = p, P(X = O) = 1 - p, 0ζpζ1 

这时 ， 惰的表达式为 ：

H仅） = - L:Pi × lo肌

=-p × logp 一（1 -p) × logp(l - p) (4.48) 

恼H(X）随着概率p变化的曲线如图4. 11所示。

10 
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~ 
0.4 

0 2 

0i'.o 02 0.4 0.6 08 1.0 

p 

图4.11 当随机变量X服从0 - 1分布时 ， 俯与概率的关系图

从图中可以看到，当p =0或p=l时， 随机变量没有任何的不确定性，因此它的

情位于最小值； 当p = 0.5时， 惰的取值最大，随机变量的不确定性也最大。 下面给出

信息’脑的极值最大恼定理。

最大惰定理： 当离散随机变量的概率分布是等概率分布时， H(X）取最大值，结果

为log川，其中n表示随机变量X有η个不同的取值。

证：当离散随机变量X的概率分布是等概率分布时， Pi= 1/n , i = 1,2 ... ,n。 即有 ：

町X) =-I 1归时
82 



4 概率统计基础

4.9.2 条件炳

设有二维随机变量（X, Y) ，其联合的概率密度为：

P(X =xi, y =Yi)= Pii• i = 1,2, ... n; j = 1,2, ... , m (4.49) 

条件’脑H(YIX）表示在已知随机变量X的条件下，随机变量Y的不确定性，它的计
算公式为：

H(YIX) ＝一二三仰 ＝ Xi, y =Yi) × logp(Y ＝均IX= xi) (4.50) 

从感知上来说，条件’脑的值要比信息’脑小，因为当我们有了更多的背景知识时，
信息的不确定性自然也就下降了。 例如，在语言模型中， 二元模型要比一元模型好，
当我们知道前面的一个单词时，当前位置的单词可取的范围自然小很多，也就是不确
定性会降低。

下面给出形式化的定理来证明上面的结论。

定理：对二维随机变量（X,Y） ，条件恼H(YIX）和信息’脑H(Y）的关系满足

ll : 

H(YIX） ζ H(Y) 

H(YIX) ＝乞2:>cx =xi, Y ＝ η）× logp(Y Z 为IX =x;) 

~ - tp(X ~ r,) ［~p川＝均）×logp(Y 叫IX ＝引）｜

运 － ~p仅＝均） ［~p(Y Z 为IX ＝均）×时

=-~［~p(Y ＝ 为IX= x；） 叩σ ＝ x；）］×时＝巧）

=- 2:p(Y ＝价 logp(Y ＝ 均）

= H(Y) 

(4.51) 

当随机变量X与随机变量Y相互独立时， H(YIX) = H(Y） 。 从感知上来说，随机变
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量X的信息对理解随机变量Y没有帮助，没有消除不确定性。

4.9.3 互信息

互信息，也成为信息增益，是描述两个随机变量之间的相关性程度，也就是给定

一个随机变量X后，另一个随机变量Y不确定性的削弱程度，记为：

I(X, Y) = H(Y) - H(YIX) (4.52) 

由4.9.1节和4.9.2节的知识，我们可以得到互信息的几个相关性质。

·因为H(Y）》H(YIX） ，所以I(X, Y）的取值范围为O~I(X, Y）运H(Y） 。

·当随机变量X与随机变量Y完全相关时，条件恼H(YIX) = 0 ，这时I(X, Y)取最大

值。

·当随机变量X与随机变量Y完全无关时，条件’脑H(YIX) = H(Y） ，这时I(X, Y）取

最小值。

在决策树算法中，互信息被用来作为特征选取的一种度量指标，给定训练、数据集

D，每个数据集都由n维特征构成，构建决策树时， 一个核心的问题是采用哪一个特征

来划分数据集？每一个特征可以看成是一个随机变量， n维特征可以记为

(XvXz, .. .,Xn） 。

一种合理的选择方案是，分别计算f(D,Xi） ，计算第i维特征与训练数据集D的相关

性， f(D,Xi ）越大，说明第i维特征与训练数据集D越相关，也就是第i维特征的数据包

含数据集D的信息、更多。

4 . 9.4 相对姻与交叉煽

在本章的开头我曾经提到，机器学习和深度学习的目的归结为尽量准确的学习到

数据间的变量关系，还原样本数据的概率分布。 交叉恼和相对情正是衡量·概率分布或

者函数之间相似性的度量方法。

设有随机变量X，其真实概率分布为p(x） ，通过模型训练得到的概率分布为q(x),

下面分析如何通过交叉’脑和相对恼来衡量q(x）与p(x）的相似性。

1. 相对情

相对’脑，全称为Kullback-Leibler Divergence，也被称为KL散度， KL距离，其

定义为：
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也（p （圳 lq(x)) = ~ p(x） ×叫：ffi) (4.53) 

下面我们来看看相对恼具有的一些重要性质。

( 1 ）相对恼不是传统意义上的“距离”，这是因为相对恼不具有对称性，即

KL(p(x)l lq(x）） 学 KL(q(x)llp(x）） 。

( 2 ） 当预测的分布q(x）与真实概率分布p(x）完全相同时，相对恼KL(p(x)llq(x))

=O。

( 3 ）如果两个分布的差异越大，那么相对恼越大；反之，两个分布的差异越小，

那么相对恼越小。

( 4 ）相对铺满足非负性， 11nKL(p(x) I lq(x））注0。

首先简要证明性质（4） 。

我们知道，对于x >0有不等式log2x ζx-l成立，如图4.12所示。

-4 

-e 
0 

图4.12

故 ：

也（p(x)llq(x)) = ~p川

注－~p叫（需）一 1) = - ~p叫（~）－ 1)

＝－［~阶
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性质（3）与性质（4）使得相对煽可以用于度量两个分布的相似性。

2. 交叉摘

交叉’脑，全称为cross - entropy，它的定义为 ：

H(p(x), q(x)) = H(X) + KL(p(x)llq(x)) (4.54) 

其中H(X）表示随机变量X的信息俑， H(X) = - LxexP(X) × log2 p(x） 。 由于真实

分布p(x）是一个固定值，因此H(X）是一个不变量，故有：

H(p(x), q(x）） αKL(p(x)llq(x)) (4.55) 

成立。

化简式（4.54）可以得到：

H(p（功， q(x)) = H(X) +KL(p(x)llq(x)) 

＝一三 p(x
xex xex 

＝一 Ipcx (4.56) 

XEX 

式（4.56）比式（4.53）更为简洁，从式（4.55）可以看到交叉恼与相对情存在－定的等

价关系，相对d脑的性质对于交叉J脑同样适用。 因此， 一般采用交叉情来度量两个分布

的相似性，特别是在深度学习领域，交叉’脑代价函数是常用的目标函数。
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概率图模型

人类对未知世界的认知过程，归根结底是一个利用已有的经验知识去预测或者理
解不确定性的过程。 第4章介绍了概率统计相关的知识，概率统计模型为解决这类不
确定性问题提供了一种数学框架，即基于训练样本数据来学习变量间的关系。

考虑这样一个生活中的问题［汀，现在有两种疾病：流感和花粉热，分别对应于两
个二值随机变量flu和hay_fever，这两种疾病并不互斥，也就是说一个患者可能只患一
种，也有可能同时患两种疾病。 考虑三个与疾病相关的因素和症状：季节、鼻窦是否
充血和肌肉是否疼痛，它们分别对应于三个随机变量： season 、 congestion和pain。
其中， season是一个四值随机变量，而congestion和pain均是二值随机变量，这样整
个概率空间就有64 ( 2 × 2 × 4 × 2 × 2 ）个值，分别对应于上述5个随机变量的取值。
当给定联合概率分布，就可以查询患者患有某一种疾病的概率，比如在秋季中，患者
有鼻窦充血，但没有肌肉疼痛，他患流感的概率可以形式化地表示为：

p(flu = true I season = fall, congestion = true, pain = false) 

在上面的例子中， 64个值的概率空间也许还可以接受，但对于更高维数据的处理
就不理想了，假设现有η维随机变量集合X ＝（儿， Xz, ... ,Xn） ，我们的目标是求取X的联
合概率分布P(X1 = x1,X2 = x2, ... ,Xn = Xn） ，但即使xi是一个二值随机变量，除非η值
非常小，否则联合概率分布的表示方法也是非常难处理的， Koller 在
Probαbilistic Grαphical Models一书中给出了概率统计模型的几个缺点。

·从计算的角度：求取联合概率分布的操作成本非常昂贵，并且通常由于数据量
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过大，也难以在内存中存储。 例如，当η ＝ 100 ，且只是一个简单的二值随机

变量时，则概率分布的表示需要cz100 一 1）个参数。

·从认知的角度：由于在高维空间中，每一个具体的随机变量集合的概率值都非

常小，人们很难将每一个概率取值与具体的事件一一对应。

·从统计学的角度来看：要从数据中学习出分布，由于参数数量多，需要规模非

常庞大的训练数据才能可靠地估计出这么多的参数。

事实上，在实际应用中，变量之间往往存在很多独立性或近似独立性的假设，也

就是说每一个随机变量只和极少数的随机变量相关联。 概率图模型（ Probabilistic 

Graphical Model，简称PGM ），根据变量之间的独立性假设，为我们提供了解决这类

问题的一种机制， PGM以概率论和图论为基础，通过图结构将概率模型可视化，使得

我们能够观察到复杂分布中变量之间的关系 ； 同时把概率上的复杂计算过程理解为在

图上进行信息传递的过程，从而无须关注太多的复杂表达式。

PGM的体系和框架非常庞大，也是人工智能领域非常重要的一个分支。 通常来说，

它由表示理论、推断理论和学习理论三大部分构成，本章的结构安排如下。

88 

·首先介绍机器学习中生成模型和判别模型的概念，它们分别对应于概率统计的

联合概率分布和条件概率分布。

·在5.2节将介绍图论的相关知识点。 图论是PGM的重要基础，也是PGM的底层数

据结构。

• 5.3节和5.4节讲解PGM的表示理论。 5.3节介绍贝叶斯网络，也称有向概率图模

型，它使用有向边来构造随机变量之间的依赖关系。 5.4节介绍马尔科夫网络表

示，也称为无向概率图模型，用无向边来表示随机变量之间的相互影响。

• 5.5节、 5 . 6节和5.7节构成PGM的推断理论。 其中5.5节和5.6节是精准推断，我

们将分别介绍两种常见的精准推断算法：变量消除和信念传播。 5.7节介绍近似

推断的方法，在本书中，只介绍MCMC采样的原理。

• 5.8节将简单介绍PGM中常用的参数学习方法。 根据模型的结构是否已知， PGM

的学习理论可以区分为结构确定的参数学习和结构不确定的参数学习，限于本

书的篇幅，只讲解模型结构已知前提下的参数学习方法。

·最后一节将回顾本章的重要知识点，并对本章没有涉及的其他知识点进行概要

的介绍。
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生成模型与判别模型

在监督学习中获取的训练数据通常由两部分构成，分别是输入随机变量集合X和

输出随机变量Y （ 本节只考虑、单变量输出问题，也就是说随机变量Y是一个一维随机变

量），其中X = (x1，巧， .. . ,Xn）是一个多维随机变量， xi表示第i个特征随机变量，机器

学习的任务是建立一个模型，并应用这一模型对任意给定的输入X，预测输出Y。

5.1 

从形式上，监督学习模型可以分为概率模型和非概率模型，概率模型是利用训练

样本数据，通过学习条件概率分布P(YIX）来进行推断决策，而非概率模型则是通过学

习得到决策函数Y = f(X）来进行推断。

从算法层面上，监督学习模型又可以分为生成模型和判别模型。

生成模型： 生成模型的目标是求取联合概率分布P(X,Y） ，然后由条件概率公式

(4.20）求取条件概率分布P(YIX） ，即：

P(X, Y) 
P(YIX) ＝一一一(X) 

(5.1) 

典型的生成模型包括：朴素贝叶斯、隐马尔科夫模型等。 之所以称式（5.1）为生成

模型，是因为模型不但可以用来预测结果输出argmaxy(P(YIX）） ，还可以通过联合分

布P(X, Y）来生成新的样本数据集（句，只） 。

假设有训练样本数据（x, y): (O,o) 、 （ 1,0） 、 （2,0） 、 （ 1,1） 、 （2,0）、（2,1） 。

生成模型的目标是得到二维随机变量（x,y）的联合分布律P(x,y） ，如图5.1所示。
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二维随机变量的联合分布律

判别模型：判别模型是由训练数据直接求取决策函数Y = f(X）或条件分布P(YIX） 。

判别模型并不需要关心X和Y之间的生成关系，它直接关心的是对于给定的输入X应该

得到怎么样的输出Y。 机器学习中大部分的分类模型都属于判别模型，例如，感知机、

决策树、支持向量机、条件随机场等。
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回顾上面的例子，判别模型的目标是得到二维随机变量（x,y）的条件分布律P(ylx) ,

如图5.2所示。
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二维随机变量的条件分布律

一般来说，两种模型之间适用于不同条件下的学习问题，生成模型除了可以应用

在预测数据外，还可以还原出数据的联合分布函数，因此生成模型的应用领域更广泛。

判别模型得到条件概率或决策函数直接用于预测，因此在监督学习中的准确率会更高［2］ 。

图5.2

图论基础

图结构是很重要的一种数据结构类型，也是概率图模型的两大支柱之一 （另一个

支柱是概率论），图结构的好处是能够将复杂的分布关系通过可视化的形式来展示。

本节简单复习与PGM相关的图论基础知识。

5.2 

图的结构5.2.1 

图G = (V,E）由两部分类型构成，分别是节点集V和边集E。

节点集记为v = （叫，吨，... , Vn） ，也可以简记为V(G） ，节点vi表示 ｜主l G中的任意一

个节点。

边集记为E = （吨， ez, ... 'en） ，简记为E(G） ，边ei表示图G中连接任意两个节点间的

曲线。 边可以划分为有向边与无向边，有向边记为eij =vi →巧， 表示从节点vi指向节

点巧，无向边记为eij =vi - 1斗’ 。

为了方便起见，在本书后面描述边时，统一使用元组（町， vj）来表示， vi和巧是图

中的任意两个节点，对于有向边， （vi叫） = vi →巧；对于无向边， （町， vj) =vi 一巧。

如果一个图的边都由有向边构成，称为有向图，反之， 一个图的边都由无向边构

成，则称为无向图。 在本书中，我们讨论的图都是简单图，即不存在自环与重边。
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（α） (b) 

图5.3 （α）有向图模型， （b）无向图模型

5.2. 2 子因

很多情况下，我们只考虑与节点子集相关的部分图。 首先了解下面几个与子图相

关的重要概念。

( 1 ） 子图： 给定两个图结构，记为G和r，如果V(G ＊ ）是V(G）的子集 ， 且E(G ＊ ）是

E(G）的子集（且E(G丁中只能包含将V(G 拿）中的节点相连的边），那么称图c·是图C的

子图。 图5 .4是图5.3(b）的关于节点集｛A,B,D,E｝的一个子图。

立杀＠
图5.4 图5.3(b）的子图c· ， 其中vcc·) = {A,B,D，町， E(G寸＝｛（A，的， （B, D), (D, E), (A, E)} 

( 2 ）生成子图：如果图G的子图c·满足V(G) = V(G寸，即图c ·包含图G的所有节

点，则称图c ·是图G的支撑子图或生成子图。 图5.5是关于图5.3(b）的一个生成子图，

其中边集为｛（A，的， （B, C), (A, E), (D, E), (C, F), (G, F), (E，的｝。

图5.5 图5.3(b）的生成子图矿，其中V(G') = {A,B,C,D ,E,F,G}, 

E(G•) = {(A, B), (B, C), (C, F), (F, G), (D, E), (A, E), (E, G)} 

( 3 ｝导出子图：对于图G的子图F ，若c·的任意一条边（u，吟 ，均满足（u,v） ε E(G丁，
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当且仅当（u,v） ε E(G）时，即子图c·包含了图G中所有两个端点都在V(G ＊ ）的边，贝lj称

c ·是C的导出子图 。 图 5.6(a）是关于图5.3(b）的一个生成子图，其中节点集合包括

{B,C,D,F｝ ，边集合包括｛（B, C), (B, F), (B，的，（C, F), (D, F）｝ 。 但图 5 .6(b）不是图5.3(b)

的一个生成子图，因为图中没有包含边（B,F） 。

(a) (b) 

图5.6 图5.6（的是图S.3(b）的导出子图，其中V(G可＝ {B,C,D,F}, 

E(G*) = {(B, C), (C, F), (D, F), (B，时， （B,F)} (b）不是S.3(b）的导出子图，因为（B,F） ε E （的，

但（B, F) fl. E(G*) 

( 4 ） 团： 给定两个无向图： C和矿，其中图c·是图G的子图，若图c ·的任意两个

节点都有边相连，则称子图c·是图G的一个团，若一个团中加入另外的一个节点和相

应的边后不能再形成团，那么这个团也被称为最大团。 任意两个节点｛v叫’｝，若该两

个节点之间有边相连，那么｛町，巧｝必然是一个团。 我们观察图5.3（时，图5.7(a）是其中

的一个最大团，但图 5.7(b）不构成团，因为（C,D）间没有边相连。

(a) (b) 

图5.7 图5.7 （α）是图S.3(b）其中一个最大团，图S.7(b）不是团，因为C和D间没有边相连

5.2.3 路径、迹、环与拓扑排序

路径（ path ）：对于图G中的一个顶点序列｛v0, v11 ... , vk ｝ ，如果任意两个相邻的

节点vi与Vi+1 ，都有一条有向边问 → V旧或无向边Vi -Vi+1 ，那么这个顶点序列就构

成了一个长度为k的路径。

迹（ trail ）：对于图G中的一个顶点序列｛町，吨， ... ,vd，如果任意两个相邻的节点

vi与Vi+1之间都有边相连，那么这个顶点序列就构成了一个长度为k的迹。 路径和迹的

区别 ： 在迹的定义中，对于有向边，不要求边必须是从vi指向Vi+1 0 因此，在有向图
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中一条路径必然是迹，但反之不成立， 一条迹不一定是路径；在无向图中，迹与路径

是等价的关系。

例如，在图 5.3(a）中， A → B → C → F → G既是一条路径，也是一条迹；而

A → B → C → F ← D是一条迹但不是一条有效路径。

环（ cycle ）：如果图G存在一条长度为k的路径： Vo →叫→…→川，且Vo ＝叫，

那么称该路径构成一个环。

有向无环图（ directed acyclic graph ， 简称DAG ）： 若一个有向图中不存在环，

则称该有向图是一个有向无环图。 DAG是构成贝叶斯网络的基础。

图 5.8(a）是一个典型的有向无环图，但图5.8(b）不是有向无环图，因为节点集

{C,D,E｝构成一个环。

(a) (b) 

图5 .8 (a）有向无环图，（b）非有向无环图

拓扑排序：对于一个有向无环图，由于图中节点之间不存在环，因此，节点之间

存在先后的次序关系，我们把这种节点先后次序的关系称为拓扑排序。

图5.9 DAG图

求取拓扑排序有很多种高效的方法，这里分别给出基于广度优先搜索（ BFS ）的

算法，以及基于深度优先搜索（ DFS ）的方法。
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基于BFS的求解策略，如图5.10所示。

算法5. 1 基于BFS的拓扑排序

1. 标记因G中的所有节点没有被访问

2. 令初始的拓扑序列为空｛Null}

3. 计算每一个节点的入J.t.数，把入度为0的节点放到一个队7•JQ中，并标
记节点已经被访问

4. 执行BFS操作，当队列Q不为空的时候，执行第5步；否则执行第6步

5. 当队庐JQ不为空，循环执行下面的操作

5.1 取出队头元素head ，把heαd插入到拓扑序列中｛ ... ,head} 

5.2 边历head的所有相邻节点v

5.2.1 令v的入度减1

5.2.2 若v的入度数交为o, !iN把v插入到队列Q中，并标记V已被访问

5.2.3 继续追历下一个邻节点

6. 得到最终的拓扑排序｛vo，饨， …， Vm}

图5 . 10 基于BFS的拓扑排序求解算法

利用算法5.1求解图5.9的拓扑排序的过程如图5.11所示。

T 队列 拓扑排序

ti A,B, F 

t i B,F,C A 

t3 F, C A, B 

-==> t4 C,G A,B,F 

ts G,E,D A,B,F,C 

t 6 E,D A,B,F, C,G 

t 1 D,H A,B,F,C,G, E 

ta H A,B, F,C,G,E,D 

t9 A,B,F, C,G, E,D, H 

图5.11 基于BFS的拓扑排序的求解过程

基于DFS的求解策略，如图5.12所示。



算法5.2 基于DFS的拓扑排序

1. 任意选取图G中一个入皮又10的节点作为根节点root

2 . 从根节点root开始执行深度途历

3. 记录每一个节点的开始访问时间s和结采访问时间e

5 概率图模型，

4. 按结束时间从最大到最小进行节点排序就是最终的拓朴排序、

图5.12 基于DFS的拓扑排序求解算法

利用算法5.2求解图5.9的拓扑排序的过程如图5.13所示，首先选取节点F作为根节

点，从节点F开始执行DFS ， 得到每个节点的最后访问时间，由最后访问时间从大到小

进行排序，得到最终的拓扑排序为： B,A,C,D,F,E,G,H 。

节点 起始访问时间 战后访问时间

F 1 8 

G 2 5 

H 3 4 q E 6 7 

A 9 14 

c 10 13 

D 11 12 
B 15 16 

图5.13 基于DFS的拓扑排序的求解过程

从上面两个例子可以看到，对于一个DAG图采用不同的算法策略得到的拓扑排序

序列并不唯一。

下面开始讲解PGM的表示理论，利用图来可视化概率分布有两种不同的表示形式：

一种是基于有向图的结构，另一种则是基于无向图模型。

5.3 贝叶斯网络

有向概率图模型，也称为贝叶斯网络，利用图的节点来表示随机变量，有向边表

示随机变盘之间的依赖关系。本节主要从两个方面来学习贝叶斯网络模型表示：第一 ，

如何利用概率分布中的条件独立性，来更紧凄地表示高维分布；第二，如何使用图结
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构来可视化这种紧凑表示。

5.3.1 因子分解

本节从三个例子出发，由简单到复杂，让读者先从直观上意识到如何利用概率分

布中的条件独立性，来对联合分布进行更紧凑的表示。

1. 例一

首先思考一个生活中的问题，流感往往会伴随着咽喉疼痛的症状，但咽喉疼痛不

一定表示患有流感，也有可能是天气干燥引起的喉咙发炎。 为了讨论方便，分别用两

个随机变量x和y来表示，其中x表示患者是否患有流感， y表示患者是否有咽喉疼痛，

它们均是二值随机变量，因此，可以列出联合概率分布p(x,y）如图5.14所示。

。

。 I 0.1 0.1 

0.1 0.7 

图5.14 流感和咽喉疼痛的联合概率分布

由第4章的条件概率公式（4.20）可知，上面的联合概率分布存在一个更自然的表示：

p(x,y) = p(x)p(ylx) (5.2) 

其中， p(x）也被称为先验概率（ prior probability ), p(ylx）是一个条件概率分布，

称为似然性（ likelihood ）。 上面的公式不只是形式上的改变，从直观上来看，它用一

种与因果关系更匹配的方式来表示两者之间的关系；从数学上来看，可以得到如罔

5.15的另一种p(x,y）表示方法。

。

0 1 
。 0.5 0.125 

0.2 0.8 
0.5 0.875 

(a) {b) 

图5.15 (a）图是先验概率p(x）的分布＇ (b）图是似然性p(ylx）的分布

考虑将式（5.2）参数化，对于先验概率p（吟，由于x是一个二值随机变量，可以用
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一个参数冉来完全表示p(x） ，规定。x = p(x = 1), 1 - ()x = p(x = O） 。 同理，对于条

件概率p(ylx） ，用两个参数。YIXo和θYIX1来分别表示p(ylx = O）和p(ylx = 1），我们约
定：

θYlxo = p(y = llx = O) 1 - Oylxo = p(y = Olx = O) 

θYlxi = p(y = llx = 1) 1 - Oylxi = p(y = Dix = 1) 

经过参数化表示后可以把4值的概率空间表示用3个参数来替代，这种表示方法被

称为条件参数化。

2. 例二

在例一中，利用因子分解来表示概率分布，虽然比联合概率分布的表示更加自然，

但并没有更紧凑，不过我们马上会发现，这种因子分解为更复杂概率分布的紧凑表示

奠定了基础。 继续考察例一，现在添加另一个随机变量：季节，记为z。 这种情况下，

概率空间是定义在三个随机变量x 、 y 、 Z上的联合分布。 x与y表示的含义和前面一样 ，

Z可以取春（ 0 ） 、 夏（ 1 ）、秋（ 2 ）、冬（ 3 ）四个值，这样由x 、 y 、 z构成的联合分布

的概率空间有16(2 × 2 × 4）个值。

为了简化讨论，假设季节与咽喉疼痛在患有流感的条件下是相互独立的，记为

(zl.y)lx，进一步有：

p(x,y,z) = p((y,z)lx) × p(x) = p(x)p(ylx)p(zlx) (5.3) 

首先仿照罔5.15 ，给出式（5.3）的条件概率分布，如图5.16所示。

。 0 1 2 4 

0 1 
。 0.5 0.125 。 0.22 0.25 0.28 0.25 

0.2 0.8 
0.5 0.875 0.35 0.12 0.05 0.48 

(a) (b) (c) 

图5.16 (a）图p(x）的概率分布，（b）图p(ylx）的概率分布，（c）图p(zlx）的概率分布

考察p(zlx） 的参数化表示，我们用两个参数向量θzixo 和 θzi归来分别表示

p(zlx = O）和p(zlx = 1），由于Z是一个四值随机变量，参数向量。zixo和θzix1都需要三

个参数来表示，其中：
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θz/x0 = （θzo/xo• 8z1/xo1 飞／xof θz/x1 = ( 8zo/x1 ， θZ1/X1，气lx1f
具体来说，每一个取值分别为：

θzo/xo = p(z = Olx = O） θz1/xo = p(z = llx = O） θz2/xo = p(z = 2lx = O) 

1 一 θzo/xo 一 θZ1/Xo 一 θz2/xo = p(z = 3lx = O) 

θzo/x1 = p(z = Olx = 1） θzi/xi = p(z = llx = 1) 8 z2/xi = p(z = 2lx = 1) 

1 - 8zo/X1 一 θZ1/X1 一 θz2/x1 = p(z = 3lx = 1) 

这样式（5.3）的条件参数表示一共需要9个参数，如果使用联合概率分布表示，其

概率空间大小为16，需要用15个独立参数，这里能对比出因子分解的条件参数化表示

比联合概率分布表示更紧凑，所需要的参数更少。

除此之外，因子分解表示的另一个优势是模块性，也就是说当添加了一个新的随

机变量，联合概率分布会在整体上发生改变，比如添加了新变量z，需要从原来的4个

值修改为全新自916个值，但在因子分解表示中，对比式（5功与式（5.3），只需要在末

尾添加新的关系p(zlx）即可。 这个模块性对于解决实际问题时，遇到的更复杂的关系

表示尤其方便。

3. 例三

朴素贝叶斯是机器学习中常用的分类模型。对于训练数据集（X,C） ，其中C为类别，

X = (X1，儿， ... ,Xn）表示特征向量，朴素贝叶斯假设在给定某一个类别C的条件下，各

特征之间是相互独立的，即满足：

(xi 1- xj)IC i,j ε ｛ 1,2, ...， η｝， i * j 
基于这种条件独立性，我们把联合概率分布p(C,X1,Xz, ... ,Xn）化简为：

p （叫，儿，Xn) = p(C) n p(XdC) (5.4) 
i=l 

分析式（5.4）的因子分解表示。 如果用联合概率分布来表示，设C和xi均为二值随

机变量，那么需要（2肿1 - 1）个参数来表示，但使用因子分解来表示，只需要

(2 × η ＋ 1）个参数 ， 参数空间与变量之间是一个线性关系。

从上面的三个例子中，我们不难发现，使概率分布能更紧凑表示的前提是：不同

的随机变量集合之间存在独立关系。 这种独立关系能够简化联合概率分布的表示，从
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而用更少的参数就能表达出复杂的分布。 那么如何表示这种独立关系呢？当随机变量

很多，相互间的独立关系错综复杂的时候，我们不可能把所有的独立性都列出来。 概

率图模型的表示理论就是解决概率分布中独立性表示的问题。 本节首先讲解有向图表

示，在5.4节将继续讲解无向图表示。

5.3.2 局部马尔科夫独立性断言

贝叶斯网络本质上是一个有向无环图（ Directed Acyclic Graph，简称DAG ），通

常记为G，它的每一个节点儿对应于一个随机变量，有向边xi → xj表示随机变量xi对

随机变量xj的影响。 图5.1 7展示了一个典型的贝叶斯网络。 首先来定义下面的变量表

刁飞 。

•i己Pa~；表示节点xi在G中的所有父节点集合。

• NonDescendantsx；表示节点儿在G中的所有非后代节点集合（不包括父节点）。

定义5.1 ：对于任意给定的贝叶斯网络G，它存在下面的局部马尔科夫独立性断言，

即满足对于每一个随机变量儿，有（xi l. NonDescendantsx; IPa~J成立。 贝叶斯网络的

局部马尔科夫独立性，简称为局部独立性。

局部独立性断言指出，对于任意的随机变量儿，在给定父节点集合的条件下， xi与

其非后代节点条件独立。 由贝叶斯网络G的局部独立性断言所导出的所有条件独立性

集合，记为I，（的。

图5.17 贝口十斯网络示例

考察如图5.17所示的贝叶斯网络，对于随机变量C ， 其父节点为Pag ={A，的， 非

后代节点为NonDescendantsc = {D｝ 。 由局部马尔科夫独立性，有（C l. D)l{A, B} ~ 

p(CIA,B) = p(DIA,B）成立。 读者也可以分别自行考察每一个随机变量。 对图5. 17执
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行相同的操作，最后得到的所有条件独立集合，就构成了l1(G） ，这里不再详述。

5. 3. 3 I-Map与因子分解

对于定义在随机变量集合X = (X1,Xz, ... ,Xn）的分布P, I(P）为定义在P中的由形如

(x .1 ylz）构成的所有条件独立集合。 若由 （X1,X2, ... ,Xn）构成的贝叶斯网络G，满足

l1(G) !:; I(P） ，即P满足与G相关的局部独立性，那么称G是P的一个独立图，简称I-Map。

通过一个具体的例子来考察I-Map的含义。 假设现有二值随机变量A和B，由A和B

构成的所有可能的贝叶斯网络如图5.18所示，分别是随机变量A与随机变量B，两者之

间没有边相连，记为向；有一条有向边从随机变量A指向随机变量B，记为GA→B；有

一条有向边从随机变量B指向随机变量A，记为GB→A 。

① ② ②一一① ②←一＠

'°7 '°7 '°7 
l1(Gφ） = {(A _L B)} l1(G，→8〕＝｛回｝ l1(G8『，） = ｛回｝

(a) (b) (c) 

图5.18 由两个随机变量A和B构成的所有可能的贝叶斯网络，并由贝日十斯网络的局部独立性断言得

到相应的条件独立性集合l1(G)

定义一个在二值随机变量A和B上的概率分布P，其联合分布律如图5.19所示。

A B I P(A,B) 

0 0 I 0.08 

0 1 I 0.32 

1 o I 0.12 

1 1 I 0.48 

图5.19 概率分布P的联合分布

考察联合概率分布P(A,B） ，观察随机变量A和B的不同取值对应的P值变化情况。

P(A = 0) = 0.4,P(B = O) = 0.2 ＝马 P(A = O)× P(B = O) = P(A = 0, B = 0) = 0.08 
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P(A = O) = 0.4, P(B = 1) = 0.8 ==> P(A = O)× P(B = 1) = P(A = 0, B = 1) = 0.32 

P(A = 1) = 0.6, P(B = O) = 0.2 ==> P(A = 1)× P(B = O) = P(A = 1, B = O) = 0.12 

P(A = 1) = 0.6,P(B = 1) = 0.8 ＝斗 P(A = 1)× P(B = 1) = P(A = 1, B = 1) = 0.48 

故有P(A） × P(B) = P(A, B）成立，因此I(P) = (A 1- B） 。 图5.18定义的三个贝叶斯

网络，对应的局部独立性集合分别为： I1(Gφ） = {(A 1- B）｝ 、 fi(GA→s) = ｛φ｝ 、

I1(Gs• A)= ｛时，可以看到它们均为I(P）的子集，因此，图5.18定义的三个贝叶斯网络

都是P的I-Map。

1. 从I-Map到因子分解

首先考察一个具体的例子，然后给出如何由贝叶斯网络来简化概率分布的因子分

解表示。

图5.17是定义在随机变量集合｛A,B,C,D,E,F｝上的贝叶斯网络，记为G，计算随机

变量集合｛A,B,C,D,E,F｝上的联合概率分布，由概率公式的链式法则得 ：

P(A,B,C,D,E,F) = 

P(A)P(BIA)P(CIA, B)P(DIA, B, C)P (EIA, B, C, D)P(FIA, B, C, D, E) (5.5) 

若贝叶斯网络G是分布P上的一个I-Map，根据~叶斯网络的局部独立性断言，有

下面等式成立 ：

A 1- B ＝斗 P(BIA) = P(B) (5.6) 

D 1- A, C,EIB 司 P(DIA,B,C) = P(DIB) (5.7) 

E 1- D,Bl{A,C} ＝珍 P(EIA, B, C, D) = P(EIA, C) (5.8) 

F 1- A, Bl{E, C, D｝司 P(FIA,B,C,D,E) = P(FIC,D,E) (5.9) 

把式（5.6）至式（5.9）式代入式（5.5），可将联合概率分布化简为：

P(A,B,C,D,E,F) = 

P(A)P(BIA)P(CIA, B)P(DIA, B, C)P(EIA, B, C, D)P(FIA, B, C, D, E) <=> 

P(A, B, C, D, E, F) = P(A)P(B)P(CIA, B)P(DIB)P(EIA, C)P(FIC, D, E) (5.10) 

前面的例子表明，利用贝叶斯网络蕴含的独立性可以将一个复杂的联合概率分布
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化简为简单的因子乘积。 下面给出由贝叶斯网络所表示的概率分布的形式化定义。

定义5. 2 ： 令G是定义在随机变量集合X1, X2，…， Xn上的贝叶斯网络， P是定义在

随机变量X1 , X2，…， Xn上的概率分布，且满足l1(G) !:;; I(P） ， 贝lj随机变革X1, X2，…，凡的

联合概率分布可以表示为乘积：

叭X2, . . ,Xn) = n P(XiJPa~；） (5.11) 

式（5.11）被称为P的因子分解，也称为贝叶斯链式法则。 单个因子P(XdPa~；）称为

条件概率分布（ Conditional Probability Distribution，简称CPD ） 或局部概率模

型。

证明：对随机变量集合｛X11X2, ... ,Xn｝，可以得到常规的联合概率分布

叽X2, . ., Xn) = n P(XdX山，xi-1) (S.叫

不失一般性，设儿， X2，…， Xn恰好是图G的一个拓扑排序，那么对于式（5.12）的任

意一个因子P(XdXv X2, ... I xi-1）， 因儿， X2，…，只是按拓扑排序的顺序出现，故凡的父

节点都在儿，X2, ... ,Xi-1中，且Xv Xv ... I xi-1不含有xi的后代节点，故满足：

{X11X2, ... ,Xi_1} = {Pα~i us} 

其中S !:;; NonDescendantsxi ’由局部独立性可得 ：

xi J_ SIPα~i 

从而有：

P(XdX11X2 , …, Xi_1) = P(XdPα~J 

成立。 由P(XilX11X2, ... ,Xi-1）的任意’性，得式（5.11）成立，证毕。

2. 从因子分解到IJl-Map

(5.13) 

(5.14) 

(5.15) 

定义5.3 ： 令G是定义在随机变量儿，X2, .. .,Xn上的贝叶斯网络， P是定义在随机变

量XvX2, ... ,Xn上的概率分布，若P根据网络G来进行因子分解，也就是说随机变量

X1,X2, ...，凡的联合概率分布可以表示为下面的乘积：
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叭，X2, .. ,Xn) = n P(Xd叫） (5.16) 

那么必有11(G) ~ I(P）成立， 则G是P的一个I-Map。

证明 ： 不失一般性，设儿，儿， …， Xn是图G的一个拓扑排序，对于式（5.12）的任意

因子P(Xi IX1, Xz, ... , xi-1 ） ，有 ：

P(XvXz, ... ,xi-1,xa 
P(XdX11X2, ... ,Xi_1 ) = (5.17) 

P(X1, X2, ... , Xi-1) 

把式（5.16）代人式（S.17），有：

P(XdX1,X2, .,Xi_1) = P(XdPα立） (5.18) 

式（5.18）表明，在给定xi的父节点Pafi的条件下， xi与｛X1, Xz, ... , Xi-1｝中所有的非

后代节点NonDescendantsxi条件独立，即xi满足贝叶斯网络的局部独立性断言，即满

足：

(xi .1 NonDescendantsx;IPα立） ε I(P)

由 i的任意性可得I1(G) ~ I(P）成立。 证毕。

5.3.4 有效迹

在5.3.3节讨论的独立性都是条件独立性，也就是说，在给定某些观察条件的情况

下，随机变量之间存在独立性。 本节给出贝叶斯网络所蕴含的更一般的独立性定义。

假设贝叶斯网络G的顶点集合为｛X11X2, ... ,Xn}, Xi与马相互独立，是指xi的取值

不会影响马的取值，反之亦然。 为了讨论任意的节点儿与xi的独立性，可以来考察其

逆问题，也就是什么情况下几能影响马。 如果xi能影响鸟，那么xi .i xi 自然不成立。

为了后面的讨论方便，首先给出一个例子，该例子会被用来解析后面提到的各种

结论，从而方便读者去理解。 图5.20所示的贝叶斯网络由I 、 D 、 5 、 G 、 L五个随机变

量构成，具体的含义如下。

• I ：代表智商Intelligence ， 是一个二值随机变量，可以取低智商（ 0 ）和高智商

( 1 ）两个值。

• D ：代表科目的困难程度Difficulty ， 是一个二值随机变量，可取容易（ 0 ）和困

难（ 1 ）两个值。
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• S：代表SAT的分数，是一个二值随机变量，可取低分（ 0 ）和高分（ 1 ）两个值。

SAT的分数受到智商的影响，一般来说，智商越高，获得高分的概率也越大。

• G ：代表科目的分数Grade ， 是一个二值随机变量，可取低分（ 0 ）和高分（ 1 ) 

两个值。科目的分数由智商和科目的难度共同影响，如果一个学生的智商较高 ，

并且科目的难度比较低，那么他在该科目获得高分的概率向然会比较高。

•L：代表是否被推荐，是一个二值随机变量，可取不被推荐（ 0 ）和被推荐（ 1 ) 

两个值。 是否被推荐受到科目分数的影响，通常情况下，分数越高推荐的概率

自然越大。

图5.20 贝叶斯网络

考察独立性的逆问题，也就是在一个贝叶斯网络中，什么d情况下任意两个节点儿

与xj之间可以有相互影响？由于贝叶斯网络是一个弱连通图，故任意两个节点X1与xj

之间必然存在一条迹。 两个节点之间的连通关系可以分为直接相连和间接相连。 下面

分别来分析不同的连通关系对独立性的影响。

直接相连：如果xi直接与马相连，那么不管什么情况下， 显然xi与鸟都是不可能

相互独立的，如图5.21所示。

图5.21 X1与马直接相连

间接相连： 当 xi 与马不直接相连，那么它们之间必存在一条迹，即满足

X· __. · __. 7 __. ·• __. X I .,.-- .,.-- ,, .,.-- .，.－－尸

为了后面讨论的方便，且不失一般性，我们只考虑三个节点儿苦 Z 苦冉的情况。

间接关系一共有下面四种可能情况。
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( I ）因果关系。

因果间接关系如图5.22所示， enxi 通过Z作用于马，从哲学的角度来看，相当于凡是

因，而xj是结果，故而称这种连接关系为因果关系。

图5.22 因果间接关系

当Z没有被观察到时， xi的取值能影响到xi的取值。 以图5.20的贝叶斯网络为例，

图中的l → C → L就是这样一个因果关系，从直观上看，如果不知道分数G的取值，

但知道一个学生的智商比较高（即I为高智商的概率比较大），那么他的分数（ G ）是

高分的概率就比较高，从而被推荐的概率也会越大，即满足： p(L = 11I=1）注p(L = 

o I I= 1） 。

当Z被观察到时， xi的取值不能影响到xi的取值。 由贝叶斯网络的局部独立性断

言，我们知道在给定分数G的条件下，智商l与是否被推荐L之间条件独立。

( 2 ）证据关系。

证据间接关系如图5.23所示，与因果关系相反， xj通过Z作用于xi ，这时候凡是结

果，而xj是原因，知道结果的情况下来反推原因，故而称这种连接关系为证据关系。

图5.23 证据间接关系

当Z没有被观察到时， xi的取值能影响到xi的取值。 同样以图5.20的贝叶斯网络

为例，对于图中的迹I → G → L，从直观上看，如果分数C不知道，但知道一个学生

被推荐了，那么很向然地认为，该学生是因为这次考试的分数高所以才被推荐，考试

分数高，那么我们认为他的智商比较高的概率也比较大，即满足： p(J = 11 L = 

1）注p(I = 0 IL= 1） 。

当Z被观察到时， xi的取值不能影响到xi的取值。 同样由贝叶斯网络的局部独立

性断言，我们知道在给定分数G的条件下，智商I与是否被推荐L之间条件独立。

( 3 ）共同的原因。
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共同的原因间接关系如图5.24所示 ， Z是xi和冉的共同父节点 ， 故而称这种连接关
系为共同原因关系。

图5.24 共同原因间接关系

当Z没有被观察到时， xi的取值能影响到xi的取值。 观察图 5.20'，图中的迹
S ← I → G就是属于共同原因的间接关系。 从直观上看，如果不知道一个学生的智商
人 那么S与G是相互影响的，因为S和G都是考试分数。 如果一个考生的SAT成绩很高，

那么我们有理由相信该考生的智商高的概率比较大，当智商比较高时，其他科目的分

数获得高分的概率也自然比较大， 即满足 ： p(G = 11S=1) > p(G = 0 Is = 1） 。

当Z被观察到时， xi的取值不能影响到xi的取值。 同样由贝叶斯网络的局部独立
性断言，我们知道在给定考生的智商I的条件下， S与G之间条件独立。

( 4 ）共同的结果。

共同结果间接关系如图5.25所示，Z是xi和冉的共同子节点，或者称xi和鸟都是Z的

父节点，故而称这种连接关系为共同结果关系。 这种关系图非常类似一个字母v，因
此也把满足共同结果关系的迹称为F结构。 这种结构也是4种间接连接关系中最复杂

的一种。

图5.25 共同结果间接关系

当Z没有被观察到时， xi的取值不能影响到xi的取值。 观察图5 .20 ，图中的迹

I → G ← D就是属于共同结果的间接关系，当G没有被观察到时，它满足贝叶斯网络
的局部独立性断言 ， 故I与D是相互独立。
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, 

当Z被观察到时， X；的取值能影响到xi的取值。 对于图中的迹I → G ← D，当知

道考生的科目分数G时，从直观上看，如果分数G很低，那么判断该考生的智商I比较

低的概率会较高，但是如果同时知道科目的难度D为很困难时，那么低智商的概率会

降低，因为如果科目很难，即使高智商的考生也不一定能取得高分，即满足：

p(I = 1 I G = 1, D = 1 ） 注p(I = 0 I G = 1, D = 1） 。

即使不知道考生的科目分数G，但若知道考生是否被推荐L时，由于L的取值能影

响G的取值，也就是如果一个考生被推荐，那么他的分数应该比较高，进一步地，如

果影响到分数，自然也影响到对智商和科目困难度的判断，即满足： p(I = 11 L = 

l,D = 1）》p(l=OIL=l,D=l） 。

下面首先给出有效迹的概念：我们说一个迹X1 苦…苦 X；＂主…平主凡是有效的，当

且仅当迹中的任意两个顶点能相互影响。 形象地说，有效迹相当于一条水管，水能在

管道内任意流动，没有墙塞。

对于形如X；＂圭 z ~xi这种只有3个节点的迹，它是有效迹的充要条件如下。

·对于因果间接关系迹X； → Z →鸟，它是有效迹当且仅当没有观察到Z。

·对于证据间接关系迹xi → Z →儿，它是有效迹当且仅当没有观察到Z。

·对于共同原因间接关系迹xi ← Z →儿，它是有效迹当且仅当没有观察到Z。

·对于共同结果间接关系迹xi → Z ←鸟，它是有效迹当且仅当观察到Z或者观

察到Z的至少一个后代。

这个结论推广到一般迹X1 苦…平主 xi .，主…手主儿，给出判断迹是有效迹的一般性条

件。

定义5.4：设G是一个贝叶斯网络，且X1 ~…苦 X； 苦…苦凡是图G的一条迹，令

Z是观察变量集合 ， 当在给定Z的条件下，若下面两个条件同时成立，那么

X1 苦…手去 X；~ …吾儿就是图G的一条有效迹。

·若迹中含有v结构，即存在共同结果的间接关系X;-1 → xi ← X;+1• X；或者冉的

至少一个后代在观察集合Z中。

·对于迹中不属于v结构的其他节点儿都不在Z中。

由定义5.4 ，我们知道对于同一条迹，不同的观察集合，或者说在不同的条件下，

可能结果并不相同，下面考察图5.20的迹D → G ← I → So

107 



深入浅出深度学习：原理剖析与 Python 实践

·当给定观察Z ＝ φ时，也就是没有任何条件的前提下，由于迹中存在v结构

D → G ← I，但观察集合Z ＝ φ没有包含G或其任意一个后代，故D → G ←

I → S不是有效迹。 事实上，由局部独立性易知，在没有任何观察数据的前提

条件下， D与I是相互独立的。

·当给定观察Z = {L｝时，对于迹中存在的v结构D → G ← I，观察集合Z = {L｝中
包含了G的一个后代L，而迹上的其他节点”，／， S｝均不在观察集合Z = {L｝中，
故D → G ← I → 5是有效迹。

·当给定观察Z={L,I}时，对于迹中存在的v结构D → G ← I ，观察集合

Z={L,I}中包含了G的一个后代L，但观察集合 Z={L，月同时包含了节点 I，故

D→G←I→S不是有效迹。 事实上，由贝叶斯网络的局部独立性，易知（G 1- 坷乃

成立。

5.3.5 D－分离与全局马尔科夫独立性

5.3.2节给出了局部独立性的定义，局部独立性把关注点集中在局部的随机变量集

合上。 本节给出刻画整个贝叶斯网络的全局独立性断言。 全局独立性断言依赖于上一

节的有效迹的定义和存在的充要条件，下面首先由有效迹导出D，分离（ D-Separation ) 

的概念。

定义5.5：令X 、 Y 、 Z是贝叶斯网络的3个节点集，在给定Z的前提条件下，假如

对任意节点xεX和y εY之间不存在有效迹，即x ＂主…手 Z 守主…手主 y不满足定义5.4的

有效性条件，那么称X与Y在给定Z的前提条件下是D－分离的，记为d-sepc(X; YIZ） 。

与局部马尔科夫独立性对应，由D－分离定义的独立性集合记为：

l(G) = {(x 1- ylZ): d-sepc(X; YIZ),x ε X,y εY} (5.19) 

我们称l(G）为贝叶斯网络G所蕴含的全局马尔科夫独立性集合，并且l(G）与11(G)

是相互包含的关系，即f(G）与11(G ）本质上是等价的。

5.4 马尔科夫网络

首先考虑一个独立性问题：现有四个随机变量A 、 B 、 C 、 D ，我们希望构建一个

概率图模型，使得它满足（A 1- Cl{B, D｝）和（B 1- Dl{A,C｝）这两个独立性条件。 贝叶斯
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网络是一个有向无环图，要求为每一条边指定方向，用来确定随机变量间的依赖关系，

但在上面的问题中，随机变量之间相五影响是对称的， B 、 D能影响A 、 C，同理A 、 C也

能影响B 、 D 。 因此很难用有向的贝叶斯网络来表示。

从直观上看，无向图模型，由于边的无向性使得我们很自然地认为，它是适合构

建这种随机变量间相互影响的模型。 本节讨论的重点正是这种无向概率图模型，也称

为马尔科夫网络。 与贝叶斯网络类似，无向图的每一个节点都对应于一个随机变量，

而边则描述了两个节点间相互影响关系。 在后面的讨论中，为了更好地区分有向图模

型和无向图模型，本节讨论的无向图模型统一采用符号H来表示。

5.4.1 势函数因子与参数化表示

回顾贝叶斯网络的因子分解表示 ： 贝叶斯网络蕴含局部独立性约束11(G ） ，利用

/i(G ）与贝叶斯链式法则，将联合概率分布表示成因子分解的形式，每一个因子是一个

条件概率分布。 但对于元向图H来说，由元向边连接的两个随机变量，它们之间的影

响是等价的，因此不存在一个变量决定另外一个变量的概念，随机变量的联合分布无

法表示成CPD相乘的因子分解形式。

元向图中两个节点间的相互影响更像是一种函数关系。 也就是说对于随机变量集

合D，定义一个实值函数f: D → R。 函数／把Val(D) （我们用Val(D ）表示变量集D包含

的所有随机变盘集合）映射到实数域R , R的大小决定了D中各随机变量之间的某种函

数关系。 R值越大，表示D中各随机变量之间越亲密。 把随机变量集合D与函数f关联

起来，这个函数称为一个无向图因子。下面形式化地给出马尔科夫网络的因子定义。

定义5.6：假设X = (X11X2, ...，几）表示随机变量集合，在无向图模型H中， 因子φ定

义为从Val(X） 映射到实数域R的一个函数f: Val(X）→ R，函数f也称为势函数

( potential functions ）。 把因子¢包含的变量集合称为φ的辖域，记为scope（φ） 。

在元向概率图模型中，因子与势函数是等价的概念。 注意，“因子”在贝叶斯网

络和马尔科夫网络中所表示的本质是一样的，都定义了局部随机变量集合之间的关系

影响，不同的是 ，在贝叶斯网络中，因子用条件概率分布来定义，即

φ ＝ P(XdXvXz, .. . ,Xi-1） 。

在马尔科夫网络中，因子用势函数来定义。 势函数的定义方法有很多，我们将在

第11章的玻尔兹曼机中介绍如何利用能量模型来定义势函数。此外，在后面的讨论中，
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除非有特别的说明，否则都要求势函数的取值大于等于0，也就是说势函数是一个非

负函数。

前面已经提到，与贝叶斯网络的条件概率分布一样，势函数定义了局部随机变量

集合之间的相互影响，为了定义全局影响，需要将局部影响组合起来，在贝叶斯网络

中，这些局部的因子是通过相乘的形式进行组合，因此，我们也期望在马尔科夫网络

中，联合概率分布也可以表示成势函数相乘的形式，即：

P(X) = ¢1φz … φn (5.20) 

但式（5.20）并不是一个合适的因子分解，具体来说，它需要解决下面的两个问题。

首先，式（S.20）定义的概率分布并不能保证归一化，也就是不满足概率分布的条

件。ζP(X） ~ l 。 要解决这个问题，可以添加归一化因子。

、‘
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n φ
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－

AV 
唱
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J

X ’
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pa 
(5.21) 

其中， z =IxCφ1φ2 … φη）称为归一化常数，也称为规范化因子。 但在很多时候，

往往只考察分子的结果，因此为了区分，用P(X）来表示非归一化的因子乘积，也就是

P(X) ＝ φ1φ2 … φn o 

其次，因子分解具有多样性。 势函数是衡量局部随机变量相互的影响关系。 如图

5 .26所示的无向图模型， 利用式（5.21）， 读者可能会得到如下的概率分布表达式 ：

φ1 (X1, X3 ）φ2CXvX4）φ3(X2,X3）φ4(X2,Xs）φs(X3, X4）φ6(X3, Xs）φ1(X4,Xs) (X) = z 
(5.22) 

在式（5.22）中，把每一条边都作为因子，因此因子分解中含有的因子很多，但仔

细观察发现因子的表示存在更合理的表示。考察最大团｛儿，凡， X4｝，由团的性质可知，

团的各个节点之间都相互关联，因此如果定义一个以此集合为辖域的势函数

¢’ （XvX3,X4） ，那么¢’体现了几 、 X3 、 几三者之间的相互关系，把式（S.22）的因子

φ1CX1,X3） 、 φ2CX1，几）和φsC儿，几）都统一用φ’ （X1，儿，几）来表示。
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图5.26 无向概率图示例

综上所述，我们得到马尔科夫网络中基于最大团分解的因子分解定理， 也称之为

Hammersley-Clifford定理。

Hammersley-Clifford定理： 定义在随机变量集合X上的马尔科夫网络H ， 其联

合概率分布P(X）可以表示为：

P(X) ＝ ~n耻（Xe) (S.23) 

其中， C是H中的一个最大团， Xe表示C中的随机变量集合， φc CXc ）是辖域定义在

Xe上的势函数，也称为团位势 （ Clique Potential ), Z是规则化因子，记为：

Z ＝ 三口ψc(X (S.24) 

5.4. 2 马尔科夫独立性

与贝叶斯网络一样，马尔科夫网络也蕴含了一系列独立性假设，本节将给出马尔

科夫网络的全局独立性定义，为此，首先定义无向图的有效路径。

5 . 3.4节给出了有向图的有效迹判断，对于无向图，迹与路径是等价的，故只需要

判断有效路径即可，井且相比有效迹判断，有效路径的判断相当简单并且直观。 对于

马尔科夫网络H ， 随机变量之间的影响是沿着无向边 “流动”但当某些中间节点已知

的条件下，这个流动相当于被截断。 下面给出判断无向图有效路径的形式化定义。

定义5. 7 ： 图H是定义在随机变量集合X = (XvX2, ... ,Xn）的一个马尔科夫网络，

几 － X2 一… －凡是图H的一条路径 ，令Z ~x为观察集合，如果所有Xi (i = 1,2, ... ，的均

不在Z中， 则路径X1 -X2 一 … － xk在给定观察集合ZB才是一条有效路径。

基于有效路径定义，可以给出无向图的D－分离定义。
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定义5.8 ： 令X 、 Y 、 Z是马尔科夫网络的3个节点集。 在给定Z的前提条件下，假

如对任意节点xεX不:t:lyεY之间不存在有效路径， ＆Px 一…一 Z 一… － y不满足定义5.7

的有效性条件，那么称X与Y在给定Z的前提条件下是D，分离的，记为d-sepH(X; YIZ), 

Z也称为分离集。

由 D－分离定义的独立性集合记为 ：

I(H) = {(x .L ylZ): d-sepH(X; YIZ), x ε X,y εY} (5.25) 

I(H）被称为全局马尔科夫独立性集合 。 在图 5.27所示的无向图H中，集合

x = （儿，儿，几）和集合Y ＝（凡，凡，几）被Z = (Z11Z2 ）所分离，故图H所蕴含的全局马尔

科夫条件独立集合为：

( (X1 .L Y1 IZ), (X1 .L 几 IZ), (X1 .L 巧 IZ),)
I(H) = ~ (X2 .L 飞 IZ), (X2 .L 巳 IZ) , (X2 .L Y3IZ),{ 

l (X3 .L 几 IZ), (X3 .L Y2 IZ), (X3 .L Y3 IZ)) 

, 
I 

\ 

/ 

、

，，，．．”·、‘
，、

” ... ‘、

', x ‘气’
、．，，

·.··” 

分离集Z

图5.27 由D－分离导出的全局独立性集合

由全局马尔科夫独立性可以推广得到两个局部的独立性质。

· 局部马尔科夫独立性：对于任意的马尔科夫网络H，它的任意一个节点变量记

为x '. x的所有邻接变量集合记为adj(X）， 其余变量集记为Y，那么H蕴含下面

的局部马尔科夫独立性约束：

I1(H) = (X .L yladj(X)): d-sepH(X; Yladj(X)), y εY} (5.26) 

如图5.28所示，对于变量X1 ，其对应的邻接变量集合为adj(X1) = {X2，儿， X4｝ ，故

H所蕴含的局部马尔科夫独立性集合为：
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、、－－’
I 

图5.28 局部马尔科夫独立性约束

·成对马尔科夫独立性：对于马尔科夫网络H，给定任意两个不相邻的变量X和Y,
其他变量集记为Z，那么H蕴含成对马尔科夫独立性约束：

ι（H) = {(X .L YIZ)} (5.27) 

如图5.29所示，变量hi和变量hj不相邻，其余随机变量集合记为V ＝｛吨，吨，... , Vn} , 
故H所蕴含的成对马尔科夫独立性集合为： （hi i 句 IV） 。

图5.29 成对马尔科夫独立性约束

事实上，图5.29所示的无向图结构被称为受限玻尔兹曼机，它是一种特殊的马尔
科夫网络模型，我们将在第11章中重点讲解。

前面已经介绍了两种概率图模型表示，无独有偶，在实际的分布中，利用变量内
部的独立性结构，也就是每一个变量倾向于直接与很少几个其他变量交互的特点，可
以将多变量联合分布用一种很简洁的形式来表示。 而推断的目的是在知道某些观察变
量值的前提下，查询未知变量的值，比如查询在秋季， 一个患者有鼻窦充血和肌肉疼
痛症状，那么他患有流感的概率为： p(flu = true I season = fall, congestion = 
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true, pain = false） 。

推断的策略可以分为精准推断和近似推断。 不幸的是，科学家已经证明，精准推

断任务在最坏的情况下，其时间复杂度是指数级别的，也就是一个NP－难的问题。 更

糟糕的是，即使是近似推断也是一个指数级别的复杂度。 但幸运的是，在绝大多数情

况下，我们遇到的实际问题都不是这种最坏的情况，正如后面将讲解的，对图模型使

用精准的或者近似的推理算法，可以非常有效的解决很多实际问题。

首先来形式化给出推断问题的定义：对于图模型G，它的随机变量集合由三部分

构成，记为｛Q,E, W｝， 其中Q称为查询变量集，记为Q = ｛缸，也，... , Qn}, E称为观察

变量集，记为E = {£1 ＝町，ι ＝ e2, ... ,Em =em｝，其余随机变量记为W。 推断的目标

是，在给定观察变量集E的前提下，求取查询变量集Q的概率P(QIE） ，由条件概率公

式可得 ：

P(Q,E) 
P(QIE) ＝一一一

P(E) 
(5.28) 

其中，对于P(Q,E）和P(E） ，满足：

附萨LP(Q,E,W) (5.29) 

w 

P(Q,E) =II P(Q,E, w) (5.30) 

推断问题从求取条件概率转换为求取边缘概率分布，因此，求解推断问题的关键

是如何高效求取边缘概率分布问题。

5.5 变量消除

变量消除（ Variable Elimination ， 简称VE ）是最简单、最基础的推断策略。 下面

通过一个例子来了解变量消除的推导过程。 不失一般性，以图5.30的马尔科夫网络来

分析变量消除的过程，对于贝叶斯网络以及更复杂的概率图模型，下面的计算过程同

样适用。

图5 .30 简单的马尔科夫网络
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图5.30的网络中，变量的集合为｛A, B,C,D,E｝ ， 其中查询变量为｛A｝，观察变量为
{£ ＝叶，计算条件概率P(AIE = e） 。 由式（5.28）得，求解P(AIE = e）问题可以转化为
求解边缘概率P(A,E）和P(E）问题。 下面推导边缘概率P(E）的计算过程，由边缘分布
的概率公式，有 ：

P(E) =II二三附肌川 (5.31) 
A 8 C D 

无向图的联合概率分布可以由基于最大团的因子分解求得，图5.30的最大团集合
包括： Q ={(A，的， （B, C), (C，的， （D,E）｝ ，故有：

一 φQA_,B(A, B）φQs→c (B, C）φQc_,o (C,D ）φQo_,e (D,E) P(A,B,C,D,E）一（5.32)z 
成立。 事实上，并不需要关心Z的取值，因为P(A,E）与P(E）的分母都为Z，利用

式（5.28）求解P(AIE = e）时， 会消去分母Z。 故下面我们的重点是计算分子P(E） 。 把
式（5.32）代入式（5.31）可得 ：

P(E) = IIII凡μ圳川B,C)</JQc_,0(C，圳川队E)

＝三三三 φQ川川φQc_,D(C，州叫川立φ叫A

=III凡cC川）凡D(C，圳川队圳

i己LA </>QA-<B (A, B) = •1 (B） ，可以看到τ1CB）是一个只含有B的函数， 变量A通过求
和被消除。 通过这种方式，最后得到 ：

P(E) =III凡cC且 C）凡D川凡eC且 E)
8 C D 

=II凡D(C，圳川队E)I <f>Q8_,c (B, C)r1 (B) 

= II凡D(C,D）凡6(D,E)r2 (C)

=I <f>Qo_,E （队的三凡D(C,D)

=I <f>Qo_,/D，圳D)
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＝ τ4(£) (S.33) 

对于P(A,E）采用同样的计算策略，这里不再详解。 可以看到，式（5.33）的计算过

程，是通过因子交换，把多个因子的积的求和问题转化为局部变量的求积与求和问
题，

进而不断消除局部变量的过程，因此，把该策略称为变量消除策略。

变量消除最大的缺点是计算复杂度很大，假如W由100个二值随机变量集合构成，

那么求解P(Q,E）需要2100次求和运算。 显然这个时间复杂度在实际的工程应用中是难

以接受的。

5.6 信念传播

在上一节中，阐述了如何利用图模型的结构来进行变量消除。 变量消除的基本思

想是利用联合概率分布的因子分解特性，将全局的因子乘积转化为局部的运算，
每一

步的局部操作都能消除部分随机变量。本节将介绍另一种精准推理算法 ： 信念传播（有

些文献也称为置信传播， Belief Propagation ），信念传播本质上也是消除变量的过程，

但它使用一种更全局的数据结构，从而使得算法比局部变量消除更加高效。

5.6.1 聚类图

首先介绍信念传播所使用的数据结构：聚类图（ Cluster Graph ）。 聚类图是一种无

向图结构，设随机变量集合x = ｛儿， Xz, ... ,Xn｝上的因子集合为φ ＝｛仇， k = 1,2, ...，时 ，

则由其构建的聚类图定义为：

( 1 ）聚类图的第i个节点记为Ci, Ci是与变量子集相关联的一个变量聚类，也就是

满足Ci~ {X1，儿，. .. ,Xn｝ 。 具体来说，给图模型的每一个因子仇都分配到且只分配到一

个簇Ci中，故而满足scope(cpk) ~ Val(ca ， 然后为每一个节点Ci分配一个势函数ψtCCi)

（注意，这里为了与马尔科夫网络的势函数做区分，我们使用了不同的符号来表示）
，

队有时也被称为信念（ Belief ）。

不失一般性，设被分配到Ci的因子集合为｛φ1' ¢ 2 ....， φk ｝ ，有Val(Ci) = scope(¢1) u 

scope （φ2) u ... u scope （φk） ，同时定义Ci的势函数ψicca的计算公式为 ：

ψicca ＝口φj (5.34) 
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( 2 ）聚类图包含了用来连接两个聚类节点Ci和巧的无向边si,j ，边siJ与变量子集
ci n cj相关联。 聚类图中边的作用是用于消息传播。 聚类图为每一条边siJ分配两个消
息函数oi_.j(si.j ）和马→i （号，J ，其中δi→j(siJ ）表示从Ci向马发送的消息，也就是消息传
递，初始化为oi_.j(si,j) = 1 。 δ叫（siJ ）的计算过程：设Ci的势函数为ψi(Ci), Ci的所有
相邻节点集合记为风，从Ci向马发送的消息、δi→j(siJ ）满足：

儿j(si.j) ＝汇（ ψi ×口 δk-+i ) (5.35) 
ci-si.i \ ke{Ni-ci} / 

把式（5.35）的计算过程用图5.31来可视化表示。
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图5.31 消息函数计算

通过一个例子来考察聚类图的性质。 假设由随机变量集合｛X1, X2, ... , Xn｝构成的概
率图模型中，包括的因子¢为：

φ ＝｛φ1(A, B, C）， φ2(8, C）， φ3(8,D）， φ4(D,E） ， φ5(8,E）， φ6(8, D, F)} (5.36) 

那么由该因子集合构成的一个聚类图，如图5.32所示。

图5.32 满足式5.27因子集合的聚类图

其中， ψ1CC1) ＝ φ1(A, B, C） ， ψ2CC2) ＝ φ2(8,C）φ3(8，的， ψ3(C3) ＝ φ5(8,E), 
ψ4(C4) ＝队（D,E） ， ψsCC2) ＝ φ6(8,D, F） 。

但仔细观察，我们发现因子的分配可以有多种选择，比如φ2(8,C）既可以添加到
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簇G，也可以添加到簇Cz中 。 也就是说对于同一个聚类图，每一个节点的势函数表示

不唯一。 下面是图5.32的另一个节点势函数表示 ：

ψ1 (C1) ＝ φ1(A,B,C）φ2(8,C） ， ψ2CC2) ＝ φ3(8, D） ， ψ3(C3) ＝ φ5(8, E), 

ψ4(C4) ＝ φ4(D,E） ， ψsCC2) ＝ φ6(8,D,F) 

此外，除了节点势函数的定义具有多样性之外，边si.j所蕴含的传递变量集合也可

以有多种形式，图5.33是满足式（5.36）因子分解的另一个聚类图。图5.33与图5.32相比，

发生了两处改变：对于边51,2 ，它蕴含的变量集合从原来的｛C｝变为｛B,C｝，也就是从C1向

马传递消息，传播的变量集从｛C｝变为｛B,C｝；边52,3被删除，也就是C3与C2之间不会发

生消息传递。

图5.33 满足式（5.27）因子集合的另一个聚类图

既然满足同一个因子集合的聚类图可以有多种不同的构造方式，那么应该怎么样

判断一个聚类图是否合法呢？下面给出判断一个合法的聚类图应该具有的两个重要

性质。

( I ）给定概率图模型的因子集合φ ＝｛φ1， φ2• ...仇，．．．， φη｝，每一个因子φk都被分

配到且只分配到一个簇ck中，满足scope（φk) ~ Val(Ck） 。

( 2 ）对聚类图中任意两个的节点Ci和马，若随机变量Xε Ci n 巧，那么在Ci与马之

间存在且仅存在一条路径： Ci － …一 Cα － Sa,b - Cb 一…－ cj ，使得该路径上的任意一

个节点Ca和边Sa,b ，均满足Xε Val(Ca), X ε Val(Sa,b ） 。

图5.34和图5.35分别展示了两个非法的聚类图，其中图5.34是非法的，因为该聚

类图不满足性质（2）中路径存在的性质，从C5¥1JC2不存在一条包含变量B的路径 ； 图

5.35是非法的，因为该聚类图不满足性质（2）中路径唯一的性质，对于变量B，存在两

条从Cs到 C2 的路径，使得路径上的节点和边都包含变量B 。 这两条路径分别为

path1 = C5 - 55,3 - C3 - 53,1 - C1 - Si.z - C2和path2 = C5 - 55,3 - C3 - 53,2 - C2 。
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图5.34 非法的聚类图，这是因为C5 = {B,D,F}, C2 = {B,C，时，故｛B} !;;; C2 n Q，但从C2歪IJCs不存
在一条路径C2 一· · - ci - si.j - cj －…－ Cs ，使得c， ’马和s,J均包含变量B

图5.35 非法的聚类图，这是因为C5 = {B,D,F}, C2 = {B,C，时，故｛B} !;;; C2 n Q，但从C2!'JCs之间
存在两条路径path1 = Cs - Ss,3 - C3 - S3,1 - C1 - S1,2 - C2' path2 = Cs - Ss,3 - C3 - S3,2 - C2 ，使得

路径上的任意Ci和s,J均包含变量B

下面给出在聚类图上执行信念传播算法的步骤，如图5.36所示，算法最后得到的
Bi(Ci ）就是变量集合Val(Ci）的非归一化联合概率分布P(Val(Ci）） 。

算法5.3 信念传播算法

1. 由元向图马尔科夫网构建聚类图，才巴马尔科夫网中的阁子分配到聚类菌的某一个节
点c＂ 中

2. 初始化来类阁的每一个节点的初始势ψ， cc,) = nk φk，也就是在构建聚矣园时，
所有被分配到ck的元向因阁子

3. 初始化所有的消息6i→j = 1 
4. 重复执行下面的操作，豆豆收敛

选择边St小计算其消息传递：

6i~j(Si,j) = ) . ψt×门 61c叫
c，二 ~｝ kE[N「c,)

5. 对于来类国的每一个节点Q，得到Q对应变量集合的联合概卒分布（非现范化）为：

Bj(Ci) = P(Val(C;)) ＝ ψi × 门 6k~i
ke(N1) 

图5.36 信念传播算法
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5.6.2 团树

5.6.1节介绍了信念传播算法所使用的聚类树数据结构，本节把聚类树应用到贝叶

斯网络或马尔科夫网络中。 在贝叶斯网络中，联合概率分布是基于条件概率的乘积：

叽，X2, . . ,Xn) = n P(XdX1,X2, .. ,Xi_1) 

在马尔科夫网络中，联合概率分布是基于最大团的势函数的乘积：

叽儿，xn）＝ ~n耻cxc), z =In <PcCXc) 

由这种团因子构建聚类图模型，称为团树（ Clique Tree ），也就是说在贝叶斯网络

或马尔科夫网络中构建聚类图时，得到的是一棵树。 在团树上执行信念传播算法也被

称为团树算法。

X = (C,D,l,G,S,L.],H} 

P(X) = P(C) × P(DIC) x 

P(I) x P(Gll, D] ×P(Sll] x

P(LIG) x P(JjS. L) x P(HIG.J) 

图5.37 贝叶斯网络C及其联合概率分布

图 5.37是一个贝叶斯网络及其联合概率分布的表示，构建对应的团树结构如

图5.38所示，边的消息传递定义如图5.39所示，节点的势函数定义如下：

ψ1(C1) = P(C) × P(DIC) (5.37) 

ψ2CC2) = P(GII,D) (S.38) 

ψ3(C3) = P(I) × P(SII) (5.39) 

ψ4(C4) = PUIL,S) × P(LIG) (S.40) 

ψsCCs) = P(HIJ, G) (5.41) 
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5 概率图模型

通过一个查询来验证团树算法的正确性，假设现在要计算边缘分布P（ι I. D ） ，也
就是需要证明P(G.I.D) = B2(C2) ＝ ψ2CC2）× δH2(D）× δ3__,z(G,I)成立。 化简：

ψ2C似 δt->z(D) x o3__,2(G I)= l/J2(C训工ψ1 (C1）×三（ψ3(C们如何，S))

＝ ψ2CC2）× Zψ （C1 

＝ ψ2CC2 

= P(GII ，叫尹（C） ×川）

×( i(P(I）×附II)
×(f. (P(llL,5）× P叫州州

= P(Gll ， 的× P(D） ×（~（P(I) × P 

｜的× P咔
= P(Gll,D) × P(D ) × P(I) = P(G,l,D) 

证毕。 其中最后一步是由随机变量I与随机变量D相互独立的性质得到，同样可以
对任意的变盘子集进行验证，这里不再详述。
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图5.38 由图5.36生成的团树

6，『阶~"11(C,) 也...＜阶~（帆比2【的）

6...,(c.n • ~ "1s(Csl 

64_,(c./J - ~（.，，， cc，叫川） 6，＿.（叫 • ~（i'a(Ca 

图5.39 团树的消息传递

通过马尔科夫网络的例子来考察元向图模型与团树的关系，考察图5.40的马尔科

夫网络H，由其创建的一个团树如图5.41所示，边的消息传递定义如图5.42所示，定

义节点的势函数定义如下：
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ψ1CC1) ＝ φ1(A, B) 

ψ2CC2) ＝ φ2(B,C) 

ψ3(C3) ＝ φ3(C, D) 

ψ4(C4) ＝ φ4(D,E) 

X = {A,B,C,D,E} 

P(X) ＝ φ1(A,B)x<J>2(B,C)x φ3(C,D） × φ4(D,E) 

图5.40 马尔科夫网络H及其联合概率分布

图5.41 由图5.39生成的团树

(5.43) 

(5.44) 

(5.45) 

(5.46) 



5 概率图模型

下面我们同样通过一个查询来验证团树算法在无向图模型上的正确性。 假设要计

算边缘分布P(C，的，由于P满足P(C,D） α P(C，的，我们不考虑归一化因子，也就是
需要验证P(C, D) = B3(C3) ＝ ψ3(C3）× δ2__,3 (C）× δ4__,3(D），成立， 化简：

ψ3(C3）× δ2→3(C）× δ4→3(D) 

＝ φ3(C，叫三（ψ2CC2）× δ1-->2 (B））） ×（f队4叫

＝仇（C

式（5.47）化简后，是一个只含有变量C与变量D的函数，与变量消除的结果一致，
故P(C,D) = 83(C3）成立。

山

62~1仲汇（仇（价6s~z（。） 6s~z(C) ＝ 汇（ψ，（阶

图5 .42 对应于图5.40的团树的消息传递

5.6.3 由变量消除构建困树

我们已经介绍了团树算法的过程和它的正确性，但到目前为止，仍然有一个基

本的问题没有解决，由5.6.1节可知，合法的团树（聚类图）的构建有很多种方式，那
么应该如何构建团树呢？事实上，团树的构建并不是唯一的，本节介绍一种通用的从

变量消除的顺序来构建团树的方法。 变量消除与团树之间的关系如图5.43所示。

123 



深入浅出深度学习：原理剖析与 Python 实践

交受消除 因 树

由贝叶斯网络或马尔科

ψi 夫网络中，多个因子φ 因树中节点Q的势函费生
组合而成的新的组合囚

子

τi 
对ψi进行交受累加后消 消息，由囚Ci产生的消

除部分交壶，形成的新 息，用于向其它的因马

的因子 传4•消息

图5.43 变量消除与团树之间的关系

从图5.43可以观察到变量消除与团树算法之间的关系。 团树的每一个节点Ci的势

函数可以由两部分构成，包括贝叶斯网络或马尔科夫网络中的因子酌，以及消息τi (Ti 

是5.5节中使用的记号，用于表示变量消除后产生的新的因子，这个新的因子对应于团

树中的消息、4→j ）。 当马的势函数的计算需要使用消息τi时，那么需要在Ci与马之间构

建一条边si,j, si.j从Ci指向马方向传递的消息、为oi_.j(si.J = ri 。

图5.44 马尔科夫网络示例，图中的节点集合为X = {C,D,G,l,S,l,j，的，最大团集合包括

{(C, D), (G, D, l), (G, S, l), (G,S,j, l), (G, H.J)} 

以图5.44为例来考察如何根据变量消除的顺序来构建一棵团树。 图5.44的马尔科

夫网络对应的联合概率分布为：
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φ1(C,D）φ2(G,I,D ）φ3(G, l,S）φ4(G,j,S,L）φ5(G,H,j) 
P(C,D,G,l,S,L,j,H) = z 
现在查询PU），对应的VE算法中，变量消除的顺序如下。

( I ）消除变量C：变量C只包含在因子队（C,D）中，故有：



ψ1〔C,D〕＝ φ1 〔C,D〕

τ1仲I/1〔叫
由ψ1首先确定簇C1, Val(C1) = {C,D}: 

~ 

5 概率图模型

( 2 ）消除变量D ： 变量D包含在因子φ2(G,I,D ） ，以及新生成的T1(D）中，故有：

ψ2(G,I,D) ＝ φ2(G,I,D ）τ1CD) 

τ2(G,I) = ） ψ2(G,I, D) 
"--'D 

由ψz确定簇C2, Val(C2) ＝伍， I，的，且ψ2含有由C1传递过来的消息τ1CD），故C1与
C2之间有边相连：

B--0-仨王E
( 3 ）消除变量l：变量I包含在因子如何，I，町，以及新生成的Tz(G,I)中，故有：

ψ3(G,I,S) = ¢3(G,/,S)r2(G,I) 

τ3 (G，轩 I／ψ3(G, l,S) 

由ψ3确定簇C3, Val(C3) = {G, I，坷， 且向含有由C2传递过来的消息r2(G, I） ，故C2与

C3之间有边相连：

( 4 ）消除变量H，变量H包含在因子φ5(G, H,j)中，它没有与任何当前的其他节点

有相交节点，故有 ：

ψ4(G,H,j) ＝ φ5(G,H,j) 

T4(G,j) = IH 1/J4阳，］）

由 1/J4确定簇C4, Val(C4) = {G,H,j}，但队没有从其他节点传递过来的消息，故簇
C4当前是一个孤立点：
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~ 
( 5 ）消除变量G 、 S、 L, G 、 S 、 L包含在由余因子队（G,j,S,L） ，以及新生成的

τ3(G,S）和飞（G,j)中 ，可以统一执行消除操作：

ψ5(G,j,S,L) ＝ φ4(G,J,S,L） × τ3 (G,S）× τ4(G,j) 

τsm = L c.s.Lt/Js(G,j,S,L) 

由ψ5确定簇C5, Val(C5) ＝衍，j,S,L｝ ， 且ψ5含有由C3传递过来的消息、日（G,S） ， 以

及由马传递过来的消息τ4(G,j) ， 故Cs与C3 、 马之间均有边相连，这就确定了最终的团

树结构，如图5.45所示。

图5.45 最终的团树结构

5.7 MCMC采样原理

前两节分别介绍了两种精准推断算法，精准推断算法可以被有效地执行，但随着

随机变量数量的增长，时间复杂度也呈现指数级增长的趋势，因此在高维空间中是难

以被处理的。 近似推断试图找到一种时间复杂度比较低，但是又能给出近似正确的解

的方法。 本节将介绍一种应用非常广泛的近似推断算法： 马尔科夫链蒙特卡洛采样算

法（ Markov Chain Monte Carlo , MCMC ）。
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5.7.1 随机采样

随机采样也被称为蒙特卡洛采样（ Monte Carlo Sampling ），是20世纪40年代发

展起来的一门新学科。 它最早起源于与原子弹制造相关的曼哈顿计划，当时包括冯·

诺依曼在内的几个计算机科学家，在美国洛斯阿拉莫斯国家实验室研究裂变物质的中

子连锁反应的时候，开始使用统计模拟的方法，并在最早的计算机上进行编程实现。

随机采样的一个重要问题就是，给定一个概率分布p(x）如何能够在计算机中生成

它的样本。 对于简单的概率分布，例如后面我们将看到的均匀分布和高斯分布，有一

些特殊的方法来高效解决，但很多时候p(x）的形式是很复杂的，需要一些更有技巧的

处理方法。

1. 线性同余伪随机数

一切随机采样方法都以伪随机数为基础，但由于计算机本身并不会产生随机数，

因此需要一种策略来让计算机高效生成伪随机数。

线性同余是当前计算机中普遍采用的伪随机数生成算法，由D. H. Lehmer在1949

年提出［响，线性同余的计算公式非常简单，对于任意给定的参数αιm和初始值Xo,
线性同余的迭代公式满足：

Xn+1 = （αXn + c) mod m, n 注 O (S.48) 

每一次调用上面的公式，都会产生一个数值，并由此数值产生下一个数，反复循

环，最终会得到一个无穷序列｛儿，Xv .... Xn, ... ｝，容易知道它是一个周期序列，周期的
最大值为m。一个优秀的伪随机数产生器，应该使得周期越大越好。

如何能够构造一个合理的线性同余发生器呢？从上式，我们不难发现构造伪随机

数产生器的关键是要选择合理的参数α、 c 、 m，以及初始值Xo ，文献［6］给出了下面的

参数选择方案，井证明了该方案可以使得式（S.48）产生的序列周期最大。

定理：由参数α 、 c 、 m和初始值Xo定义的伪随机序列迭代公式（S.48），它具有最

大的周期m ， 当且仅当它满足下面3个条件时。

·参数c与参数m互余。

·对于m的任意一个素因子p，均满足p整除（α － 1） 。

·若m是4的情数，那么 b 也是4的倍数。

如果读者想了解该定理的详细证明过程，可以参考Knuth的《计算机程序设计艺
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术》 第二卷第三章，这里不再详述。

2. 均匀分布和高斯分布

要产生服从均匀分布Uniform[0,1］的样本，可以由式（S.48）直接生成一个伪随机数

几满足x ＝（叫＋仰odm ，值域为［o, m 一斗然后除以（m -1），得到的值

u = x/(m-1），数值u就可以看成是在区间［o, 1］上服从均匀分布的采样，即

u～Uniform[0,1］ 。

由均匀分布，得到高斯分布的高效采样算法。

Box-Muller变换：如果随机变量U1 、 的独立，且U1 、 的均服从区间 ［0' 1］上的

均匀分布，定义Z1与Z2的计算公式为：

Z1 =cos（川的） ..pilnU;

Z2 = sin(2πU2)J=瓦Vi

那么Z1和Z2相互独立，且服从标准正态分布。

(5.49) 

(5.50) 

均匀分布与高斯分布是统计学中最基础的两种分布，很多复杂的分布通常是以它

们为基础来构建。

5.7. 2 随机过程与马尔科夫链

从19世纪开始，概率论的研究已经从单一的随机变量x延伸到对随机变量的时间

序列町，巧，巧， .. . ,Xt, ... ，即随机过程的研究。设T是一无限整数集，对于任意的t εT' Xt均

为随机变量， Xt所有可能取值的集合称为随机过程的状态空间。

随机过程的研究要比随机变量复杂很多，因为对于任意一个时刻的状态鸟，它的

取值可能与其他各个状态都有关。 俄罗斯著名的数学家马尔科夫为了简化问题，引入

了马尔科夫性（或称为无后效性）， &P当前的状态Xt仅与它前面的一个状态Xt-1有关，

而与Xt-1前面的状态无关，即有：

p(xt+i = xlxt,xt-v ... ,x1) = p(xt+i = xlxt) (5.51) 

满足式（5.51）假设的随机过程称为马尔科夫过程，当时间t和状态空间都离散时，

也把马尔科夫过程称为马尔科夫链（ Markov Chain ），简称马氏链。

从时刻t到时刻（t + 1）的状态之间的转移，用一个矩阵p来表示， p也被称为状态
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转移矩阵，满足：

p(xt+1 = jlxt = 0 = Pt1 (5.52) 

设随机过程的状态空间大小为η，那么显然转移矩阵p是一个大小为n × n的矩阵。

转移矩阵p满足下面的两个性质。

• o ~二Pij ~ l 。

•I.j pij=l，即矩阵中每一行转移概率之和等于1。

假设状态空间有 n个可能的取值，给定初始概率分布町，且满足

π。＝（π。（1）， π。（2), . . .， π。（n）），其中π。（i)表示在初始时刻状态取值为i的概率，那么当

给定初始概率分布π。和状态转移矩阵p，可以得到下一时刻的状态取值分布π1 ＝ πoP.

依此类推，可以得到第n时刻的概率分布计算公式为 ：

πn ＝ πoPn (5.53) 

下面首先来考察马氏链的两个具体例子，然后由这两个例子得到一个一般性结论，

最后由这个结论引出非常重要的马氏链定理。

·例一。

从经济收入的角度，社会学家把人类社会划分为：下层、中层和上层三大人群，

我们分别用数字1 、 2 、 3来代表这3个阶层。 社会学家们还发现决定一个人处于何种收

入阶层的最重要的因素是其父母所处的收入阶层。 定义状态转移矩阵p如下所示，不

难发现，如果一个人的收入属于下层类别，那么他的孩子也属于下层收入阶层的概率

比较大，达到0.65，而属于上层收入阶层的概率仅为0.07 。 状态转移图，如图5.46所
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图5.46 状态转移图
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假设初始的概率分布为π。＝ (0.21, 0.68, 0 . 11），利用式（5.53）的递推公式，可以得

到每一时刻的状态概率分布， 如图5.47所示。

2在n~法代 下层 中层 上层

。 0.21 0.68 0.11 

1 0.252 0.554 0.194 

2 0.270 0.512 0.218 

3 0.278 0.497 0.225 

4 0.282 0.490 0.226 

5 0.285 0.489 0.225 

6 0.286 0.489 0.225 
7 0.286 0.489 0.225 

8 0.286 0.489 0.225 

图5.47 由递推公式5.5 3，得到每一时刻的状态概率分布

仔细观察图5.47 ， 我们发现从第五代人开始，状态概率分布就稳定在一个固定值，

这会是一种偶然现象吗？带着这个疑问，继续考察另外一个马氏链例子。

· 例二。

考察状态空间包含5个整数值｛－2 ，一 l, 0 , l , 2｝的一个马尔科夫链，这些整数
以点的形式排成一行。 现假设有一个蚌蝠从某一点出发，其状态转移存在以下的规律 ：

在每一个时刻刻，它以0.5的概率留在原地，分别以0.25的概率向左或者向有移动，即

满足：

p (xt+t = xlxt = x) = 0.5 

p (xt+t = x - llxt = x) = p(xt+i = x + llxt = x) = 0 .2 5 

但是由于在两端的位置被阻挡，所以在首尾两端蚌瞌的移动方向只有两个，其状

态转移如下所示 ：

p (xt+1 = 2lxt = 2) = p(xt+1 = -21xt = -2) = 0.75 

p(xt+1 = llxt = 2) = p(xt+i = -llxt = -2) = 0.25 

将上面的表述用状态转移矩阵p来表示，则对应的状态转移图如图5.48所示。
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0.25 0.0 0.0 
0.25 0.5 0.25 0.0 0.0 

p = 0.0 0.25 0.5 0.25 0.0 
0.0 0.0 0.25 0.5 0.25 
0.0 0.0 0.0 0.25 0.75 

飞」』
。.25 0.25 0.25 

0.75 

0.25 0.25 。.25 0.25 

图5.48 状态转移图

假设初始状态概率分布为π。＝ ( 0.0' 0.0 ' 0.0' 0.0' 1.0），则蚌瞌的初始状态位
于点2，利用式（5.53）的递推公式求得每一时刻的状态概率分布如图5.49所示。

第n狄法代 -2 ’ 1 。 1 2 

。 0.0 0.0 0.0 0.0 1.0 

1 0.0 0.0 0.0 0.25 0.75 

2 0.0 0.0 0.0625 0.3125 0.0625 

50 0.1976 0.19852 0.2 0.2015 0.2024 

200 0.2 0.2 0.2 0.2 0.2 

201 0.2 0.2 0.2 0.2 0.2 

图5.49 由递推公式（5.53），得到炸虫在在每一时刻的状态概率分布

观察图5.49 ，我们发现，尽管与上一个例子相比，它收敛所需要的迭代次数要更

多，但不变的是，概率分布最终都稳定在一个固定值上。

通过上面两个例子，发现一个规律：对于任意给定的转移概率矩阵和初始的概率

分布，都存在这种稳定分布，这个收敛性构成了马氏链定理。

马氏链定理：对于一个非周期的马氏链，设其转移概率矩阵为p，且任意两个状

态之间是相互连通的，那么limn→ooPi｛存在且与i无关，记limn→ooPijn ＝ πω ， 有：
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π(j) ＝三 π（i)

也就是说π ＝（π（1）， π（2) , .. . ， π(j), ... ）是方程π ＝ πp的唯一解，且等式：

三π（i) = 1 

成立，我们称π为该马氏链的平稳分布。

5. 7.3 MCMC采样

回到随机采样的问题，假设目标是要生成p(x）的样本。 由于马氏链存在平稳分布

的特性， 1953年Metropolis提出了一个大胆的设想：如果能构造出一个转移矩阵为Q的

马氏链，使得该马氏链的平稳分布π恰好是p(x） ，那么我们可以从任何一个初始状态π。

出发，沿着马氏链的转移概率矩阵Q进行转移，得到一个转移序列｛町，吨，．．． ，叭，．．． ｝，

如果在第η步达到平稳分布，那么问及此后的状态πn竹，同＋21··· ，均可以看成是服从概

率分布p(x） 的采样结果 。 这种方法被称为马尔科夫链蒙特卡洛采样（ Markov

Chain Monte Carlo Sampling ），简称MCMC采样。

马氏链的平稳分布π主要由状态转移矩~Q决定，通常情况下，在遇到的实际问题

中，对应的状态空间都非常大，不可能像上面两个例子一样，直接写出矩阵Q的具体

表达形式，所以MCMC采样的关键问题是如何构造转移矩阵Q，使得平稳分布恰好是

p(x） 。 首先引入非常重要的细致平稳条件概念。

细致平稳条件： 设有转移矩阵Q和分布π，其中Qij = q(x川＝ jl xt = i)表示从状

态、i转移到状态j的概率， π ＝（π（1）， π（2), ...， π（i), ... ）， π（i)表示取值为状态i的概率。

如果对于所有的状态i和状态j，均满足：

π（i)qij ＝ π(j)qji (5.54) 

则称概率分布π是满足矩阵Q的一个平稳分布。

事实上，细致平稳条件的证明过程较为简单，对于任意的状态t和状态j，均满足：
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由 i和j的任意性，可以推广得 ：

j二试问

式（5.55）表明π是方程πQ ＝ π的解，由马氏链定理可知， π是转移矩阵Q的平稳分

布。 式（5.54）也称为平衡方程（或平稳方程）。

通常情况下，转移矩阵Q是无法直接获取的，对于要模拟的概率分布p(x） ，可以

首先假设有一个简单的转移矩阵Q’（比如均匀的转移概率），记q' ij = q'(xt+1 = Jlxt = 
。

、
‘
，

J

t 

一般情况下， p(i)q'ij 学 p(j)q'ji ’也就是不满足细致平稳条件，为此，引人一个

辅助矩阵A = ｛αJ，满足：

(5.56) 

αij也称为接受率，表示以αij的概率接受从状态Xt = i转移到Xt+l = j ； 否则，以

(1 一 αij）的概率状态保持不变，也就是从状态Xt = i转移到Xt+l = i 。 对比式（5.54）与

式（5.56） ，不难发现：

p(i)q ij αij = p(j)q jiaji 

·对于i 学 j ， 有% = q 'ijαij成立。

·对于i= j ， 有qii = q'ii +Li求jq'ij * (1 － αij）成立。

αij p(j)q j1 

αji p(i)q' ij 

现在来考察式（5.56），化简得：

(5.57) 

令：：~＜ l ，可以得到接受率叫表达式为：

(5.58) 

经过前面的准备工作，可以得到完整的MCMC采样算法，该算法也被称为

Metropolis Hastings算法，如图5.50所示。
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算法5.4 Metropolis Hastings算法

1 初始化初始状态Xo

2 . 对t = 0,1, ＇ ＂，η，．，循环执行下面的操作

2. 1 第t时刻 ，马氏链的状态为几＝衔， 采样y～p(X,+1 = xix, = x,) 
2.2 从均匀分布中采样u～Uniform[0,1]

I PU)q. I 
2.3 若u <au= minll 」二~I. 则接受转移p(X,+1 =xix, = x，） ，则X,+1 =x ’|’ p(i)q·,, I .. 
2.4 否则， 不接受转移，则x,+i = x, 

图5.50 Metropolis Hastings算法流程

5. 7.4 Gibbs采样

5.7.3节介绍了马尔科夫链理论及MCMC采样算法，为从目标分布p(x）中生成样本

数据提供了一般性的框架，本节把这种一般性框架应用到概率图模型的推断中，也就

是我们期望能够得到形如式（5.28）中P(QIE = e）的条件查询样本，即P(QIE = e）就是

我们的目标分布。

由MH算法可知，我们期望能找到一个合适的状态转移矩阵T，使得其稳定分布恰

好为P(QIE = e） ，查询变量集Q一般是一个多维随机变量集，记为Q = （缸，也，... , Qk ） 。

首先初始化初始状态 Q = (Ql ＝仇， Q2 = q2, ...，也＝ qk ） ，然后固定 （Q2 = 
qz , …, Qk = qk ） ，则有下面的等式成立。

P( Qi = qj, Q2 = q2,. . ., Qk = qk, E = e) × P(Q1 = qdQ2 = q2,. . .,Qk = qk,E = e) 

= P(Q2 = q2,. . ., Qk = qk, E = e) × P(Q1 = qjlQ2 = q2,. . .,Qk = qk,E = e) 
× P(Q1 = qdQ2 = q2, .. ., Qk = qk, E = e) (5.59) 

同理：

P(Q1 ＝旬， Q2 = q2, .. .,Qk = qk,E = e) × P(Q1 = qjlQ2 = q2,. . .,Qk = qk,E = e) 

= P(Q2 = q2, .. .,Qk = qk,E = e) × P(Q1 = qdQ2 = q2, .. ., Qk = qk, E = e) 

× P(Q1 = qjlQ2 = q2,. . .,Qk = qk,E = e) (5.60) 

式（5.59）和式（5.60）的右边等式均相等，把两者相结合，可得：

P( Qi = qj, Q2 = q2, ···, Qk = qk, E = e) × P(Q1 = qdQ2 = q2, .,Qk = qk,E = e) 

= P(Q1 ＝仇， Q2 = q2,. .. ,Qk = qk,E = e) 
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× P(Q1 = qjlQ2 = q2, ... ,Qk = qk,E = e) (5.61) 

为了方便讨论，用符号X=x来表示CQ2 = q2, ... ,Qk = qk,E = e） ，也就是说X和x

满足：

X ＝ 〔Q2,Q3 ，…， Qk,E〕， χ ＝飞.q2, q3, ... 'qk, e]

把式（5.61）简化为：

P(Q1 = qj,X = x) × P(Q1 = qdX = x) 

= P(Q1 ＝酌，X = x) × P(Q1 = qjlX = x) (5.62) 

式（5.62）就是细致平稳条件的平衡方程，也就是说当我们固定龟， 也， …，仇，仅考

虑单变量也时， P(Q1 IX = x）的平稳分布恰好是P(Q1,X = x） 。 基于这种思想，可以固

定变量集｛矶，毡，... 'Qi-1' Qi+l• ... 'Qk ｝ 。 仅考虑、单变量白，同样可以得出P(QdX = x）的

平稳分布恰好是P（岛，X = x）的结论。这样把多维空间的采样问题分解为单变量空间的

MCMC采样。 Gibbs采样算法的算法流程，如图5.51所示。

算法5.5 对n维空间分布P执行Gibbs采样算法

1. 初始化初始状态xo = (x10,Xzo, .. . ,Xno) 

2. 对t = 0,1, ...，饥，．．．．循环执行下面的操作

2.1 X1 t+l~ P(x1lx2t,x/, .. .,x1/) 

2.2 Xzt+l ~ P(x2IX1t+1,X3t, .. .,Xnt) 

2.n Xnt+1 ~ P(xnlX1 t+l, Xz t+l, .. ., Xn-1 t+l) 

图5.51 Gibbs采样算法流程

图5.52展示了一个 Gibbs 采样的示例流程。
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命／卢布
Step_l ＠、、、、

. 
. ¢ 

初始状态 （X, = a,X, = d.X, = b) I耐定（X2 = d, X3 ＝ 的， x1x，来样P(X1IX2 怠 d,x, = b) 

(X豆 掌 a,Xz 窝 d,X3 馆 b) (X1 = b,X2 • d,X3 篇 b)

＠、、、、
. 

Step_2 
. 

. 汇〉 ③‘、、、
、“、、. . 

1揭定 （Xz = d ,X3 = b）. 对儿来仰P(Xi!Xz = d.x. = b) 目盟定 (X1 = b,X3 : b). 1•tX2采·t宇P(X2IX1 = b,X3 = b) 

(X1 = b,X2 怠 d,X3 = b) (X1 = b,X2 = c,X3 嚣 b). 
Step_3 

G》、‘、、
‘、‘ 、‘. ¢ 

. 
l叫定 （X1 = b,X3 = b). ~tX，＞提问：P(X2 IX1 = b, X3 = b) 1规定（X1 = b, X2 = c） . 对x，；提忻州X3 IX1 = b.X2 = c) 

ex,= b,x, = c,x, = b) (X, = b,X2 = c,X3 = d) 

图5.52 一个Gibbs采样的示例图

采样流程：设目标分布为P，我们的目标是得到P的生成样本。 利用Gibbs采样公

式，设初始状态为（X1 ＝ α， X2 = d,X3 = b） 。 固定Xz和lX3 ，对X1进行采样，采样使用

的转移分布P(X1 JX2 = d,X3 = b） ，设P(X1 = bJX2 = d，几＝ b）的取值最大，得到IJX1的
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状态转移结果为X1 = b 。 同理，固定X1和儿，对X2进行采样，采样使用的转移分布为

P(X2IX1 = b,X3 = b） ，设P(X2 = c jX1 = b,X3 = b）的取值最大，得到X2的状态转移结

果为X2 = c 。 固定X1和儿，对X3进行采样，采样使用的转移分布为P(X3IX1 = b,X2 = c) , 

设P(X3 = djX1 = b,X2 = c）的取值最大，得到儿的状态转移结果为X3 = d 。 这样，经

过一次完整的Gibbs链转移，状态从（X1 ＝ α， X2 = d,X3 = b）变为（X1 = b,X2 = c,X3 = 
d） 。

5.8 参数学习

本节讨论PGM的最后一个模块 ： 参数学习。 到目前为止，前面讨论的问题都隐含

一个假设前提，那就是假设模型参数是已知的。 但在现实生活中 ， 模型的参数取值通

常是不确定的，这就要求我们采用合理的算法去估计模型的参数。

参数学习的形式化定义为，记可观察的训练数据集合为D = ｛叭， Dz, ... , Dn｝，模型

的参数为θ，如何由观察到的训练数据D，来得到合理的模型参数。的过程称为参数学

习。 PGM的学习理论可以区分为结构确定的参数学习和结构不确定的参数学习，本节

仅讨论在模型结构已知的前提下，如何有效地学习模型的参数。

5.8.1 最大似然估计

当模型的结构已知，且所有变量都是可被观察时，这是参数学习最简单的形式。

若模型已知，也就是说模型间各个变量间的依赖关系P已经确定。 通常使用最大似然

估计（ Maximum Likelihood Estimation , MLE ）就能够学习到模型参数，其一般过

程如下。

由样本数据，首先写出似然函数 ：

L(OID) ＝口P(DiJO) (5.63) 

一旦定义了似然函数，就可以利用最大似然估计来选择参数值，最大似然估计的

形式化定义为：

{j ＝盯g:J1ax ln ID) 

通常由第7介绍的最优化方法，如梯度下降等，可以轻松求解到式（5.64）参数。的
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最优解6。

5.8.2 期望最大化算法

当模型中既含有观察变量，又含有隐藏变量时，如何有效学习模型的参数。 令Y表

示可观察变量的集合， Z表示隐藏变量的集合， 。表示模型参数集合，那么我们的目标

是最大化对数似然函数：

{j = arg:;iax In ( L （θ IY,Z)) = arg:;iaxln(P(Y,ZIθ）） (5.65) 

由于Z是隐变量，我们没有办法观察到Z的值，如果采用最大似然估计的思想，我

们可以把所有Z的可能取值进行累加，即（5.65）式可以写成：

{j = argm缸 ln(P(Yle)) = argm缸） ln(P(Y,ZIθ）） (5.66) 
9 9 在－＇Z

这样将式（5.65）改写为只含有可观察变量集Y的函数，式（5.66）也是对含有隐变量

的模型进行参数学习的目标函数，但式（5.66）的极大化过程是非常困难的，这主要是

由于对隐变量Z的求和的项数将随着隐变量的数目增长而呈现出指数级增长的趋势。

期望最大化算法（ Expectation Maximization Algorithm ，简称EM ），是由 Dempster

等人［8］在1977年提出的一种参数学习方法， 专门用于求解含有隐变量的概率模型参数

估计， EM算法并不是直接对目标函数求导得到解析解，而是通过迭代的思想来得到

最优解。 EM算法由E步和M步组成，下面分别讲解。

第1步 ： 选择初始值参数eo。

第2步 ： E （期望）操作，假设θt为第t次迭代后的参数估计值，那么在第（t + 1）次
迭代，由给定的观察变量Y和当前的参数估计et推断出Z的条件分布为P(ZIY，的，并由

此条件分布得到对数似然函数关于Z的期望，该期望值被称为Q函数，满足：

Q仰h二／CZIY,et） × In

第3步 ： M （最大化）操作，以式（5.67）作为目标函数，寻找最优参数8，从而最
大化期望似然函数，即：
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{j = argmax Q （θ， θ t) 
9 

重复第2步和第3步的过程，当满足迭代的终止条件 ：

(5.68) 
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11et+1 - et 11 < e 或 llQCθ t+1, et)_ QC驴， et)ll < e 

其中E是一个很小的数，终止迭代，最终得到参数θ的最优解。 EM算法的整个计

算过程不是直接对目标函数L(Y，的＝ ln(P(YIθ））进行求解，而是通过构造Q函数，每

一步通过最大化Q函数来获得参数的最优值。 EM算法的正确性主要是通过下面的定理

来保证。

定理：由EM算法，可以得到参数的估计序列。t ' t = 1,2, ...，其对应的似然函数

序列为P(YIθ t） ，序列P(YIθ t）满足单调递增的特点，即：

P(Ylet+i） 注 P(Ylet) (5.69) 

证明：由于对数似然函数ln(P(YIθ））与似然函数P(YIθ）具有相同的单调性，故考

察ln(P(YIθ）） ，由P（θ）× P(YIθ）× P(ZIY， θ） = P （θ）× P(Y,ZIθ） ，可得 ：

ln(P(Yle)) = ln(P(Y,Z Iθ））一 ln(P(ZIY， θ）） (5.70) 
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即有：

叫刚的）＝呻（Yle）） × L/CZIY,et) ＝三J贝zir, et) × In( PC附））

= IJPC矶的×（ln(P(Y,ZI叫一 ln（问ZIY,e))))

= L z (PCZIY, et） × ln(P(Y,ZI的））一二z (PCZIY, et） × wαIY，的

= Q(e, et) - R （θ， et) 

把e =et和e = et+1分别代入式（5.73）可得 ：

ln(P(Ylet+1）） 一 ln(P(Yleη

(5.73) 

= [Q(e t+i , et) - Q(et，。 t）］ 一 ［R （θ t+1，。 t) - R(et，。 t)] (5.74) 

其中Q 由 EM算法的最大化操作保证了 Q(et+1, et)_ QC驴， et）注0 ，下面考察

R(et+1, et) - R （θt，。 t） ，由Jensen不等式可得：
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'°' ( (P(Z／咒 θt+lJ)\R （θ川， et) - R(et，。 t) = ) { P(ZIY, et) × In I 
~z 飞 （P(ZIY, et)) ) 

( ( t (P(ZIY俨可）口
运 In I Lz I P(ZIY, et） ×一一一一一川
飞飞 (P(Z ＼州）） ／／

＝叫L/PCZIY, et+1))) = o (5.75) 

把式（5.75）代人式（5.74）可得ln(P(Yl8t+1)) - ln(P(YIO吩》O成立， ln(P(YIO））满

足单调递增的性质，证明的开头已经知道P(YIO）与ln(P(YI θ））具有相同的单调性，故：

P(Yjet+1） 》 P(YIθt)

成立，定理证毕。

由文献［9］可知，在绝大多数情况下， L(Y，的＝ ln(P(YIO））是有界的，故使用EM算

法能保证收敛到最优解。 但需要注意的是EM算法只能保证得到局部最优解，且EM算

法受到初始值的影响， 因此，初始值的选择对于EM算法的结果起到非常关键的作用。

5.9 小结

本章对PGM的理论进行了详细讲解，包括表示理论、推断理论和学习理论的相关

知识，但正如本章开篇所描述， PGM的体系和框架非常庞大，限于本书的篇幅，我们

没有对PGM的所有知识点进行全面的分析。 下面简要概括与本章知识点相关的更深入

的方法和理论，读者可以查阅相关的文献或者书籍来进行更深入的研究分析。
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·表示理论：本章讲解了PGM两种重要的表示，分别是贝叶斯网络和马尔科夫网

络，除此之外，泪合图模型（即图中既包含有向边也包含无向边）和基于时序

的模型也是PGM很重要的两种模型表示。

·推断理论：本章概述了包括变量消除和信念传播在内的精准推断方法，以及基

于MCMC采样的近似推断方法，其他常用的近似推断方法还包括变分推断

( Variational lnfernece ） 和松散的信念传播（ Loopy Belief Propagation ） 。

·学习理论：本章仅探讨了结构已经确定的情况下，如何对概率模型的参数进行

学习 。 事实上， PGM的参数学习在很多情况下都是结构不确定的，也就是预先

不知道模型的表示。 结构不确定的参数学习是一个非常困难的过程， 一般采用

的策略是基于得分的学习策略（ score-based Leaming ） ，典型的算法包括启发
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式搜索（ Heuristic Search ）和结构化EM算法 （结构化EM适用于结构不确定，

且含有隐变量的情形） 。
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机器学习是人工智能领域的重要分支，被认为是最能体现机器智能的一门学科。

从20世纪80年代中期开始，统计机器学习逐渐成为了机器学习的主流发展方向，并使

得人工智能从早期纯粹的模型和理论研究发展为可以解决现实生活问题的应用研究。

近年来，随着大数据时代的来临，以及高性能计算平台的发展，使得机器学习的发展

取得了很多理论和应用的突破，并在此基础上，催生了很多新的理论，这其中深度学

习，就是当前机器学习最热门的研究领域。 也就是说深度学习并不是一门全新的学科，

它是机器学习的一个分支流派，很多理论和基础其实都来源于统计机器学习，与统计

机器学习相对应，人们也把以神经网络为代表的深度学习称为连接主义

( connectionism ）机器学习 。

本章将介绍机器学习 ，尤其是统计机器学习的相关知识点。 机器学习要解决的问

题是，基于数据构建合理的统计模型，并利用该模型对数据进行分析和预测。一般来

说，统计机器学习可以分为监督学习、无监督学习和强化学习 。 本章主要介绍几种常

用的监督学习和无监督学习算法。

机器学习的体系和架构非常庞大，限于本书的篇幅和写作目的，本章只对几个常

见的算法理论进行简要介绍，如果读者想深入研究机器学习的相关知识，当前有很多

优秀的国内外机器学习相关文献，如参考文献［ 1 ,2,3,4］ ，读者可自行查阅。
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6.1 线性模型

线性模型（ linear model ），是机器学习中的一类算法总称，其形式化定义为 ： 通

过给定的样本数据集D，线性模型试图学习到这样的一个模型，使得对于任意的输入

特征向盘x ＝（町，句， ... , Xn)T ，模型的预测输出口功能够表示为输入特征向量x的线性

函数，即满足 ：

f(x) = W1X1 + WzXz + … + WnXn + b (6.1) 

也可以将式（6.1）写成矩阵的形式 ：

f (x )=wTx+b (6.2 

其中， w = (wv w2, ...，叫？和b称为模型的参数。 线性模型是机器学习中最简单、

最基础的模型结构，常常被应用于分类、回归等学习任务中。 线性模型也是非线性模

型的基础，事实上，很多非线性模型都是在线性输出结果的基础上进行非线性变换、

层级叠加等操作的。 因此，本章首先介绍线性模型的相关知识。 常见的线性模型包括

线性回归、单层感知机和Logistic回归，其中单层感知机也属于一种神经网络模型，考

虑到本书结构的连贯性，我们将其放在第8章中讲解。

6.1.1 线性回归

回归（ regression ）是监督学习任务的一种，形式化地定义为：设给定由m个训练

样本数据构成的数据集D :

D = {(x1,y1), (xz,yz ), ... , (xm, ym)} 

T 一其中， xi= （址，功， ... , xA） 表原第i个训练数据的输入特征向量， yi εR，回归分

析的任务是通过训练数据集D学习到一个模型T，使得模型T能够尽量拟合训练数据集

D，并且对于新的输入数据x，应用模型T能够得到预测结果f(x） 。 回归与分类是监督

学习的两种形式，它们的概念很接近，唯一的区别在于，回归的预测值是一个连续的

实数，而分类任务的预测值是离散的类别数据。

线性回归是回归学习的一种策略，其试图通过对训练集D的学习，使得输入x和预

测的输出f(x）之间具有形如式（6. 1）的线性关系。 要确定模型T，需要确定参数w和b ,

那么应该如何求解参数呢？首先需要定义一种衡量标准，用于衡量模型的预测值f (x) 

与准确值y之间的差距，也就是定义损失函数。 在回归任务中，常用的损失函数是均
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方误差：

L(w,b) = ~L:(f的一 yi) 2 (6.3) 

我们的目标是要最小化式（6功所示的损失函数，基于均方误差来求解模型的方法

也被称为最小二乘法（ Ordinary Least Square Method ， 简称为OLS ），最小二乘法的

思想是寻找一个超平面，使得训练数据集D中的所有样本点到超平面的距离之和最小，

如图6.1所示，在本节的最后，将讲解最小二乘法与高斯分布的关系。

y 

• y. . 

图6.1 线性回归

% 

这样，我们将机器学习的问题转化为数值最优化问题。 有关最优化的算法策略，

将在第7章详细讲解。 要求解式（6.3）的最小化问题， 有两种常用的方法。

第一种方法，利用迭代法求解，即利用第7章介绍的各种最优化算法，例如梯度

下降法等。 通过这些算法，能够很方便地得到最优参数旷和扩。

第二种方法，直接利用解析法来求解，即根据极值存在的必要条件，对损失函数

的参数w和b进行求导得到参数方程组，令参数方程组为0，将最优化问题转化为求解

方程组问题。 在下一章将介绍，在一般情况下，利用解析法求解最优化问题是不可行

的，但对于线性回归来说，它的模型足够简单，在数据量不大且满足一定的条件下，

利用解析法来求解会更加高效。

下面详细推导出解析法的结果。 要利用解析法求解，首先把参数w手:i:lb合井，井统

一使用符号θ来表示，。满足：

。＝ (wv Wz, ... , Wn, b)T (6.4) 

容易知道θ是一个（η ＋ 1）维的向量，同时把第i个训练数据的输入特征向量改写为：
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则全体训练集的输入特征向量可用矩阵表示为 ：

I (Xl)T\ 

X = ( (X2)T \ 

\(Xm)T/ 

6 机器学习基础

(6.5) 

(6.6) 

X是一个大小为m ×（η ＋ 1）维的矩阵 ， 这样得到线性回归的全体训练数据的预测
输出值满足 ：

f(X) = xe (6.7) 

对输出数据，设：

y = (yl,y2, ... ,ym? (6.8) 

经过新的符合定义，可以将式（6.3）的损失函数转化为矩阵形式 ：

ico) ＝ ~exθ － Y)T(Xθ － Y) (6.9) 

利用极值存在的必要条件，可以直接对式（6.9）的参数θ求导，得 ：

1 -
V9L （θ） = V9z-(Xθ － Y)1(X9 - Y) 

＝ ~V9 （内TXθ 一

= ~V9tr( 

＝：飞（tr（θTxTxo) - 2tr（巾））

= ~czxTxθ － zxTY) = xTxo - xTy (6.10) 

上面的推导过程要使用到矩阵的迹运算性质，读者可以参考第3章的相关知识点，
或者查阅相关的线性代数文献，这里不再详述。 令式（6.10）的求导结果为0 ， 得到参数
。的表达形式为 ：

xTxθ － XTY = 0 ＝斗 θ ＝ (XTX)-lXTY (6.11) 

式（6.11）就是解析法的求解公式，对于新的测试数据x，利用式（6.12）求得其预测
输出为：
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f(x) ＝ θTX (6.12) 

注意，利用式（6.11）来求解参数θ时， 需要保证对称矩阵xTx是可逆的。如果XTX不

可逆，则式（6.11）会失效。

下面考察线性回归的一种改进：局部加权线性回归（ Locally Weighted Linear 

Regression，简称 LWR ）。 线性回归是采用超平面来拟合所有的训练、数据，但如果训

练数据不是呈现线性的分布关系时，在大部分情况下，线性模型得到的结果都会出现

欠拟合的现象，如图6.2所示。

. . 
. ·. 

图6.2 左图：线性回归得到的模型效果并不好，出现欠拟合现象；右图，通过添加组合特征来使得

拟合的效果更好，但模型也变得更复杂

从图6.2可以看出，要解决欠拟合的问题， 一种方法是挖掘更多的特征，比如不同

特征之间的组合，但这样做会使得模型更复杂，而且好的特征选取并不是一件简单的

事情，另一种方法是通过修改线性回归，也就是马上要讲解的LWR，使得我们在不添

加新特征的前提下，获得近似的效果。 LWR的思想比较简单，只需要将式（6.3）的损失

函数修改为 ：

L(w, b) = ~2.:µi(f(xi) -yi) (6.13) 

其中， µi是一个非负的权重值，一般采用指数函数的形式 ：

µt ＝叫一生到 (6.14) 

其中， x表示测试数据，可以仿照式（6.10）的推导过程，求得式（6.13）的最优解参

数的求解公式为 ：

~146 

。＝ (XTψx)-1xTψY 

其中， ψ是一个对角矩阵，满足：

(6.15) 
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ψi, i =µi ＝叫一生严） (6.16) 

从直观上来理解， LWR在线性回归的基础上，为第i训练数据添加权重值旷，从式
(6.14）知道， 当xi与x越接近时，旷的值越大（最大值为1 ）；相反，当xi与x的距离越
远时，旷的值越小（最小值为0 ）。 也就是说，当使用式（6.12）来求解新数据x的预测输
出时，离x越近的点xi ，它对结果的影响权重越大，离x越远的点，对结果的影响越小。

当训练数据比较多的时候， LWR能够取得比较不错的效果。 但利用LWR来进行预
测最大的缺点是空间的开销比较大，在线性回归模型中，当通过训练得到参数θ的最
优解后，可以舍弃训练数据，只需要保留参数θ的最优解，就可以得到新数据的预测
输出，但LWR除了保留参数。的最优解外，还要保留全部的训练数据，以求取每一个
训练数据对应于新输入数据的权重值。

最后，考察最小二乘法与高斯分布的关系。 首先直接给出结论：利用最小二乘法
来拟合训练数据，等价于把训练数据的输出看成是服从高斯分布。

第i个训练样本的真实输出yi和预测输出f(xi）存在下面的等式关系：

yi = f (xi) + €i ＝ θTXi + €i (6.17) 

其中， €i表示由噪音引起的误差项，所有训练数据的误差项满足独立同分布的关
系， 一般情况下， €i服从均值为0的高斯分布，即：

＝在叫孚） (6.18) 

把式（6.17）代入式（6.18）可得：

川i； θ） ＝ ~exp {- (8Txi -yi)2J 
-JZTI.a r 飞 2σ2 } 

(6.19) 

式（6.19）表示，当固定参数。，给定输入数据xi ，输出值yi满足均值为lJTXi的高斯
分布。 利用对数最大似然估计，有：

叶呻内ilxi;e))

＝汇叫p(yilxi; 8)) 
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(6.20) =m × In在古乞（（）川

其中， m × In在是常酬，因此要最大化式（6.20），实际上等价于最小化函数

~ L~1 (OT xi - yi)z ，而：I~1C仇i -yi)2恰好是式（6.3）所示的损失函数，也就是说利

用最小二乘法求解的线性模型，等价于数据输出值的分布服从高斯分布。

Logistic回归

6.1.1节介绍了使用线性模型来进行回归学习，本节将介绍如何使用线性模型来进

行分类学习 。 使用线性模型来分类，最常用的算法是Logistic回归，与回归任务不同，

分类的结果输出是有限的离散值，为了后面讲解的方便，以二元分类为例，结果输出

要么为0，要么为1，即yε ｛0,1｝ 。 利用线性模型来进行分类学习，其基本思想是在空

间中构造一个合理的超平面， 把空间区域划分为两个子空间，每一种类别数据都在平

面的某一侧，如图6.3所示。

6.1.2 

. . . ·.· . . 
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r 

线性模型分类

不能直接按式（6.1）的结果来分类，因为直接使用公式得到的是实数值，需要将实

数值规约为0或1。 最理想的是阶跃函数，如图6.4所示。

图6.3

(6.21) wTx+b ~二 O

wTx+b>O 
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1 

y 

x 。

阶跃函数

但阶跃函数具有不连续、不可导的特点。 为此，可以通过阶跃函数的平滑版本，
Rn sigmoid函数来为我们实现：

图6.4

f(x) = 1 
1 + e-(wTx+b) (6.22) 

sigmoid函数具有很多优秀的性质：首先，它将输入数据压缩为0到1的范围内，
得到的结果不是二值输出，而是一个概率值，通过这个数值，可以查看输入数据分别
属于O类或属于1类的概率 ：

-
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、
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(6.24) 

其次， sigmoid函数是一个可导的函数，且其导数的形式非常简单：

(6.25) 

与线性回归一样，要确定Logistic回归模型，需要确定参数w和b , Logistic回归的
损失函数采用对数最大似然损失，即满足：

Vf(x) = f(x） ×（1 一 f(x))

L(w，川(Q p(y' Ix'; w 分

(6.26) = L: In (P（川

其中，由于在二元分类中， yi的可能取值只能为0或1，故p(yilxi;w,b）可以写成
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更紧凑的表达形式：

内ilxi; w, b) = (tcxi) ri ( 1 - f(xi））时（6.27)

将式（6.27）代入式（6.26），并将最大化问题转化为最小化问题，得：

L(w, b) = - L: (yi × In (f (xi)) + (1 - yi）×呻

这样将Logistic回归转化为最优化问题，目标是最小化式（6.28）所示的损失函数。

6.1.3 广义的线性模型

前面讲解了两种线性模型，事实上，它们都是广义线性模型（ Generalized Linear 

Models，简称GLM ）的特殊形式，本节探讨如何构建GLM模型来进行任务学习［时］。

对任意给定的由m个训练数据构成的数据集D : 

D = {(x1,yl), (x2,y2), ... , (xm,ym)} 

假设数据的输出值y的分布服从式（6.29）所示的指数分布，那么对于新的输入数据

x，其预测输出为f(x) = E(p(ylx； η）） 。

p(ylx； η） = b(y） × exp（ηTT(y） 一 α（η））

其中， T(y) = y ， η ＝ θTX 。

(6.29) 

考察线性回归模型， 6.1.1节提到，利用最小二乘法求解时，数据的输出分布服从

高斯分布：

1 ( （θTX -y)2飞
内Ix； θ）＝ τ：；：＝－ exp l 一一寸寸了一 l

"\/ .lT[σ 飞 .＜.. U I 

可以将其化简为式（6.29）的指数分布表示：

内lx;O) ＝在叶主）× e叩（（θTx)y (6.30) 

因此，最小二乘法的概率模型满足式（6.29）的表示，对于高斯分布，它的期望值

为E(p(ylx; 8)) = eT x，线性模型的预测输出值为f(x)=8Tx，与式（6.12）相吻合。

再来讨论Logistic回归， Logistic回归的输出服从伯努利分布，即0-1分布，令：
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p(y = llx; e) ＝ φ 

将伯努利分布转化为指数分布的形式：

p(ylx; e) ＝ φY ×（1 一 φ） 1-y

= exp(In （φY ×（1 一 φ）1-Y))

= exp(y × In （φ） + (1- y） × In(l 一 φ））

＝四p(y × In （~） + In(l －计
将式（6.31）与式（6.29）进行比较，有：

η ＝ θTX ＝ 叫击）＝ φ＝计有

6 机器学习基咄

(6.31) 

(6.32) 

对于伯努利分布，有E(p(ylx; e)) = p(y = llx; e) ＝ φ成立，根据广义线性模型
的结论，可以利用φ来预测新数据的输出。 而φ的表达式式（6.32）与式（6.23）也完全一
致。

6.2 支持向量机

支持向量机（ support vector machine，简称SVM ），由 Corinna Cortes和Vapnik于
1993年提出，并于1995年发表［呵，是机器学习中极具代表性的算法。 首先回顾二元分
类问题，假设数据是线性可分的，那么利用线性模型来构建分类器的一般做法是：构
建一个合理的超平面，设超平面方程可以表示为 ：

wTx+b=O (6.33) 

利用该超平面将不同的类别数据分隔开来，比如当WTX + b < 0时，把数据x归为
一1类；当wTx+b》0时，把数据x归为＋1类。但满足这样的超平面可能有很多，如
图6.5所示。
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y 

x 

图6.5 可以构建多个超平面将不同的类别数据分开

事实上，图6.5中的超平面都能满足把不同类别数据分隔开来的需求，因此，我们

的任务是从中挑选最合理的超平面模型。 一个好的模型，它应该具有高的鲁棒’性以及

优秀的泛化能力。 具体来说，对于二元分类，一个好的模型应该对噪音产生的数据具

有较高的容忍度。 从几何的角度来看，训练、数据的点离超平面越远越好，离超平面越

远，我们对其的预测输出结果的置信度就越高；反之，离超平面越近，由于一些细微

的变化，都可能导致数据被划分到不同的类别中，我们自然对其预测的置信度大大降

低。

6.2.1 最优间隔分类器

本节将给出前面描述的形式化定义 也就是如何构建SVM的最优化模型。 为此，

首先引人两个间隔定义来衡量预测的置信度。

1. 函数间隔（functional margin) 

首先，回忆上一节的Logistic回归模型。 Logistic回归通过sigmoid函数来得到输入

数据属于类别1的概率p(y = 11功，通常来说，当p(y = llx）》0.5时，将输出类别1,

否则，输出类别0。

现在考察这样的问题，有两个输入点X1和马，将其代人Logistic回归模型，得到它

们的输出结果分别为p(y = llx1) = 0.55 和 p(y = llx2) = 0.饨，可以看时，虽然两

个输入点都被归类为类别1 ， 但预测的可靠性却有很大的不同，显然我们会对把Xz归

类为类别1更有信心。

从上面的分析可以看出， 当p(y = llx1）的值越接近于1，也就是wTx +b 》 0时，

对预测的输出为类别1的结果越有信心；同理，当p(y = llx1）的值越接近于O ，则
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wTx+b 《 0时，我们对预测的输出为类别0的结果越有信心。

引人函数间隔来描述这种预测的可靠性，为了使分析更加简单，从现在开始，本
节后面我们考虑二元分类时，输出值的可取数值为｛－ 1,1｝ 。 当wTx+b 》 0时，输出类
别1，当wTx+b<O时，输出类别－1。 函数间隔的定义为 ：

di =yi × (wTxi+b) (6.34) 

若训练数据是线性可分的，那么<Ii恒为非负数，当 di值越大，若yi = 1 ，则
wTx+b 》 0，越确信数据属于类别1 ； 若yi = -1 ，贝UwTx+b 《 0 ， 越确信数据属于
类别－1 。 雨数间隔能很好地反映出预测的结果置信度。

如前所述，对于给定的由m个训练数据构成的数据集D:

D = {(xl,yl), (x2, y 2), ... , (xm,ym)} 

离超平面越近的点对模型的鲁棒性要求越高，因此，通常关心的是那些离超平面
最近的点，这些边界点被称为支持向量（或支撑向量， support vector ），如图6.6所
刀飞 。
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图6.6 支持向量表示离超平面最近的点

支持向量到超平面的距离是数据集D到超平面的最短距离，形式化定义为 ：

〈
，
矶
‘

m 
n mu -- 丐

α (6.35) 

2 . 几何间隔（geometric margin) 

使用函数间隔来衡量预测的置信度有一个不足的地方，那就是当等比例同时放大
参数w和b时， 超平面的位置实际上并没有任何变化，而且点到超平面的距离也没有变
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化，但函数间隔却变大了，为了克服这个缺点，引人了几何间隔的定义：

d _Yi × (wTxi+b) 

- i llwll 
(6.36) 

从式（6.36）可知，几何间隔实际上就是点到超平面的欧氏距离，如图6.7所示。
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x 

图6.7 几何间隔

几何间隔的意义与函数间隔一样，当几何间隔越大，其预测的结果越可靠，例如

图6.7中的点A和点B，显然点B属于类别1的概率要远远大于点A。

从函数间隔与几何间隔的定义可以看出，两者之间相差一个llwll因子，即：

d. 
d ＝一」－

i llwll 

与函数间隔一样，重点关注支持向量的几何间隔，定义为：

d = min d, 
i=l,2, .. .,m · 

(6.37) 

(6.38) 

对于给定的训练数据集D，我们的目标是希望间隔越大越好，尤其是我们希望那

些边界点，即支持向量的间隔离超平面越大越好，为此，得到了下面的带约束的最优

化问题：

max d 
w,b 

s. t. y1 × (wTxi+b) > d i = 1,2, ... ,m 

llwll = 1 (6.39) 

但由于约束条件llwll = 1非凸不可导，我们尝试修改式（6.39）的约束优化问题，

将目标函数从函数间隔的最大值过渡到几何间隔的最大值，如下式所示：
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d

一
川

xf at mw 

(6.40) 

对式（6.34）的左右两边同时乘于一个相同的数，等式不变，因此我们总可以将支
持向量到超平面的函数间隔值设置为1，也就是d=l，同时，通过将最大化问题转化
为求最小化问题，使得目标函数变为一个二次的凸函数，凸函数的最优化问题远比非
凸函数简单，且能保证获得最优解。 通过上面的步骤 ， 得到下面的约束最优化问题：

s. t. yi × (wTxi + b) > d i = 1,2, ... , m 

m缸： llwll2
WO L 

(6.41) 

式（6.41）就是要求解的SVM最优化模型，由其最优解得到的分类器，成为最优间
隔分类器（ optimal margin classifier ），式（6.41）也被称为SVM最优化的基本型。

s. t. yi × (wTxi + b) > 1 i = 1,2, ... ,m 

对偶问题

本节考察（6.41）式的原始最优化问题的对偶问题。 事实上 ， 原始最优化问题是一
个带线性约束条件，且目标函数是二次函数的凸优化问题，通过数值最优化策略已经
可以求解出最优值，那么为什么还需要考虑其对偶问题呢？这主要是基于两方面的考
虑 ： 一是对偶问题的求解比直接求解原始问题的效率更高；二是对偶问题能更方便引
人核函数。

6.2.2 

求解对偶问题，需要用到拉格朗日乘子法和KKT条件的相关知识，我们将在下一
章讲解，本节将不加验证，直接应用其结论，对式（6.41）的约束优化模型构建拉格朗
日函数，引人拉格朗日乘子叭，i = 1,2, ... ,m ， 得 ：

(6.42) 
4i 

，
。

+ X T W × hu 
α
 

mYJZ 
W 

1
-2 一

一
α
 

’D W fk fu 

(6.43) 

将拉格朗日函数分别对w和b求偏导，并令偏导方程为0，得 ：

w ＝汇旷xi呜俨＝w艺αiY1X1 ＝。

(6.44) 
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将式（6.43）和式（6.44）重新代人式（6.42），消去参数w和b，得到只含有α的函数 ：

(6.45) L （α）＝汇 αi － ~IIyi内αj(xi)TX 

这样将式（6.41）的原始问题转化为下面的对偶问题：

咛n ~LLYiYjαiaj川xj - L:αt 

s.t. Iα户
(6.46) 

要求解式（6.46）所示的对偶问题，可以利用常规的二次规划最优化来求解，但对

偶问题存在更加高效的解法。 1998年 ， Platt发明了一种序列最小优化（ Sequential 

Minimal Optimization ，简称SMO ）的算法，极大提升了SVM的训练效率，读者可以

参考文献［7］ ，查看其详细的推导过程。

αt ；主O i = 1,2, ... , m 

当求解出式（6.46）的最优参数旷后，将矿代人式（6.43）即可求出原始问题的参数w

的最优解旷，满足旷＝ I巳1αi•yixi ，对于参数b，其最优解通过下式求得 ：
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(6.48) 

利用最优值α＼旷 、 扩， 可以得到分类器的最终模型为 ：
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核函数

本节的最后将介绍核函数的作用，在前面的分析中，我们都假设数据是线性可分

的，但在很多实际应用中，遇到更多的是线性不可分的数据，核函数的作用是通过将

线性不可分的输入特征向量映射到高维空间中，使得映射后的结果在高维空间能够通

过超平面分离，如图6.8所示。
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利用核函数将二维线性不可分的数据映射为三维线性可分的数据

.. 

设原始输入恃征向量x映射到高维空间后的向量为φ（x） ，这样在高维空间可构建

超平面WTφ（x) + b = 0 ，将φ（x）代替x可得到在高维空间的最优间隔分类器的最优化

原始模型 ：

max ~llwll2 
W.D L 

s. t. yi ×（WTφ（xi)+ b） 注 1, i = 1,2, ... , m (6.49) 

同理可得到其对偶问题为：

mJn ；二三yi内向（φ（xi))T cp(xj) - ~ a1 

s.t. IαiYi = O,i ＝山，m

ai > 0, i = 1,2, ... , m (6.50) 
T 

求解式（6.则的关键是求解（φ（xi）） φ（xj ） ，也就是特征映射后的内积，一般来说，
被映射后的空间维度可能很高，甚至是无限维，并且φ的形式可能是未知的，因此，

不直接求解内积，而是定义核函数，核函数接收两个原始空间的特征，用这个函数的

结果来作为高维映射空间的向革内积结果，记为 ：

k(x,y) = （φ（x)fφ(y) (6.51) 

把式（6.51）代人式（6.50），得到用核函数表示的最优化对偶模型：

吨n ~~~yiyjaiajk(xi,xj)- L αt 
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s. t. L:旷＝ 0 i = 1,2, . . m 

(6.52) αi ~ 0 i = 1,2, ... , m 

(6.53) 

利用SMO算法求解出最优参数旷后，可得分类器的最终模型为 ：

f(x) =WTφ（x) + b 

＝三旷（φ（xi))Tφ（x) + b 

＝艺旷k （φ（x i） ， φ（x)) + b 

考察式（6.53）与式（6.48），可以发现没有添加核函数时，式（6.48）近似于单层感知

机模型， 而添加核函数后，相当于在神经网络中添加了隐藏层，如图6.9所示。
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从神经网络的角度来理解，添加核函数处理后， 得到的模型比原始模型更强大图6.9

下面考察几个常用的核函数。

1 . 多项式核

(6.54) 

为了讨论的方便，我们只考察多项式核的简单情形，不失一般性，令C = Q, d = 2 , 

即k(x,y) = (xTy) 2 ， 设 ：

k(x,y) = (xTy + c)d 

X = (Xv Xz , ... ,Xn)T, y = (y1,yz, ... , yn)T 

(6.55) 

化简得：

k(x,y) = (xTy) 2 = （去崎
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由式（6.55）的结果，实际上得到映射函数φ的表达式为 ：

φ（X) = (X1X1, X1X2, ... , X1Xn, X2X1, ... , X2Xn, ... , XnX1, ... , XnXn)T (6.56) 

也就是说，经过φ的转换后，数据从原来的η维空间映射为n2维空间。

2 . 高斯核
\
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(6.57) 

高斯核函数能够将原始的输入向量映射到无限维的向量空间中，下面来看看其转

换过程，将式（6.57）展开，得：

(-(x-y〕z飞
k(x,y) ＝臼P卜τ-;j-一）

(-XTX + 2xTy-yTy飞
=exp（呵 ？ I 

\ L.σ~ I 

对指数叫台），利用泰勒展开得：

叫到＝扛（合r ~ t, ［者（子r1 ×陆（~f] =cpT(x)cp(y) (6.59) 

其中φ（x）是无限维向量，满足：

ψ（x 

将式（6.60）代入式（6.58） ，化简得 ：

k [x,y) =exp （荆州仰〕exp罔

＝ ｜ψ（x) exp （剖T ［ψ（y) exp 陪）］
令 ：

φ（x) ＝仰）叫苦） (6.61) 

可使得k(x, y) = ［φ （x)]T ［φ(y）］成立，把式（6.60）代入式（6.61），可得φ（x）的表达
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形式，由于ψ（x）是一个无限维向量，故φ（x）同样是一个无限维向盘。

最后，怎么样的函数才可以成为核函数呢？一个核函数是合理的，只要它满足下

面的定理。

Mercer定理： 对于任意由m个训练数据构成的数据集D : 

D = {(xl,yl), (x2,y2), .. ., (xm,ym)} 

由核函数k(x,y）作用于D中任意的两个训练数据，得到的对称矩阵（核矩阵 ） K是

半正定的，那么k(x,y）是一个合理的核函数，其中核矩阵K满足Kij = k(xi,xj ） ，如下

所示：

r k(x1,x1) k(x1,x2 ) … k(xl, xm) 1 
K =I k(x2,x1) k(x2,x2) k(x2,xm) I 

Lk(xm, x1) k(xm, x2 ) … k(xm,xm)J 

6.3 朴素贝叶斯

前面介绍了SVM和LR两种分类模型，它们都属于判别模型，由输入数据x直接得

到输出的估计值y = f (x）或p(ylx） 。 本节将介绍一个生成模型：朴素贝叶斯分类。

顾名思义，朴素贝叶斯分类是在贝叶斯分类的基础上做了一定的简化，首先来了

解贝叶斯分类的相关知识。

给定输入数据x的条件下，它属于类别c的概率为p(clx） ，前面讲解的两种模型都

是直接得到p(clx）的结果，但根据贝叶斯定理，有：

p(xlc) × p(c) 
p(clx) = 

p(x) 
(6.62) 

贝叶斯分类的思想是，不直接求取p(clx） ，而是通过求取p(xlc）和p(c） ，利用式

(6.62）来找寻最优分类。 注意，在一般情况下，不需要考虑p(x）的值，因为，对于同

一个输入数据， p(x）的值是相同的。

贝叶斯分类的难点在于求取p(xlc） ，则要求取在条件c的条件下，输入属性值的联

合分布，当输入属性很多时，这个计算量是非常大的，为此考虑这样一个假设，即输

入数据的向量中，属性值是按类别条件独立，满足：
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p(xlc) = p(x1lc)× p(x2lc)×...× p(xnlc) (6.63) 

朴素贝叶斯分类是一个概率模型，同样可以用概率图模型的观点来理解。 事实上

朴素贝叶斯网络是一种特殊的贝叶斯有向图模型，其模型可以用图6.10来表示。

图6.10 朴素贝叶斯网络

由全局马尔科夫独立性可知，图6.10蕴含的全局独立性集合为：

I(G) = ｛与 i 与 le: i = 1,2, ... , n,j = 1,2, . , n i 学 j}

要使用朴素贝叶斯模型进行分类，需要确定其参数，也就是求解p(ck ）和p(xdck） 。

参数训练的过程如下。

设由m个训练数据构成的数据集D : 

D = {(x1,yl), (x2,y2), ... , (xm,ym)} 

其中：

’－－、T
X- = lXi,Xz, ... ,Xηj 

ylε ｛cv c2, ... , cγ｝ 

对 ε ｛α1， αz, ... , aP} 

xt表示第i个样本数据的输入， yi表示第i个样本数据的输出， xj表示第i个样本数

据的输入特征向量的第j个特征。 参数的训练策略采用极大似然估计，也就是用训练

数据的频率来估计概率：

Ly;,1 1” i-r. 
向）＝干节二丘

其中 ， lyi=ck是一个指示函数，满足：

yi =ck 

yi 学 ck

(6.64) 

(6.65) 
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同理，对于p(xdck） ，有：

I~11”」L .,.i， ＝ι 
p(xj ＝ αtlYi ＝乌）＝ ~~十I 「

L..i =l ... y'=ck 
(6.66) 

最后需要注意的是，使用朴素贝叶斯网络进行分类时， 需要注意零概率问题，由

于训练数据是有限的，因此极有可能出现p(xdc) = 0的情形，这时候要用到平滑的策
略来解决零概率问题。 我们在12.5节讲解了几种常用的平滑技术，读者可以先阅读这

一部分的相关知识，此外，读者也可以查阅文献［8］，文中对常用的平滑技巧有很好的

总结。

6.4 树模型

决策树是机器学习中常用的一类算法模型，与前面的模型相比，它的优点是易于

理解和实现，并且方便用可视化的方式展示。 决策树是一种树模型结构，构建一棵决

策树的算法流程如图6.11所示。

算法6.1 决策树分类算法
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输入：训练数据集D, D={(x1，川， （x2,y2), ... , (x闸， ym)}

其中输入特征向受xi= ｛巧， x~，川 x~｝
输出：生成一棵决策树T

1. 初始化树节点node:

2. 若数据集D中的数据都属于向一类型C，那么将节点node:设为叶子节
点，并且设豆类别为C，程序给＊－
3. 若数据集D中剩下的数据中，特征向聋的耳1..1.在全部都相同，那么我
们将节点node::设为叶子节点，叶子节点的类别为D斗’数量最多的类别，
程序结采
4. 从当前的特征向受中挑选装好的特征向爱与

5. 对特征向受冉的每一个可能取位α，执行下面的循环操作

5.1 为节点node生成一个子树1s

5.2 设Ds为数据集D中特征巧的职位为a的所有子集
5.3 新的子数据集Ds的特征向量为｛x1，巧， ... ,Xn}-Xj 

立4 if D5为玄 ， Jlr)设立子树Ts为叶节点，类别 ~JD 中数量最多的类别

else 递归执行本函数，其中输入数据为子数据集鸟，特征1句受｛x1，码，…， Xn｝ 一 衍
生JJi,..子决策树Ts

图6.11 构建决策树的算法

从图6.11可以看出，构建决策树是从根节点开始不断递归生成子树的过程。 构建
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决策树主要包括三个操作：特征选择、 决策树的生成和决策树的剪枝。 其中决策树的

生成过程是一个递归的过程，本节主要讲解特征选择和剪枝的相关知识。

6.4.1 特征选择

从算法6.1的步骤4可知，构建决策树的过程中，在每一步，每一个非叶子节点都

对应于一个特征，那么应该如何挑选当前最好的特征呢？挑选特征的方法有很多，不

同的特征选取策略形成了不同决策树算法，但一个总的准则是：通过特征的选择，使

得原来无序的数据逐渐变得有序，也就是使数据的纯度提升。 本节介绍三种常用的选

择指标：信息增益（ information gain ）、增益率和Gini指标。

1. 信息增益

信息增益是ID3算法使用的特征选择指标。 在第4章中，介绍了信息惰的概念，它

是表示随机变量不确定性的度量，其数学表示为 ：

州D) = - LPi × log pi (6.67) 

对于监督分类学习来说， Pi表示当前数据集D中类别i所占的比例。 信息：脑越小，

表示数据集越稳定，纯度越高。 假设按照特征文j来划分数据集，设Xj可以有v个不同的

取值，记为｛肉， α2• ...， αv｝，利用Xj的v个不同的取值可以将数据集D划分为v个不同的

子集，记为 ：

D = D1 u D2 u ... U Dv Di n 乌＝ φ， i=F-j

Di表示在数据集D中， 特征之j取值为矶的全部子集，每一个子集用于生成对应的

子树，在理想的情况下，我们希望通过对特征Xj的划分，能够将划分的不同子集数据

都归为同一类别，也就是Di所包含的所有数据都属于同一类。 信息：脑是用来描述数据

稳定性的度量，因此计算每一个子集冉的信息’脑大小，并将它们相加，得到按特征二i划

分数据集后具有的信息量，记为：

(6.68) 
毛 IDd

x/D) ＝一） _:.:_H(DJ 
合 IDI

最后得到信息增益的计算公式为：

Gain(D，与） = info(D）一 infox/D) (6.69) 
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信息增益越大， 表示划分后的子数据集的纯度越高，因此，执行算法6.1的步骤4,

计算每一个特征的信息增益，然后挑选信息增益最大的特征作为划分当前数据集的特

征。

2 增益率

信息增益的计算公式会偏向于取值较多的属性。 从直观上来理解就是 ： 当某一个

特征的取值很多时，由它分裂产生的子树也越多，属于每一个子树的子数据集自然也

比较少，因此， 其纯度也会相对比较高。 为了克服这个缺点，在信息增益的基础上产

生了增益率。 增益率也是C4.5算法使用的特征选择指标（注意， C4.5不是直接使用高
增益率作为划分的特征，而是使用启发式的思想 ， 先找出信息、增益高于平均值的特征，

然后从这些特征中挑选增益率最高的，更详细地分析读者可以参考文献［9］ ）。

增益率通过引人分裂信息（ split information ）来将信息增益规范化， 对取值较

多的特征起到一定的打压作用，分裂信息的定义为 ：

增益率的定义为：

plit_infox/D) ＝一三自叫出）

Gain(D，与）
Gain_rati巾，与）＝平~｝

(6.70) 

(6.71) 

执行算法6.1的步骤4时，计算每一个特征的增益率，然后挑选增益率最高的特征

作为划分当前数据集的特征。

3. Ginif旨标

最后，讲解Gini指标 （基尼指标），它是CART决策树采用的特征选择指标。 首先

定义数据集D的Gini值为：

Gini(D) = 1 - L (Pi (6.72) 

Pi表示当前数据集D中类另lj i所占的比例 ， 与信息恼一样， Gini值同样被用来描述

数据集D的纯度， Gini值越小，表示数据集D的纯度越高。 进一步定义Gini指标：

(6.73) 
毛 IDd

Gini_index( D, xj) = ) .一－ Gini(D)
合 IDI
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执行算法6. 1的步骤4时，计算每一个特征的Gini指标，然后挑选Gini指标最小的特

征作为划分当前数据集的特征。

6.4.2 剪枝策略

决策树的构建是一个递归过程，利用训练数据集从根结点开始，选取最合适的特

征将数据集进行划分，因此决策树对训练数据的效果都很好，但也因此容易产生过拟

合的现象。 剪枝（ pruning ）是决策树解决过拟合问题的主要手段，通过剪枝操作可

以消除不可靠的分支，同时也能够让整棵决策树变得更小、复杂度更低。

树剪枝的策略有预剪枝和后剪枝两种策略。

预剪枝（ prepruning ）是指在利用算法6.1构建决策树的过程中，通过提前停止

程序的执行而实现的剪枝策略， 一旦算法停止执行之后，该节点将成为叶子节点，一

般会将当前所包含的数据集中，数量最多的类别作为该叶子节点的类别。

那么应该如何确定是否需要提前终止呢？当求取了当前所有特征的某些选择指

标（信息增益、 增益率或Gini指标）后，我们需要评估分裂前后的优劣，具体的做法

是 ： 预先挑选一个阔值，如果当前的最优特征得到的指标都要比这个阔值低，那就可

以提前终止算法的执行。

预剪枝是一种局部的贪心策略的思想，它根据当前的树结构，判别剪枝前后的效

果对比。 但有时可能会出现误剪枝的情况，即当前的划分可能效果不理想，但在这个

划分基础上进行的后续划分可能会使整棵决策树的性能得到显著提升。 此外，另一个

先剪枝的缺点是阔值的选择是－个很困难的过程，阔值太大，会导致误剪枝的概率加

大；阔值太小，将使得剪枝的优化效果不明显。

后剪枝 （ postpruning ）是指在构建完决策树后，然后自底向上逐一考察每一个

非叶子节点，比较合并前后的性能。 如果以该非叶子节点为根的子树合并后的性能要

更好，那么可以将该子树变为一个叶子节点，类别为当前子树所包含的数据集中数量

最多的类别。

后剪枝因为是在构建完整棵树后才进行，因此它的风险更小，泛化能力要比预剪

枝更好，但剪枝的速度要比预剪枝慢。

在预剪枝和后剪枝中，都需要比较分裂前后的效果，应该如何做呢？通常来说，

会将整个训练数据划分为训练集和测试集，利用训练集构建决策树，然后利用测试集
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检验合并子树前后的效果。

以后剪枝为例，为了讲解更加方便，假设特征1的取值为｛肉，吨， α汁，类别为｛0,1},

训练数据与测试数据如图6.12所示。

数据集 特征1 类JJI)

a1 1 

2 Ui 1 数据集 特征1 类Jl'J

3 a2 。 a1 1 

4 a3 。 2 Ui 1 

5 a才t 1 3 a2 。

6 a2 。 4 a3 。

7 Ui 。 测试数据

8 aJ 。

训练数据

图6 . 12 构建决策树的训练数据与测试数据

对特征1，如果树节点不分裂，由于训练数据集中，类别0的数目占多数，因此把

节点的类别标记为类别0。 然后将决策树作用于测试数据集，其准确率为50%；如果

将节点分裂，则得到的决策树如图6.13所示，将该决策树应用于测试集合，得到的准

确率为100%。 这样就确信将特征1分裂后的效果要比不分裂的效果好。

图6 . 13 将特征1分裂后的决策树

6.5 聚类

前面介绍了监督学习的常用算法模型，从本节开始，将会介绍无监督学习的相关

知识。 在元监督学习中，样本数据的标签信息是未知的，无监督学习的目标是从数据

中挖掘出有用的特征和规律，并将这些特征和规律应用到后面的学习任务中。
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聚类分析是最常见的无监督学习任务，具体来说，聚类分析是将一组数据按照内

在的相似性划分为多个类别，使得同一个类别内的数据之间相似度较大，相互之间的

距离较小；相反，对于不同类别的数据，它们之间的相似度较小，距离也比较远。 首

先给出聚类的形式化定义：设有由m个训练数据构成的训练样本D ,D可表示为

D = {x1,x2, ... ,xm｝，其中xi表示第t个训练样本数据，是一个n维特征向量，记为

xi= ｛址，吨，... ,xA｝，聚类的目标是将训练数据集D划分为k个互不相交的簇，记为

{C11Cz, ... ,Ck｝，满足ci n cj = r/J (i 学 j） ，且Ci U Cj = D 。

6.5.1 距离度量

聚类是一个基于距离划分数据集的过程，那么应该如何定义数据之间的距离呢？

令d(x,y）表示向盘x与y之间的距离，则d(x,y）需要满足下面的四个条件：

·非负’性： d(x,y） 注 0。

·同一性 ： d(x,x) = 0。

·对称’性： d(x,y) = d(y,x） 。

· 三角不等式性： d(x,z） 运 d(x,y) + d(y,z） 。

对于有序数据，常用的距离计算方法是Minkowski距离，假设当前有两个n维空间

的点x和y，满足：

X = (x1,Xz, ... ,Xn)T,y = (y1,yz, ... ,yn)T 

IQ~x和y的Minkowski距离的数学定义为：

仰y) ~ (t,川p）百 (6.74) 

当p =2时，就是常见的欧几里得距离；当p =1，则是曼哈顿距离。 如果每一个

特征的权重不一样，那么可以将式（6.74）修改为如下所示，其中wi是对应于第i个特征

的权重大小，修改后的距离称为加权Minkowski距离。

d(x,y) = （》川p）一 (6.75) 

此外，高斯距离也是一种常用的计算有序数据距离的方式。 高斯距离的计算公式

如式（6.76）所示，当x与y越接近时，它们的高斯距离越小；反之，当x与y越远时，高
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斯距离就越大。

忡，y) ＝叫与严） (6.76) 

对于无序数据，也就是某一个特征不是有序的数字时，比如特征xi可取的值为

｛西瓜，香蕉，雪梨｝，那么不能直接使用Minkowski距离来衡量两者之间的距离，无序数
据通常采用VDM距离来衡量，形式化定义为：设mia表示在第i个特征中取值为α的样

本数， miαl表示在第j个簇中，第t个特征取值为α的样本数，设有k个簇，则特征取值

为α和取值为b的距离为 ：

VDM(a,b) ＝三（~－~r (6.77) 

当数据点中既含有有序特征，也含有无序特征时，将式（6.74）和式（6.77）合井，

可得混合的距离计算公式 ：

仰y) = （三川P+ ,t,, VDM叫百 (6.78) 

6.5.2 层次聚类

层次聚类是将聚类看成是一个按层次进行数据划分的过程，算法结束后将形成一

棵聚类树。 层次聚类按照执行的顺序不同，可以分为自底向上的合并方法，以及自顶

向下的分裂方法，如图6.14所示。

f. .Ii.晶 靠一品

事四品 1自.；；：.. JJ,.

，.二品 第二品

事二品 ，.四品

1--IA 事丘品

图6.14 左图，基于自底向上的层次聚类；右图，基于自顶向下的层次聚类

下面考察自底向上的AGNES算法的流程：初始时将每一个数据点单独作为一个簇，
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然后选择距离最近的两个簇进行合井，进入下一层，反复进行这个操作，最终得到一

个层次聚类树。 整个流程的关键是如何比较两个簇的距离，如果两个簇就是两个点，

那么它们的距离可以用6.5.2节提到的任意一个距离指标来度量，当两个簇中包含多个

数据点时，衡量两个簇Ci和巧的距离常用方法有3种，如图6.15所示。

·最小距离：对于簇Ci中的任意一个点Pi ε Ci ，以及簇马中的任意一个点Pj ε 马，

最小距离的定义如式（6.79）所示，最小距离由两个簇中最近的两个样本点决定。

屿，j =min d(pi,Pj) (6.79) 

·最大距离 ： 对于簇Ci中的任意一个点Pi ε Ci ，以及簇马中的任意一个点Pj E 巧 ，

最大距离的定义如式（6.80）所示，最大距离由两个簇中最远的两个样本点决定。

diJ = maxd(pi,Pj) (6.80) 

·平均距离：对于簇Ci中的任意一个点Pi ε Ci ，以及簇马中的任意一个点Pj ε 马，

平均距离的定义如式（6.81）所示，平均距离由两个簇中所有的样本点决定。

d · ＝~、、 d(pi,Pj) (6.81) 
I Ci ii马｜血； P7cj

最小距离 最大距离

千均且呈~

图6.15 三种常见的簇距离

AGNES算法流程如图6.16所示。
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3手法6.2 AGNES算法

输入：包含m个数据点｛xl, x2，川xm｝的数据集D

输出： k个簇｛Ci. Q，川 Ck}

1. 将每一个数据点单独初始化为一个簇，初始化Ci =xi ，并记当前的簇数为cur=m

2. 当cur> k时，执行下面的操作 i 否则跳出循环

2.1 找出汲离录短的两个簇Q和马（i ＜ β，将簇Q和巧的数据点合并，合并后的簇重新
标记为Ci

2.2 将簇马＋1，马＋2，川 Ccuγ分别重新编号为巧，马＋1' ... ,Ccuγ－ 1 

2.3 修改cur彼： cur=cur-1

2. 输出k个簇｛CvC2, ... ,Ck} 

图6.16 AGNES算法流程

自顶向下的DIANA算法流程，其过程与AGNES算法的过程相反，是一个逐层分裂

的过程。初始时将全部数据点作为一个簇，然后按照某个准则将簇分裂，进入下一层，

然后选择直径最大的簇，按照同样的准则进行分裂，如此反复进行这个操作，最终将

所有的数据点分离。 这里有一个新的定义就是簇的直径，簇的直径描述的是簇中最远

的两个点的距离，如图6.17所示。

** 

** 

图6.17 簇的直径

DIANA算法流程如图6.18所示。
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算法6.3 DIANA算法

输入； 包含m个数据点｛川， x2, ... ,xm｝的数据集D

输出： k个簇（C,. Cz, .... Ck} 

1. 将全部批指点都初始化为一个簇，记为C1 = (x1,x2, ... ,xm｝，并4已当前的簇数为cur = 1 

2. 当四r < k时，执行下面的操作；否则貌出循环

2. 1 找出立径最大的簇C1进行分裂操作

2.2 找出 lt中与其他点平均汲离最大的点p，将p放入split-&>roup中，其余点放

在old」part中

2.3 重复下面的操作

在old_part中找出到split_group最近的点的距离不太子到。ld_part中最近点的ill!.

离的点q，将q添加i址split_group中；若没有找到这样的点则退出循环

2.4 将split_group与old」坦白分别作为两个新的簇，编号分别为C1和Ccur+l

2.5α1T ＝ αLT+ 1 

图6.1 8 DIANA算法流程

6. 5. 3 K-means聚类

K-means是当前最流行和经典的聚类方法之一，其核心思想是 ： 对数据集

D = {x1，川，.. . ,xm｝，考虑所有可能的k个簇集合，希望能找到一个簇集合｛Cv C2, ... ,Ck} , 

使得每一个点到其对应簇的中心的距离的平方和最小，即：

唱主｜｜川 (6.82) 

其中，的＝古Lxjec1 Xj表示簇呐中心。 但要找到满足式（6.剧的最小化条件的

簇非常困难。 K-means贝u采用了贪心的策略，通过迭代的方式来找到式（6.82）的近似

解，算法首先随机挑选k个样本点作为初始簇，对剩余的样本点，根据其到所有簇中

心的距离，将点分配到最近的簇中，然后重新更新每一个簇的中心位置，不断重复这

个过程，直到所有样本点不再变化为止，算法的代码流程如图6.19所示。
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算法6.4 K-means算法

输入：包含m个数据点｛x1,x2, ... ,xm｝的数据集D

输出： k个簇｛C1, C2, …, C1c} 

1. 若样本集的个数mζk，员H夺每一个点单独作为一个簇，程序退出

2. 任意从数据集D中选取k个点，作为初始的k个簇

3. 将剩余的数据点，分别计算王批个簇的距离，把数据点分配到与其最近的簇中

4. 重新计算每个簇的中心的位宽

5. 重复执行下面的操作，立刻没有点需妥被调整

5.1 计算每一个点到簇的距离，并将数据点分配到与其最近的簇中

5.2 重新计算每个簇的中心的位置

6. 输出k个簇｛C1,C2，川 C1c}

图6.19 k-means算法流程

K-means聚类的时间复杂度为O(tnmk） ，其中t表示迭代次数， η表示数据点个数，

m表示特征数 ， k表示簇的数目，当数据量比较小的时候， K-means能够取得很好的效

果。 但当数据量比较大时， K-means的效率会下降，而且K-means比较容易陷入局部
最优解。

6.5.4 谱聚类

谱聚类（ Spectral Clustering ）是一种基于图论的聚类方法，相比于前面的层次聚

类和K均值聚类，谱聚类的效果要更好。 谱聚类将数据点以图的形式展示，其中图的
每一个顶点代表一个训练数据，图的边表示两个数据点之间的相似度，从而将聚类问

题转化为图分割问题，每一个被分割的子图对应于一个簇，使得连接不同子图的边的
权重尽可能低，同一个子图内的边的权重尽可能高。

将聚类转化为图算法问题，首先考虑如何合理构图，前面已经描述了构图的过程，
最终得到的是一个完全图的结构，但完全图的边很多，为了使得算法的运行效率更高，

可以去掉不必要的边，事实上，如果两个数据点的相似度非常低，那么它们在同一个
簇中的概率也会非常小， 基于这一思想，对每一个数据点川，只考虑与其最相似的k个
点相连。 构建后的图G用其邻接矩阵来表示，也称为相似矩阵W，为了讨论方便，下

面给出关于图G和相似矩阵W的一些定义。

对于图G中的两个子图A和子图B，定义A子图与B子图之间的所有边的权值之和如

172 



机器学习基础6 

(6.83) W川＝ I: wiJ 

下：

其中， Wij表示点i与点j的边权值，也就是点i与点j的相似度。

对于子图A，记A=G-A，表示子图A的补集。

如何通过图G来对数据点进行聚类呢？由于同一个簇内的点相似度高，而不同簇

之间的点的相似度较低，也就是相当于在图切割中，那些被切断的边的权值之和最小，

而权重比较大的边没有被切断，将聚类转化为图的最小割问题，定义目标函数。

(6.84) 
、
、
．
‘
‘

...... 
,,,,
, 

、
‘
．

J

-A A r
’
’
、

w k

了
但

／
f
g
『
l
1
1
、
、

n m 
一
一

、
‘

a
J

b
κ
 

A 
q,“ 

A 
咱
A

A r
’
E
、

&··‘ U PL n m 

我们的目标是最小化式（6.84），但直接用最小割的算法，往往效果不理想，如图

6.20所示，以k=2为例，如果使用最小化式（6.84）的方法，将得到割线A，也就是得

到两个簇，分别为簇｛α｝和簇｛b, c, d, e,f}，但对于聚类来说，这样的效果并不好，单

纯追求边权值的最小化，将导致聚类的数据可能出现不平衡的情况。如果采用割线B,

将得到的两个簇为｛α， b,c｝和｛d,e,f} 。

图切割

为了使聚类的结果更加均衡，需要修改式（6.84） ，使得每个簇之间的点数尽量均

衡，因此，在目标函数中加入每一个簇的数目，修改后的目标函数变为如式（6.85）所

示，修改后的割也被称为RatioCut。

图6.20

(6.85) 
R t川vA2, ,Ak) =min （三唱严）= min(t,吨严）

现在我们的目标是要最小化式（6.85），但这个目标函数的最小化求解是非常困难

的，为此，需要一种更加高效的方法。 下面介绍拉普拉斯矩阵，通过拉普拉斯矩阵来
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高效求解式（6.85) [IO］。

拉普拉斯矩阵的定义为： L=D-W， 其中W是前面提到的相似度矩阵， D ={du} 

表示度矩阵，它是一个对角矩阵，对角线的每一个元素dii表示第i个节点与其邻接节

点的权重之和，也就是等于矩阵W的第t行或者第i列之和，剧ldii = r;r;二1 Wij 。 拉普拉
斯矩阵有下面几个重要的性质。

• L是对称的半正定矩阵。

• L有m个非负的特征值，则0 ζ λ1， λ2• ...，缸，其中m是图G的顶点个数。

• L的最小特征值为0 ， 且最小特征值对应的特征向量为1 = (1,1, ... ,1？ 。

(6.86) 

设f是任意的m维实向量，则满足：

向＝ ~ L: L: wij(fi - fj)2 

下面简要验证式（6.86):
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为了讨论方便，考虑二元聚类的情况，即k=2的情况，将数据点转化为图后，

两个子图分别设为A和豆，令f满足：

(6.87) 
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将式（6.87）代人式（6.86）可得：

向＝ ~IL: wij(li - [j)2 
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如w,, (pi:+~）＇ ＋，I, W;;(-r:-~）＇） 
＝（主AW；；） ×阴性＋ 2) 

(6.88) 

由于m是一个固定值，要最小化RatioCut，可转化为最小化FL／ ，且很容易推知f具

有下面的性质。

• F I = Li ti = o ＝珍 f J_ T。

• 11111 2 = LiC!Y = m。

这样得到新的最优化目标函数为：
,J ELE T FJ n mf 

s. t. t J. 1 

(6.89) 

其中， I ＝ 饥｝满足式（6.87), m为数据集D的点个数，即图C的顶点个数，现在求

解式（6.89）的最小值，由Rayleigh quotient理论可得［10) :

11/11 2 =m 

FL/ 
(L,f) ＝一一rt (6.90) 

其中 ， R的最大值和最小值分别为L的最大特征值和最小特征值， 并且极值在f等

于对应的特征向盘时取得。 由于Ft = 111112 =m是一个常数， 因此最小化FL／与最小

化R(L,f)等价，但由于L的最小特征值为0，其对应的特征向量为T， 即t =I，不满足

I J. T的约束条件，因此转为求取第二小的特征值。 这样很巧妙地解决了式（6.85）的NP

难最小化问题。

考察式（6 .89）的最小化结果如何转化为二元聚类中，当得到L第二小的特征向量v

时， v是一个m维实数向茧，但f的每一个元素元只能取两个值（参见式（6.87) ） ， 那么

应该如何将v转化为f呢？简单的方法是查看v的每一个元素vi是大于O还是小于0，如

果大于0 ， 则取值币市i；如果小于0 ， 则取值－JTAi刑。 如果把求解得到的特征
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向量v的每一个元素对应于一个点，那么根据每一个元素取值大于0还是小于0，可以

将点划分为两类，这样我们将式（6.89）的最小化结果转化为聚类问题。

可以把其推广到k元聚类中，具体的做法是求解拉普拉斯矩阵L的前k小特征向量，

构成一个大小为m × k的矩阵， 每一行代表一个点，每一个点用k维向量代替，对这个
m个k维行向量执行K-means聚类其结果就是原始的m个点的聚类结果。

根据上面的分析，可以发现谱聚类的本质先对拉普拉斯矩阵进行降维，然后对降
维后的矩阵执行 K-means聚类得到。 谱聚类算法流程如图6.21所示。

算法6.5 谱聚类算法流是呈

输入·包含m个数据点｛x1,x2, .. .,xm｝的数据集D

扮出： k个系｛Cv Cz, ... , Ck} 

1. 由数据集D构建凶G

2. 求取ajG的相似矩阵W和皮矩阵.D，并求得4主斗自卡拉斯是巨眸L=D-W

3. 求取拉普拉斯矩陈约需lfk个最小的＃~正向受，构成一个大小为m×k的饭阵M

4 对生巨阵M的行向 -:i'按K-means方法社行聚类，得到k个簇｛C1, C2, ... , Ck} 

5. 矩阵M的第i行对应所属的簇就是｝.！（数据，占，X’对应的簇

图6.21 谱聚类算法流程
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数值计算与最优化理论是上世纪中期形成和发展起来的一门应用数学分支学科，

广泛应用于机器学习、工程设计、生产管理、交通运输、国防等重要领域。 而其中机

器学习又是与最优化理论联系最紧密的学科之一，机器学习的模型训练，最终都归结
为最优化问题，也就是寻找最优的参数，使得模型的误差损失函数最小，而寻找最优

参数的方法称为最优化方法。 本章将深入分析在深度学习领域常用的最优化方法及其
原理，并分析不同的优化方法之间各自的特点。

由于求解max(f(x））的最大化问题可以等价地转化为求解最小值min(-f(x）），为
了讨论方便，不失一般性，本章仅讨论求解最小值的最优化问题。

7.1 无约束极小值的最优化条件

假设现有η元函数／（町，巧，... . . . , Xn） ，若在点XO= (xf，埠，... .. .,X~）T附近存在邻域

O(x0），使得对于任意的x εδ（x勺，都有f(x）注f(xD）成立，那么称点XO是函数f(x）的
极小值点，当f(x）为凸函数时，点XO也是函数f(x）的最小值点。

若点x0 = (xf,x~ ，. .... .,x~） T为f(x）的局部极小值点，那么显然点x？也为一元函数

g(xa =re埠， x~ ， ... x?-v xi, x?+i• .. ., x~）的局部极小值点，由一元函数极值的必要条件
可知：
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。g(xi）， δf(xf,x~ ， ... x?-vxi,xιv ... 'x~）， I 9 = o (7.1) 
δxi ’ X;=X; iJXi I 

由此，可以得到下面有关多元函数极小值点的必要条件。

定理7.1：设函数f(x)(x εRn）在点XO= (xf，过， ...... ,x~？处可徽，且XO为f(x）的

局部极小值点，则必有梯度Vf(x0) = 0成立。

满足条件Vf(x0) = 0的点也称为f(x）的驻点或稳定点， 定理7.1给出了判断多元函

数极小值点存在的必要条件，但要注意的是，该定理反之并不成立，即满足梯度

Vf(x0) = 0的点不一定是f(x）的局部极小值点，有关多元函数极值点的充分条件，可

以参考相关文献［1］，这里不再阐述。

利用极值的必要条件，把求解函数极小值问题，转化为求解下面的方程组问题：

Vf(x) = 0 

即求解点x ＝（叫，巧，... ... ,Xn） ，满足：

。f -
δX1 ’ 

iJf ι 

δχz ’ 

δf -
iJxn ’ 

(7.2) 

式（7.2）是一个包含η个未知数， n个方程的方程组，对于一些特殊的函数，比如目

标函数f(x）为二次函数时，式（7.2）是一个线性方程组，利用解析法（如高斯？肖元法、

矩阵三角分解法等）可以较方便求解，但遗憾的是，只x）一般是很复杂的非线性函数，

求解非线性方程组并不比求解最优化问题简单，甚至比求解最优化问题更困难、 更复

杂。 因此，在机器学习领域，求解最优化问题， 一般不会通过解析法来求解式（7.2),

而是通过数值计算方法来直接求取函数极值。

迭代法是数值计算最常用的最优化方法，它的基本思想是：首先给定f（功的一个

极小值点的初始估计川，然后通过迭代的方式得到点序列｛xt}(t = 1,2, ... ），如果这个

J78 
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点序列的极限f逼近极小值点，那么称这个序列｛xt}(t = 0,1, ... ）为极小化序列，因此，
最优化问题转化为应该如何得到这个极小化的点序列？

也就是说，假设已经得到（xo,x1, ... ,xk） ，那么通过什么方式来得到新的点xk+1呢？
在欧几里得空间中，点xk+1与点xk之差是一个向量，一个向量由其方向和长度来决定，
因此迭代公式可以写成：

xk+1 = xk ＋ λk dk (7.3) 

其中dk是一个方向向量， λk称为步长（或学习率），当儿和dk都被确定后，也就
可以唯一确定点xk+1 ，并依此迭代，最后求得极小值点。

从上面的分析可知，迭代法的关键是确定步长λk和方向向量dk ，事实上，后面我
们也会看到，各种迭代算法的区别就在于得到步长儿和方向dk的方式不同。

选择λk和dk的方法有很多，也因此产生不同的迭代算法，通常，一个好的迭代算
法应满足以下两个条件。

第一，递减性。 通过式（7.3）构造的极小化序列应该是逐步下降的，也就是说，构
造的点序列｛xk｝，对应的函数值序列{f(xk）｝应满足：

f(xO） 》 f(x1 ） 注．．． 注 f(xk） 注．．．

第二，收敛性。 收敛性是迭代算法设计必不可少的条件。 点序列必须能收敛到极
小值点，否则，构造这个序列就失去意义了。

7.2 梯度下降

梯度下降是神经网络最常用的优化方法之一，因此，在很多优秀的深度学习工具
库中都内置了梯度下降算法接口 。

梯度下降的迭代方向d由函数／的一阶导数（梯度）决定，这也是梯度下降算法的
名字由来，首先来回顾一下梯度的几何意义。

假设现有η元函数f（町， ... ,Xn） ，函数在某点XO= (xf，过，... ... ,X~）T处的梯度是一个
向量 ：

faf af af \T 
=I 了一 IY.=Y9 ，τ－ IY. ＝γ旦，．．．．．．，τ一 lr-=r2 J 飞OX1 ... .. , OX2 ”• .• , OXn …“…“/ 
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它的方向就是f在该点XO处函数值增长最快的方向。 基于梯度的这个性质，如果

把迭代的每一步沿着当前点的梯度方向的反方向进行迭代，那么就能得到一个逐步递

减的极小化序列。

根据每一次迭代所使用的训练数据集范围的不同，可以把梯度下降算法区分为：

批量梯度下降、随机梯度下降和小批量梯度下降。

1. 批量梯度下降

批量梯度下降（ Batch Gradient Descent，简称BGD ），也称之为最速下降法，误

差损失函数由全量训练数据的误差构成，因此， 当数据量很大的时候，速度会非常慢，

同时，它不能以在线的方式更新模型，也就是说，当训练数据有新元素加入时，需要

对全量的数据进行更新，效率很低，因此，当前的梯度下降法一般都不会采用BGD策

略。

2. 随机梯度下降

随机梯度下降（ Stochastic Gradient Descent ， 简称SGD ), SGD策略是对BGD的

改进， SGD每一次更新，只考虑一个样本数据的误差损失，因此，它的速度要远远优

于BGD。 更主要的是，它能进行在线的参数更新。 但是SGD也有一些缺点，包括：由

于单个样本会出现相似或重复的情况，因此，数据的更新会出现冗余；此外，单个数

据之间的差异会比较大，造成每一次迭代的损失函数会出现较大的波动，如图7.1所示。

~ 

唱

’，。 .2SOO 事”。

图7.1 SGD在运算过程中，损失函数会出现较大的波动（图片摘自维基百科）
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3 . 小批量梯度下降

小批量梯度下降（ Mini-Batch Gradient Descent，简称 MBGD ), MBGD结合了BGD和
SGD的优点，并克服了BGD和SGD存在的缺点。 MBGD的更新策略是指每次的参数更新，
优化的目标函数是由n个样本数据构成， η的值一般较小，一般取10到500之间 ， 这种
做法有3个优点。

·每－批的数据量较小，特别适合高效的矩阵运算，尤其是GPU的并行加速，因

此虽然MBGD的训练数据要比SGD多，但效率上与SGD差别不大。

·与SGD相比， MBGD每一批考虑了更多的样本数据，每一批数据之间的整体差

异更小、更平均，结果也更稳定。 因此不会出现像图7.1那样的频繁波动情况。
·由于效率与SGD相当，因此MBGD策略同样适用于在线的模型更新。

一般来说，当前的梯度下降算法普遍采用MBGD策略， 因此，在后面的讲解中，
除非有特别的说明，否则我们所指的梯度下降都是指小批量的梯度下降， 即MBGD。
第7. 1节提到，对于无约束最优化问题的求解，关键在于确定步长λk和方向向量仇 ，
下面考察梯度下降中用于确定步长λk和方向向量dk的几个不同算法策略：

7.2.1 传统更新策略

传统的更新策略，也被称之为vanilla策略，是梯度下降算法中最简单的参数更新
策略，参数沿着其梯度的反方向变化，假设参数向量是θ，梯度为dθ ， 则参数的更新
策略为 ：

θ ＝ θ － lr × dθ (7.4) 

其中， lr是学习率，它是一个预先设置的固定值超参数。

优点 ： 算法简单高效，当lr的值较小的时候，算法能够保证得到全局最优解（凸
函数）或局部最优解（非凸函数）。

缺点 ： 传统的迭代策略主要存在两个缺点。

( l ）算法的效率受到lr的影响较大， lr太小，会导致算法收敛速度过慢； lr过大，
容易在迭代过程中出现震荡现象，甚至无法收敛，如图7.2所示。
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图7.2 lr过大，导致出现发散的情况

( 2 ）在较为平坦的平面区域，由于梯度接近于0，因此每一次迭代的变化非常小，

造成训练效率下降，甚至会被误判为最优解而提前终止，如图7.3所示。

ε ＋ t 

t+2 

图7.3 在平坦地区，迭代速度非常慢

传统梯度的更新策略的伪代码如下所示，其中， lr为学习率， parαm是模型参数

向量， d(pαrαm）是指对当前参数向量param求取梯度。
h c o p e 

－
、
，v

仙
m
－

ez qdam npa －a
，
、

E

rda 

p 

n
e* 工

＝

r 
dlm o

=
E 

Pa evp r o f >>>

对于传统的梯度下降算法，参数点序列｛eo， θ1, ... ｝的生成与迭代方向向量仇的关

系如图7.4所示 ：

θ。 lr xd（θ。） θ1 

V1 

θ3 

θ2 

图7.4 传统梯度下降的方向变化图
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7.2.2 动量更新策略

回顾传统的梯度更新策略，我们发现每一次迭代的方向dk等于当前batch数据集
的误差损失函数的梯度，但是，很多时候不同batch之间数据变化比较大，这样就会
造成迭代方向来回震动的情况，从而减缓了收敛的速度，甚至导致发散。

动量（ momentum，有些文献也称之为冲量）更新策略［2］，它从物理学的角度出
发，来解决传统的梯度更新策略中存在的问题。 一个物体在运动时具有惯性，把这个
思想运用到梯度下降中，即更新时在一定程度上保留之前更新的方向的同时，也利用
当前batch的梯度微调最终的更新方向，因此，整个更新策略既保留了稳定性，也能
根据实际的数据变化做出相应的调整。

具体来说，每一次迭代更新，迭代方向dk都由两部分构成。

第一部分是上一时刻的迭代方向，即动量或惯性，记为mu × vi-1 • vi-1是上一时
刻的迭代方向， mu是动量系数。

第二部分是当前batch样本集合的梯度方向，记为lr × d （θ川）。

vi =mu × vi-l + lr × d （θ卜1)

。 i = ei-1 - vi 

(7.5) 

(7.6) 

如图7.5所示，每一次的迭代方向等于上一时刻迭代方向与当前的梯度方向的向量
之和。

当前的梯度方向

图7.5 动量更新策略的迭代方向

当上一次的迭代方向与当前batch的梯度方向相反时，momentum策略能起到一个
减速的作用，防止走偏；相反，当上一次的迭代方向与当前的batch梯度方向相同时，
momentum能起到一个加速的作用，避免在平坦的曲面上迭代过慢。

momentum的更新步骤如下面的伪代码所示，其中mu是’惯’性系数， lr是学习率，
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d(pαrαm）是当前batch的梯度。

> > for epoch in range (n_epoch): 
v = mu*v + lr*d(param) 
par缸n =par缸n - v 

参数点序列｛0°, 01, ... ｝的生成与迭代方向向量仇的变化关系如图7.6所示 ：

BO lrxd（θ0) 81 muxv1 
电之二－－－－－

V1 

图7.6 动量更新策略的方向变化图

7.2.3 改进的动量更新策略

θ3 

改进的动量更新策略（ Nesterov Accelerated Gradient ， 简称NAG ），也被称为

Nesterov Momentum。 首先来观察上一节的动量更新策略，动量更新策略仍然存在可

以优化的地方，观察式（7.5），可以把迭代的方向分为两步走，第一步是沿着上次的更

新方向继续前进mu × vi-1 ，到达点（θi-1 ）’，即有 ：

cei-1)’= gi-1 - mu × vi -1 

然后沿着点。川的梯度方向前进lr × d(Bi-1） ，到达点。t ，故有 ：

gt= （θi-1）’－ lr × d(ei-1) 

但仔细观察，我们发现第二步的当前点已经不是θ川，而是新的点cei-1）’＝

gi-1 - mu × vi-1 ，那么一个很自然的想法是可否在第二步改为求取点（θ←1）’的梯度呢？

改进的动量更新策略的方向变化，如图7.7所示。
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图7.7 改进的动量更新策略的方向变化图

把前面的文字表述用公式化来表示，可以得到NAG策略的初始计算形态：

（θi-1）’＝ θ川一 mu × vi一1

(JI ＝ θi-1 -vi 

(7.7) 

(7.8) 

(7.9) 

vi =mu × vi-i + lr × d （（θi-1）’） 

这种做法被称为“向前看”策略，这个细微的改进会带来哪些好处呢？通过下面
详细推导来深入分析，首先来化简(Ji - mu × Vi: 

Oi - mu x Vi = et-l - Vt - mu x Vt ＝ θi-1 一（mu+ 1) x v1 

= 81-1 一（mu+ 1)×(mu ×vi-t + lr x d （θ川一 mu × vi-1)

＝ θt-1 - mu ×vi-1 - mu2 ×Vi-1 - lr ×(mu+ 1 ） × d （θi-l - mu x vi-t) (7.10) 

才、
可

(j1 =(Ji - mu × vi (7.11) 

(7.12) Fτ ＝ θi-1 _mu × V• 
向＝ mu2 × vi-l + lr ×(mu+ 1)× d((Ji-1 - mu × vi-1) 

= mu2 × vi-l + lr x (mu + 1)× d(Fi) (7.13) 

把式（7.11）、式（7.12）、式（7.13）分别代人式（7.1 0） ，可得 ：

(fi=F王一矶 (7.14) 

同时，继续对式（7.13）进行展开：
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Vi = mu 2 x vi-l + Ir ×（ mu+l)xd（θi-1 - mu x V1-1) 

= mu2 xv川＋ lr x (mu + 1）× d （百可）

=Lr x (mu+ 1）× d伊可） + mu2 x vi-1 

=Lr x (mu+ 1）× d （户） + mu2 x (mu x v川川（θ1-2 一 mu x v1_2)) 

=l叫mu ＋川（严） + mu 2 x (mu x v1_2 ＋川（严））

= lr x (mu+ 1) x d （萨立） +mu 2 x lr x d(fji=Z) + mu3 x Vt-i 

= lr x {mu+ 1）× d （严） + mu 2 x lr x d （户） + mu 3 x Ir x d （户） +mu4 ×Vt-3 

= lrx (mu+ 1) x d(8i可） + mu2 × lr x d （严言） + mu 3 x lr x d(8i习）＋

mu4 x lr x d（户） + mu5 × Vt-4 

= lr x (mu + 1) x d （萨马＋ mu2 x lr x d （萨王） + mu3 x lr × d （萨3) + 

mu4 x lr x d(F4) + mu5 x lr x d（严）＋ ··

把式（7.15）的结果代人mu ＊町三，化简得：

mux司立＝ mu × lr ×（mu+ 1）× d（百三） + mu3 × lr × d(fii=3) + 

mu4 × lr x d({ji=4) + mu5 x lr × d(Fs) + .. 

把式（7.16）的结果代入il;-mu ×听弓，化简得：

(7.15) 

(7.16) 

现－ mu × ti；王＝ lr x d(lFT) +mu × lr x ( d （严） - d(FZ)) (7.17) 

¢:::> v; =mu x v-;=:-1 + lr x d(lFT) +mu × lr x ( d(lFT) - d(FZ)) (7.18) 

联合式（7.14）和式（7 . 18），得到NAG原始形式（式（7.7）、式（7.町、式（7.9））的另

一种替代表示形式：

v; =mu × v-;=:-1 + lr × d （户）＋ mu × lr x ( d(lFT) - d （户） ) (7.19) 

(j1 ＝百立一句 (7.20) 

观察式（7.19）与式（7.5）的区别，我们发现NAG策略比momentum策略增加了最后

的一项mu x lr x ( d （户）－ d(FZ）），而我们知道：

d（百可）－ d（百=z) "" v/ f (7.21) 

也就是说最后的一项是对目标函数的二阶导数的近似，由于利用了二阶导数的信

息，因此从理论上来说， NAG比momentum的效率要更高。
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7.2.4 自适应梯度策略

前面介绍了几种不同的梯度下降策略，但仔细观察，我们发现前面的策略都是针

对迭代的方向进行优化，而步长是固定的，即所有参数共享相同的学习率，学习率在

每一个方向上的大小固定，这样很容易造成算法被卡在鞍点的位置（ saddle point ）。

如图7.8所示，当迭代下降到α点处，由于学习率固定不变，容易在鞍点处来回震

荡，无法找到最优点。 本节考察学习率随迭代次数变化而变化的自适应梯度策略

( adaptive gradient algorithm，简称 AdaGrad ), AdaGrad是一种自适应的调整学习率

的方法，首先给出AdaGrad的每一次迭代的公式：

αcci ＝ αcci-l + (d （θi-1) )2 
lr 

(Ji = (Ji-1 一 τ＝＝＝× d(()i-1)
、jacci + E 

(7.22) 

(7.23) 

其中， lr是全局学习率， E是一个非常小的常数，目的是为了防止分母为0。 观察

式（7.23），迭代的方向由梯度方向d(()i-1）来决定，但学习率lr （或步长）不再是固定

值。 下面分析AdaGrad是如何有效解决鞍点问题的。

( I ）观察式式（7.22），当迭代时间越长，则累加的梯度（ αcc ）越大，使得式（7.23）的

学习率会随着时间减少，在接近目标函数的最小值时，不会因为学习率过大而走过头。

( 2 ）不同的参数之间学习率不相同，因此，与前面的固定学习率算法相比，不容

易卡在马鞍点。

( 3 ）继续观察式（7.22）与式（7.23），可以发现，如果参数梯度累加比较小，则学

习率会比较大，所以参数迭代的步长会比较大；相反，如果参数梯度累加比较大，则

学习率会比较小，参数迭代的步长会比较小，因此， AdaGrad特别适合于稀疏参数网

络的最优化求解，因为对于稀疏权重参数，不太重要的参数（ 0值或接近于0值的参数），

其导数累加之和会比较小，我们可以放心加大步伐前进，相反，对于较为重要的参数，

导数累加之和会比较大，对于这些参数的迭代步长需要谨慎。
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3 喃3

图7.8 马鞍点

除了上面提到的四种常见的梯度下降策略外，当前常用的梯度下降策略还包括

Ada delta 、 RMSprop 、Adam等，它们都是在前面的基础上进一步对学习率进行了优化，

特别是Adadelta和RMSprop，它们在递归神经网络中的表现要远远优于SGD，限于本

书的篇幅，我们不再展开具体的讨论，更详细的细节， 读者可以参考文献［8］ 。

7.3 共辄梯度

首先考察求解下列二次型的无约束最优解问题的最优化方法，其中Q是实对称矩

阵。

f(x) =• TQx + bTx ＋口＝（川，Xn)T 阳）

如果可以将函数f(x）化为变量分离函数，即：

f(x) = f1(X1) + f2(X2) ＋…＋儿（xn)

那么只要从任意的一点XO出发，分别沿每一个坐标轴方向进行一维搜索，共进行

η次迭代后， 一定能得到f(x）的最优解。

而对于形如式（7.24）的二次函数，如果能找到一组正交基p = ｛且， Pz, ... ,pn｝，使

得Pi满足：

p/Qpi = O,i 学 j (7.25) 

则称Pi与Pi是Q共辄的。 在新的基下， f(x）将变为变量分离函数， 具体来说，这

是因为：
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其中，设f;. (xi) = ~ x? Qp内Xi+ bT （队x 则式（7.26）可化简为：

f(Px) = f1Cx1) + f2Cx2) + …+ fn(Xn) + C (7.27) 

化简为变量分离函数后，就可以在每一个基向量方向上进行一维搜素。 因此， 二

次函数式（7.24）的最优化问题归结为寻找有效的基向量Pi.P2,. · .,pn ·使得对于当i 学 j

时，有p/Qpj = 0成立。

对式（7.24）求导，有：

'Vf (x) = Qx + b 

于是对于任意给定的x,y εRn ，有：

'Vf(x) - 'Vf(y) = Q(x -y) 

(7.28) 

(7.29) 

任意选取初始点xi ，初始方向与梯度下降一样， P1 = -'Vf (x1），假设现在已经得

到（x2, Pz), （川，民），…，（川， Pk） ，且且，白，…， Pk两两Q共辄，令：

xk+1 = xk ＋ αkPk (7.30) 

其中，向的值由αk = argmin(f (xk ＋ αkPk））求得，故有：

df(xk ＋ αkPk） 于 b
dα la＝αk = PkT × 'Vf(xk+1) = 0 

¢::::> PkT ×( Q(xk+1 - xk) + 'Vf(xk)) = 0 

¢::::> PkT ×（Qα 

化简得αw ＝ 卫~王~。
Pk 且 ＜.！Pk

此外，对于任意的j ζ k，利用最小值的必要条件，同样有：

df(xj ＋ α·jPj) T i-'-1 
dαJ 1 la＝αj =p/× 'Vf(x1+1) = 0 (7.31) 

成立 ， 事实上，更一般的，我们马上可以证明p／× Vf(xk+i) = 0, j = 1,2, .. ., k都

成立，对于任意给定的j 运 k，由式（7.29）有：
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'Vf(xk+1) - 'Vf(xj+1) = Q(xk+i - xj+1) 

~ p/× 'Vf(xk+1) = Pj T ×'Vf(xj+1) + p/× Q(xk+1 - xj+i) 

~ p/× 'Vf(xk+l) = p/× Q(xk+1 - xj+l) 

~ p/× Vf(xk+l) = p/× Q[(xk+1 _ xk) + (xk _ xk-1) +…+ (xj+z - xj+1 )] 

~ p/× Vf(xk+1) = p/× Q[akpk ＋ αk-1Pk-1 ＋…＋句1Pj+1]

件 p／×附叫＝ PjT ×QI I aipd 
I i=j+t I 

伸向T×川

~ p/× 'Vf(xk+l) = 0 (7.32) 

令 ：

Pk+t = -'Vf(xk+t) ＋ λkPk (7.33) 

其中λk 由：

Pk T QPk+1 =Pk T Q(-Vf(xk+t)) +Pk T Q （λkPk) = 0 (7.34) 

确定，得：

λ Pk T Q'Vf(xk+1) 
k - PkTQpk 

(7.35) 

由式（7.30）和式（7.33），确定了下一次迭代的点坐标和方向（xk+1,Pk+1 ） 。 最后要

证明的是，对于任意的1j = 1,2, ... 'k - 1 ， 均有p/QPk+t成立（其中PkTQPk+l = 0已经

由式（7.34）作为前提条件给出）。
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事实上，因为 ：

p/QPk+1 = p/Q(-Vf(xk+1)) + p/QCλkPk) (7.36) 

由于j <k，且且，白， ... ,pk两两Q共辄，故上式的最后一项为0 ， 进一步化简 ：

p/QPk+1 = p/Q(-Vf(xk＋η） 
，、T

∞ α川TQPk+l ＝ α1P/Q(-Vf(xk+1) ) = （ α川TQ(-'Vf(xk+l)) )
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¢=> ajp/QPk+1 = (-Vf(xk+1)) T Q （句Pj)

∞巧’p/QPk+1 = (-Vf(xk+i)f Q(xj+i - xj) 

伸 α｝PjT QPk+l = （一Vf(xk+1) (7.37) 

由式（7.32）和式（7.33)' x句 ＜ k，有 ：

(-Vf(xk+1)f Vf(xj) = （λkPk T - Pk+/)Vf(xj) = 0 (7.38) 

把式（7.38）代人式（7.37）有：

ajpj T Qpk+l = （一Vf（泸＋1

伸 α｝PjT QPk+l = （一Vf(xk+1))T Vf (xj+1）一（一Vf (xk+i) f Vf(xj ) 

¢:=> ajp/QPk+1 = 0 

式（7.34）和式（7.39）证明了对于j 运 k' Pk+1与Pj是两两Q共辄。

图7.9给出共辄梯度法的算法步骤。

算法7.1 共辄梯度法步骤

求解minf(x），其中f(x) ＝护TQx+bTx+c X=(X1,Xz, .. ,Xn)T 

1 . 任意选择初始.~xi εR饵，令肌＝ Vf(x1) 

2. 若叮（xk) = O，则算法停止；否则xk“＝ xk + akPk 

其中 ak ＝唁带

Pk+t = －叮（xk+i) + AkPk 

A. p/QVf(xk+l) 
k = PkTQpk 

3. k = k + 1，返回2

图7.9 二次型函数的共事E梯度最优化算法步骤

(7.39) 

对于非二次型方程f(x） ，可以通过在某一点xk进行泰勒展开，将其转化为二次函

数，即：

1 
f (x) :::: f (xk) + Vf(xk ) × (x - xk) + 2 (x - xk)T × vzf(xk ) × (x - xk) (7.40) 
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其中， Q = v2f(xk）为函数f(x）在点xk处的海森矩阵，但对于n × n维的海森矩阵，

直接套用算法7.1计算量会很大，为此，首先将λk化成没有Q的形式：

λ Pk T Q"Vf (xk+1 ） αk TPk TQ"Vf(xk+l) 
一－k - PkTQpk αk TPk TQpk 

(7.41) 

由于海森矩阵是一个对称矩阵，则QT= Q，上式可进一步化简为：

λ PkTQ"Vf(xk+l ） αk TPk TQ<:Jf(xk+l) (Qpkαk)T × Vf(xk+1) 
一－k - PkTQpk 一 αkTPkTQpk 一 （Qpkαk)Tpk

( Q(xk+l - xk)) T × Vf(xk+1 ） 一 （Vf(xk+1) - Vf(xk)f × Vf(xk+l) 

( Q(xk+1 - xk) f × Pk 一 （Vf(xk+l) - "Vf(xk)f × Pk 

∞ λllVf(xk+i)JJ2 . -
"k 一 11Vf(xk)ll2

(7.42) 

这样就求出对于任意二阶可导的函数f(x） ，其共辄梯度的求解算法，如图7.10所

刁亏。

算法7.2 共貌梯度法步骤

求解minf(x），其中f(x）为二份可导的任意画画数， X = (X1,Xz, .. . 

1. 任意选择初始点xi ε Rn，令P1 = Vf(x1) 

2. 若Vf(xk) = 0，则算法停止；否则xk+i = xk ＋ α击队

其中 αk ＝ 缸伊in (f(xk ＋ α时）

Pk+1 = -Vf(xk+i) ＋ λkPk 

饨
，
－

m

H
H
H
可
，
－

、
‘
．
，
，
而
“
”
“
”

·
·
·
町
、
、
，
，

+

EK 
t
k
m
ν

‘
 

x
-fl
‘ 

7-va 
j
| 
!- i 

b·
” 

、
A

3. k = k + 1，返回2

图7.10 任意的函数，对应共辄梯度最优化算法步骤

7.4 牛顿法

首先，对于任意函数f(x） ，利用泰勒展开，将任意一个二阶可微的函数f(x）转化

为下面的二次型近似表示：
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1 
f(x) ~ f(xk) + "Vf(xk ) × (x - xk) + 2 (x - xk)T × v2 f(xk ) × (x - xk) 

设f是函数f(x）的极值，由极值的必要条件可得：

"Vf(x*) = 'ilf(xk) + 'i12f(xk ) × (x * - xk) = 0 

丰功 x* = xk "Vf(xk) 
一－v2 f(xk) (7.43) 

这样可以从任意初始点XO开始，第k步的迭代方向为dk = Vf(xk） ， 步长为

λk = (v2 f(xk) rl ，构造出下面的牛顿迭代公式：

xk+1 _ •. k "Vf(xk) 
÷二

.. v2 f (xk) (7.44) 

与梯度下降法相比，牛顿迭代的迭代方向dk仍然为'ilf(x勺， 但其步长λk由海森矩

阵的逆（v21C泸）rl＊决定。 具体来说，梯度下降只考虑在当前点的一阶导数信息，
即梯度（ Vf(xk） ）；而牛顿法不仅考虑当前点的梯度 （ Vf(xk） ），还考虑到了二阶信息，

即走这一个方向后，坡度是否会变得更大（ vz f (xk) ），这与NAG有异曲同工之妙，但

牛顿法不是对二阶导数的模拟，而是真正考察了函数的二阶性质。

图7.11 牛顿法与梯度下降法的路径选择对比

通常把dk = (v2f(xk)f1 × Vf(xk）作为一个整体看待，称为牛顿方向。 牛顿法虽
然具有全局收敛性和速度’快等优点，但它存在最大的问题是，每一次迭代都需要计算

函数f的海森矩阵及其逆矩阵。 当n值很大时，这个计算量不但非常巨大，而且存储量

也很惊人，因此牛顿法更多的是作为理论上的参考，在实际的应用中，通常采用拟牛

顿法来求解。
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7.5 拟牛顿法

前面提到，牛顿法在计算函数f的海森矩阵及其逆矩阵时的代价非常巨大，拟牛

顿法的核心思想是如何更准确地模拟海森矩阵（或其逆矩阵）。 形式化来说，就是用

一个矩阵Hk来近似第k次迭代时的海森矩阵逆矩阵（v21C川）rl ，从而在第k次迭代时
的迭代公式变为：

dk = Hk'ilf(xk) 

k+l k ,./ 
=x 一 αkak (7.45) 

各种拟牛顿法的区别就在于近似海森矩阵逆矩阵时，所采用的策略不一样。 下面

首先考察拟牛顿条件，然后给出3个常用的拟牛顿法及其原理分析。

7.5.1 拟牛顿条件

由公式（7.45）可以得到经过k+l次迭代后，到达点xk+1 ，在点xk+1对f(x）进行泰

勒展开，得：

1 
f(x) ::::: f(xk+i) + Vf(xk+1 ) × (x-xk+1) +2(x-xk+1)T × v2 f(xk+1 ) × (x - xk+1) 

对上式两边进行求导，有：

Vf(x) = Vf(xk+1) + vzf(xk+i ) × (x - xk+i) 

¢:::> Vf(x) -Vf(xk+1) = v2f(xk+1) × (x - xk+1) (7.46) 

取x = xk ，且令Ok= Vf(x勺，整理得：

Vf(xk+1) -Vf(xk) = v2f(xk+1 ) × (xk+1 _ xk) 

¢:::) Ok+1 - Ok= V2f(xk+1 ) × (xk+1 _ xk) (7.47) 

令：

k+l k sk = x -x, 

Yk = Ok+1 - Ok• 

Hk+l""' (v2rcxk+1)r1, 
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B k+i = (H k+i)-1 ~ v2 f (xk+1) 

则式（7.47）可进一步化简为 ：

Yk ~ Bk+1 X sk (7.48) 

或

sk ~ Hk+i × Yk (7.49) 

我们把式（7.48）或式（7.49）称为拟牛顿条件，也称为secant等式，它定义了Bk对

海森矩阵的（xk）进行模拟约束，以及Hk对海森矩阵的逆（v21C泸））马行模拟约束。

7.5.2 DFP算法

DFP算法由 Davidon在1959年提出，经Fletcher和Powell在1963年改进而形成。

D呻法的核心思想是求解海森矩阵逆（v21C泸））、近似矩阵Hk ， 它定义了下面的
迭代公式来求解Hk :

Hk+1 = Hk +Ek 

其中，初始值的 ＝ I, Ek称为校正矩阵，它的表示形式为 ：

Ek ＝ αkukuk T + bkvkv/ 

把式（7.51）和式（7.50）代入式（7.49），可得：

令 ：

取 ：

sk ~ (Hk + akUkUk T + bkVkVk T)× Yk 

¢=> sk -ykHk ~ akukuk TYk 斗 bkvkvkTYk

sk ＝ αkukukTYk 

-ykHk = bkvkvk T Yk 

1 1 
Uk= Sk, α.，＝－τ－－＝－τ一－

“ Uk 'yk sk'Yk 

1 -1 
Vk = -ykHk, b 一一一一－

k - vk TYk YkTHkYk 

(7.50) 

(7.51) 

(7.52) 

(7.53) 

(7.54) 
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将式（7.53）和式（7.54）代人式（7.50）， 得到Hk的迭代公式为：

sksk T HkYkYk THk 
H,,.._, =H,, ＋一τ一－ ~ 

民-ri 民 sk 1 Yk YkTH kYk 
(7.55) 

式（7.55）就是对海森矩阵逆矩阵的直接近似，把式（7.55）代人式（7.45）便可以得到

完整的DFP迭代算法。

7. 5. 3 BFGS算法

BFGS算法是由Broyden 、 Fletcher 、 Goldfarb和Shanno四位研究人员在1970年发

明的一种拟牛顿法。 它的思想与DFP算法很相似， BFGS算法的核心思想是求解海森矩

阵vzf(xk）的模拟矩阵矶，它定义了下面的迭代公式来求解Bk 。
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Bk+1 =Bk+ Ek (7.56) 

其中，初始值Bo= I, Ek称为校正矩阵，它的表示形式与前面DFP校正矩阵一致：

Ek ＝ αkukuk T + bkvkvk T 

把式（7.57）和式（7.56）代入式（7.48），可得：

令 ：

取：

Yk ~（Bk ＋ αkukuk T 十 bkVkVkT) * sk 

~ Yk - skBk ~ akukuk T sk 十 bkVkVkTsk 

Yk ＝ αkukuk Tsk 

-skBk = bkVkVk T sk 

1 1 
Uk= Yk• α... ＝－τ？一＝－－＝－－

.. Uk'sk Yk'sk 

1 -1 
Vk = -skBk, b 一－k - -;-;-T丁－ - -:::-Ti)τ－ 

vk ::;k "k uk"k 

将式（7.60）和式（7.59）代入式（7.56）， 得到Bk的迭代公式为：

YkYk T Bksksk TBk 
Bk+1 =Bk ＋ 一亨一一一－－；；：－；：；－一一

Yk 且 Sk Sk' llkSk 

(7.57) 

(7.58) 

(7.59) 

(7.60) 

(7.61) 
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这样就求得式（7.54）是对海森矩阵的近似，但拟牛顿法的迭代公式（7.45）要求的

迭代方向是Hk'i/f(x勺，那么应该如何将Bk+1转化为Hk+1呢？

若Hk+1 = Bk+i -1 ，则有：

1 ( YkYkT BkskskTBk\-l 
Hk+l = Bk+l -, =I Bk ＋一τ一－ T 一 l

飞 Yk 墨 sk sk • 11 ks" J 

利用Sherman-Morrison公式”，7］，可以求解出Bk+i - 1的迭代公式如下 ：

. I S1.. V1.. T \ • I V1..S1.. T \ " " 
B ... ~’ －， =I I 一」云：：＿ IB ... -'I I 一二汪L I ＋＿＿：二云：＿＿＿
斗『 飞 Yk'Sk ／ 飞 Yk' Sk/ Yk' sk 

件比1 =II 一呼： ） Hk II 一呼： I ＋呼： (7.62) 
飞 Yk'Sk ／ 飞 Yk'Sk/ Yk 晨 sk

7. 5. 4 L-BFGS算法

BFGS算法最大的问题是存在巨大的内存消耗， 每一步都需要保存Hk 。 当f(x）是n

元函数时， Hk是一个n × n维的大矩阵；当η ＝ 10万时， 需要使用大约80G的空间存储

矶，由此，研究人员设计出了BFGS算法的一种改进方案L-BFGS 算法， L-BFGS全称为

Limited-memo叩 BFGS ，它是对BFGS算法的一种近似，核心思想是：算法不再存储完

整的矩阵Hk ，而是保留向量｛sd 、 ｛yd。 并且｛sk｝和｛yk｝也不是全部保留，而是保留

最近 的 m个元素值 。 也就是说 在第 k +1 次迭代时， L - BFGS 算法使用

(sk-m+l• Sk- m+2• ··· • Sk)T和（Yk-m+v Yk-m+2• ···, Yk) T来模拟牛顿方向Hk'i/f(xk） 。

首先对式（7.62）进行改写，设：

1 m 

＝一气「一， Vk =I 一 ρkYkSk I 

Yk ‘ sk 
(7.63) 

注意，由于YkTsk的结果是一个常数值，故有（pk)T =Pk成立，把式（7.63）代人式

(7.62）可得：

Hk性＝ V/HkVk + PkSkSkT (7.64) 

取的 ＝ I，依次代人式（7.64）可得：

Hi =Vo THoVo + PoSoSo T 

Hz = V/H1V1 + P1S1S1T 
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＝吨Tc凡THo凡＋ PoS内T)V1 ＋ ρ山S1T

T T T T T =Vi Vo H.。比V1 + V1 PoSoso' V1 ＋ ρ1S1S11 

H3 ＝几TH2 L生＋ PzSzSz T 

＝几T(V／凡THo Vo V1 + V1 Tρ0SoSoTV1 ＋ ρ山s／）几＋ ρzSzSz T

= Vz Tvl Tvo TH0VoV1V2 + v/v/ PoSoSo Tvl Vz + v/ P1S1S1 Tv2 + PzSzS/ 

由此，可以列出Hk的一般形式：

Hk = (vk_/vk_/ ... v/)H0(V0v1 …vk-1 ) 

＋（凡－ 1Tvk-2 T ... V1 T)P内soTCV1 几... vk- 1) 

＋（凡－1Tvk-2 T .. V2 T)P山s/CV2V3 .. Vi叫）

+… 

+(Vk-1 T）ρk-zSk-zSk-2 T(Vk-1) ＋ ρk－山－山－lT (7 65) 

由于｛sk｝和｛yd只保留最近的m个元素值，式（7.65）只能计算叭，屿，…， Hm。 要计

算Hm+1 ， 需要丢弃So和Yo 。 同理， 要计算Hm+z ， 要丢弃｛so，只｝和｛yo,Y1｝，依此类推，

当k>m时，可以把式（7.65）化简为：

Hk = (vk-1 Tvk-2 T .. vk-m T)Hk-m(Vk-mvk-m+l …vk-1) 

+(Vk-1 TVk 2 T ··· Vk - m+l T）ρk-mSk-mSk-m T (Vk-m+l Vk -m+2 ··· Vk -1) 

+(vk-1 Tvk-2 T . vk-m＋月ρk-m＋山－m＋山－m+lT (Vk-m+2 vk- m+3 ... vk -1) 

+… 

+(vk-1 T)Pk-2sk-2sk-2 T(Vk-1) ＋ ρk－山－山－1T (7.66) 

式（7.66）展示了如何通过｛sk｝和｛yd的最近m个元素值，以及Hk-m来求解Hk的

值，但因为仍需要保留 Hk-m的值，总的空间复杂度仍然是O(n2 ） 。 事实上，

L-BFGS 算法的核心原理并不是利用Hk来近似海森逆矩阵（v2f(xk)r1 ，而是利用
(sk - m• sk-m+v ···, sk-1)T和(yk-m• Yk-m+v ··· 'Yk-1) T来模拟牛顿HkVf(xk） ，即：

HkVf(xk) = (vk-1 Tvk-2 T ••. vk-m T)Hk-m(Vk-mvk-m+l …Vk - 1)Vf(xk) + 

(Vk-1 T凡－2T · Vk-m+l T)Pk-mSk-mSk m T(Vk-m+l Vk -m+2 ··· Vk -1)\/f(xk) + 
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(vk-1 Tvk - 2 T ... vk-m+2 T）ρk-m+l sk-m+l sk-m+l T (Vk m+2 vk-m+3 …vk-1)Vf(xk) +…+ 

(Vk - 1 T）ρk-2sk-2sk-2 T(Vk-1)Vf(xk) ＋ ρk-1sk-1sk-1 TVf(xk) (7.67) 

首先给出L-BFGS算法在第k次迭代时的算法流程如图7.12所示。

算法7.3 L-BFGS算法流程

令q = Vf (xk） εr 

for i. = 1,2,…,m do 

αt = Pk-isk-? q 

q=q － αtYk-i 

end 

γ ＝ Hk-mq 

for j._ =m,m 一 1, ... ,1 do 

卢＝ ρk-iYk-iTr

r = r + sk_1 （α1-P) 

衍id

环循向前

\>

j

环循向后

飞
｜
飞
产
j
J

观察前向循环，可知：

图7.12 L-BFGS的算法流程

的＝ qt-1 - Pk-tSk-? qt-1Yk-i = (I - Pk-tYk-isk_?)q1-1 

= vk- tqi-1 = vk一1Vk-Ci一l)qi-2 =…= 

= (vk-tv，叫

= (vk-tvk-Ct-1) ...凡－1)Vf(xk) 

因此在前向循环结柬的时候，将得到：

qm = (Vk-mVk-(m-1) ... Vk_1)Vf(xk) (7.68) 

观察式（7.68），我们发现它正是式（7.67）第一项的右半部分。 而每一个叫正是式

(7.67）中除去第一项外的右半部分。

最后， 考察后向循环：

α1 ＝ ρk-tSk→Tqi-1 ＝ ρk－内－iT(Vk一i+l几－i+2 … Vk-1)Vf(xk) (7.68) 
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η ＝ ri+1 + sk-i Cαt 一 ρk-iYk-iT ri+i) = (I - Pk－卢k-iYk-?)ri+1 + sk-i × αt 

= Vk-i T ri+l + Sk-i × αt (7.69) 

先来观察r1:

r1 = Vk-1 T Tz + Sk-1 × α1 

= Vk-1 T Tz + Sk-1ρk-1sk-1 Tvf (xk) 

= Vk-1 TVk-2 T T3 + Vk-1 T Sk-2α2 + sk-1ρk-1sk-1 TVf(xk) 

= vk-1 Tvk-2 Tr3 + vk-1 T sk-2Pk-2sk-2 Tvk-1 Vf(xk) + sk-1Pk- 1sk-1 Tvf(xk) 

一．．．

＝（凡－lT凡－2T · Vk-m T)rm+l + （凡－1TVk-2 T ..凡－m+1T)sk-mαm+

+ Vk-lTSk-2ρk-2sk-2 Tvk-1 Vf(xk) + sk-1Pk-1sk-1 Tvf(xk) 

＝（凡－1TVk-2 T ... Vk-m T)Hk-m(Vk-mVk-(m-1 ) …vk-1)V f (xk) 

+ (Vk-1 TVk-2 T Vk-m+1 T)sk-mPk-mSk-m T(Vk-m+1 Vk-(m-1 ) …vk-1)Vf (xk) + .. 

+ vk-1 T sk-2Pk-2sk-2 Tvk-1 Vf(xk) + sk-1ρk-1sk-1 TVf(xk) (7.70) 

吨的值与式（7.67）完全一致，因此，当后向循环完成后，得到的r1就是当前第k次

迭代的牛顿方向HkVf(xk） 。

7.6 约束最优化条件

本节探讨带约束条件的最优化问题，形式化地说，把下面的最优化问题称为带约

束条件的最优化问题。

minf(x) ,x εRn 

s. t. hj(x) = O,j = 1,2, ... , m 

Bi(x) ~ 0, i = 1,2, ... ,n (7.71) 

其中，由hj(x) = 0和Bi(x） 注 0所包含的区域，称为可行域。一般情况下，求解约

束优化问题要比无约束问题困难很多，因为对于无约束优化，考虑的重点是寻找下降

的方向d，对于带约束条件的最优化问题，必须保证在方向矿有可行点，也就是在方

向矿上至少有一小段区域能被包含在可行域内，因此，求解带约束条件的最优化问题
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本质上是要寻找下降的可行方向矿。

1 . 等式约束的最优化必要条件

首先来考察等式约束的最优化条件， 即：

minf(x) x εRn 

s. t. 鸟’ （x) = 0 j = 1,2, .. ., m (7.72) 

其中， f(x）与句 （x）均为可微函数， 而约束条件均（x) = 0则相当于把可行域限于曲
面，记为曲面。j 。 设式（7.72）的最优解为x• = (x1 · ,x2 · , ... ,xn * )T ，过点f在曲面码，上作

一条曲线l ， 曲线方程记为 ：

Xi= X1(t) 

x2 = x2(t) 

Xn = Xn(t) 

由于 曲 线位于 曲 面岛 上 ， 故 必有 句（x1(t),X3(t), ..... .,Xη （t)) = 0 成立 。 设
T 

x • = (x1 (t寸， Xz (t*), .. ., Xn (t丁）， 由于f是f(x）的极小值点，因此f也是一元函数f(t)

的极小值点，由极值的必要条件可得 ：

df(t* ) <

dt ’ 

df(x*) , df(x*) , df (x*) 
∞一一－Xi (t*) ＋一一－Xz (t*) ＋…＋一一－x (t寸＝ 0 (7.73) 

dx2 dxn n 

r 、 T

设向 量 Vf(x*) = （旦旦，旦旦，，旦旦），曲 线 l 在点 f处的切线方 向 为
飞 dx1 dxz dxn J 

（ 、Tx1' (t*), x2' (t*), .. ., Xn, (t升 ，由式（7.73）以及曲线l的任意性可知， Vf(x＊）必垂直于nj

在点f的切平面 ， 而Vhj(x＊ ）是曲面。l在点旷的法向量，故向量Vf(x丰）与向量Vhj(x＊ ）共

线， 即必存在实数扩，使得 ：

Vf(x*) = µ• × Vhj(x*) (7.74) 

成立。 依此类推，对于式（7.72）的所有m个等式约束，有 ：
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盯ex·)= Iµ／×叫（x*) (7.75) 

为了方便理解式（7.75），引人函数 ：

L(x 的 b 向） = rcx) - Iµj × hj(x) (7.76) 

式（7.76）被称为拉格朗日函数， µ = (µ1，的， .. .,µm)T称为拉格朗日乘子，由拉格朗

日函数，可以把式（7.75）等价表示为：几L(x,µ) = 0 。 由此，得到下面关于等式约束

最优化存在的必要条件。

定理：对于式（7 . 72）的等式约束最优化问题，若f(x） 、 hj(x)(j = 1,2, .. ., m）均一

阶可微， Vh1(X寸， Vh2(x＊）， …， Vhm(x＊）线’性无关，贝~x·是f(x）的最小值点的必要条件

是存在m个拉格朗日乘子µ• = (µ1 ·，的气 .. .,µm • )T使得：

几L(x,µ*) ＝盯（x *) - L:µ川叫（x*) = 0 σ77) 

2. 不等式约束的最优化必要条件

进一步来考察既有不等式约束， 也有等式约束的最优化问题，即：

minf(x) x εRn (7.78) 

(7.79) 

(7.80) 

s. t. 9iC.χ〕 二~ 0 i = 1,2,…, n 

hj(x) = 0 j = 1,2, .. . ,m 

首先构造函数：

、、
，

J

咱
i

no 
叮J
e

r
’
E
、

飞
，
J

x r
t

、
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× 
酌

，
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Y但

、
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J

X ，
，
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no × 
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纣

x r
，
‘
、

FI -- 、
‘
，
，，

RY 
α
 

x r
s
E、

FL 

与式 （7.76）相对 应，式（7.81） 被称为广义的拉格朗日函数，其中

α ＝（吨，屿，．．．，向）T和f3 = （卢1，卢2 • .. .,/Jm)T称为拉格朗日乘子。 现在考察：

。（x) = maxL(x， α， /3) (7.82) 

观察式（7.82）， 考察θ（x):

对于任意的i = 1,2, ... , n ， 当Bi(x) < 0 ，这时若问取无穷大的正数，必有O(x) = oo; 
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同理，对于任意的j = 1,2, ... ,m， 当hj(x） 学 0，必有B(x) = oo 。

( f(x) 当满足约束式（7.79）和式（7.80)
θ （x) = { 

（∞ 当不满足约束条件式（7.79）和式（7.80)
(7.83) 

因此minf(x) = minB(x) = min(maxx L(x， α，卢））成立，当f为f(x）的最优值点时，

f同样是maxxL(x， α，的的最优值点，故必有：

nu -- 飞
，
J

x r
s
E‘
、

hl wv × 
品
，

m
Y但

、
‘
，J

X ，
，E
飞

GU WV × 
α
 

n
T
f纣

、
I
J

X f
’
、

fj wv = 飞
J

O
μ
 

α
 

x ’L RA 

成立。

此外，对于所有的非线性约束9i(x） 》 O(i = 1,2, ...，时，若9i(x) = 0 ，那么对于f而
言， 9k(x) > O(k = 1,2, ... ,i-1,i + 1, ... ,n）并没有起到实质作用，故式（7.78）等价于：

minf(x) x εRn (7.84) 

(7.85) 

(7.86) 

s. t. 9i(x) = 0 

hj(x) = 0 j = 1,2, ... ,m 

为了统一起见，把9i(x） 》 O(i = 1,2, ... , n）用叫× 9i(x) = 0 （αt 》 0）来等价表示。

综上所述，得到如下判断非线性约束存在最优解的必要条件定理。

定理：对于式（7.78）的不等式约束最优化问题，若f(x） 、 9i(x)( i = 1,2, ... ， η）、

hj(x)(j = 1,2, ... , m）均为一阶可微， Vhj(x丁， V9i(x ＊）线性无关，贝Llx＊是f(x）的最小值

点的必要条件是存在拉格朗日乘子 旷＝（αJ， αz*, ... ,am•)T ，以及

{3* = （卢1 *. f32 .....，比丁T ，使得：
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α♂× 9i(x*) = 0 (7.88) 

αf 二~ 0 (7.89) 

我们把式（7.87）、式（7.88）和式（7.89）称为KKT条件，把满足KKT条件的点称为KKT

点，上面的定理表明，若式（7.78）的不等式约束最优化存在最优解，那么最优点一定

是KKT点。
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第 3 部分

理论与应用篇



前馈神经网络

在绪论中，我们回顾了深度学习的发展历史，深度学习并不是一门新兴的学科，

过去它更多的是以神经网络的形式而存在，并作为机器学习的一个算法分支而发展，

因此，当深度学习指代的是深度神经网络（在第11章将看到深度学习的另一种形式，

即深度图模型）时，深度学习中的“深”就是指神经网络的层次深度。 而前馈神经网

络（ Feedforward Neural Network ）是最早被提出的最简单的神经网络模型，这－章

先详细讲解前馈神经网络的相关知识，它们是后面各章的理论基础。

本章包括5部分内容。

8.1节： 生物神经元结构。 神经网络是与大脑研究密切相关的一门学科，其大部分

理论知识都来源于对生物大脑的研究，这其中神经元又是神经网络最基本的组成单元。

因此，本节将了解生物神经元的相关知识，包括生物神经元的历史、结构及其工作原

理。

8.2节：人工神经元结构。 受生物神经元的启发，我们构造出人工神经元用以模拟

生物神经元的工作方式，并将深入分析人工神经元对数据信息的处理流程。

8.3节：单层感知机（ Perceptron ）。 单层感知机是最早的神经网络模型，由输入

层和输出层构成。

8.4节： 多层感知机（ Multilayer Perceptron ， 简称MLP ）。 在单层感知机的基础

上，我们将构建更加复杂的带隐藏层的感知机模型。 相对于单层感知机， MLP具备了



8 前馈神经网络

解决非线性分类问题的能力。

8.5节 ： 激活函数（ Activation function ）。 本节将探讨神经网络的一个很重要组成

部分： 激活函数，可以说激活函数是神经网络能够解决复杂问题的核心 ， 我们会讲解

当前常用的激活函数模型，并考察不同的激活函数各自具有的特点。

8.1 生物神经元结构

神经网络起源于对生物神经元（ Biological Neurons，简称BN ）的研究，生物学

家对BN的研究由来已久，早在1904年，生物学家就已经知晓神经元的组成结构，人

的大脑中大约有100亿到1000亿个神经元，每个神经元大约会与其他的1万个神经元

相连，如下图8. 1所示。

树灾

细胞棋

图8.1 生物神经元结构图 （ 图片来源于网络 ）

从图8.1中可以看出每一个生物神经元主要由细胞体、树突、 轴突和突触4个部分

构成。

1. 细胞体

细胞体是神经元的主体，由细胞核、细胞质和细胞膜3部分组成。 细胞体的外部

是细胞膜，将膜内外细胞液分开。 由于细胞膜对细胞液中的不同离子具有不同的通透

性，这使得膜内外存在着离子浓度差，从而出现内负外正的静息电位，这种电位差称

为膜电位。
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2. 树突

从细胞体向外延伸出许多突起的神经纤维，负责接收来自其他神经元的输入信号，

相当于细胞体的输入端。

3. 轴突

由细胞体伸出的最长的一条突起称为轴突。 轴突比树突长而细。 轴突也叫神经纤

维，末端处有很多细的分支称为神经末梢，每一条神经末梢可以向四面八方传出信号，

相当于细胞体的输出端。

4. 突触

突触是一个神经元通过其轴突的神经末梢和另一个神经元的细胞体或树突进行

通信连接。 突触使神经细胞的膜电位发生变化，且电位的变化是可以累加的。

综上所述，一个神经元的输入端有多个树突，主要是用来接受输入信息。 输入信

息经过突触处理，将输入信息累加，当处理后的输入信息大于某一个特定的阔值，就

会把信息通过轴突传播出去，这时称神经元被激活，相反，当处理后的输入信息小于

阔值时，神经元就处于抑制状态，它不会向其他神经元传递数据或者传递很少的信息

数据。

8.2 人工神经元结构

受生物神经元的启发， 1943年心理学家McCulloch与数学家Pitts[ll提出了人工神

经元模型（ Artificial Neuron，简称AN ），如图8.2所示，人们也常用他们两个人的名

字的首字母来命名这个人工神经元模型，称之为M-P模型，这种人工神经元模型也一

直沿用至今。

激活层

图8.2 人工神经无结构图
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AN是神经网络中的最小信息处理单元，与生物神经元类似， AN对数据的处理分
为两个阶段：第一阶段是接收来自其他m个神经元传递过来的输入信号，这些输入信
号通过与相应权重进行加权求和传递给下一阶段，这一阶段被称为预激活阶段
( pre-activation ），即满足 ：

h~ b ＋（~ W；×斗
第二阶段是把预激活的加权结果传递给激活函数， 一般来说，经过激活函数的处

理后，预激活的数值将被压缩到一个范围区间内，数值的大小将决定神经元到底是处
于活跃状态还是抑制状态，最后将输出结果传递给下一层的神经元：

(8.1) 

α ＝ f (h) (8.2) 

其中，／是激活函数，有关激活函数的相关知识将在稍后章节来探讨。 下面通过
图8.3来简单概括人工神经元与生物神经元的对应关系。

生物神经元 人工神经元 | 
瞅
突
突
触

蚓
树
轴
突

忧
入
出
重

削
－输
输
权

图8.3 人工神经元与生物神经元的对比

8.3 单层感知机

单层感知机是最早被提出的最简单的神经网络模型，它仅由输入层和输出层构成，
在1957年由计算机科学家Rosenblatt提出［7），网络结构如图 8.4所示。

I I I 

w 

Xrn 

图8.4 单层感知机模型
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Perceptron由m个输入神经元和 n 个输出神经元构成，是一个全连接的二分图结

构，单层感知机首先在输入层接收输入数据，把输入数据与相应权重参数累加。

(8.3) ι＝叫：…） , k = 1,2, , n 

然后把累加结果输入到激活函数中，单层感知机的输出层可以采用Logistic或者

softmax函数作为最后的结果输出 ：

(8.4) 

下面分析感知机的工作原理。 单层感知机本质上是在高维空间中，构造出合理的

边界超平面（b + l:wixi），把不同类别的数据集分离，因此，对于线性可分，或者近似

线性可分的数据集有很好的效果，如图8.6所示。

Yk = softmax(hk), k = 1,2, ... , n 

. • UI 

‘队，

• • ’" 

A-u 
晶

。s
L

响

。• 
TO u .. 

(b) 
l ’ 

（α） 

Y3 

：榕城？：－

利用单层感知机对“与”和“或”二值问题进行线性划分图8.5

- VJ
-
EBB

- 

4与

利用单层感知机划分线性可分数据集

但对于线性不可分数据集，由于我们没有办法仅通过一个超平面来分离数据，因

此Perceptron的效果不甚理想，也导致单层感知机的学习能力非常有限，如图8.7所示，

它甚至不能解决简单的“异或”问题。
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L’ 

& . & 

。， l ’>. & 

.. ~《」队， M ... .. ,, -::o:.－丁cl奇＇－＇ LO L’ 

图8.7 “异或”问题是线性不可分的，利用单层感知机无法求解

下面来看一个实际的例子， Minist数据集是一个手写图片识别的数据库，是机器
学习领域中的一个经典问题。 它的任务是把28 × 28像素的灰度手写数字图片识别为
相应的数字，其中数字的范围从0到9。 原始的Minist数据集中，每一个训练数据都是
大小为28 × 28的灰度图片，也就是输入数据是784维的向量空间，为了直观地观察数
据的可视化效果，首先利用t-sne算法把高维空间数据投影到三维空间中，如图8.8所
刁亏。

l.S。

” 

－，。

- I” 

-I骂：z
，饵”

4 ” ” IC”’ 

图8.8 利用t-sne算法对Minist测试数据集进行降维的效果图

从图8.8中可以看出，像0 、 1 、 6这几个数字，它们的数据与其他数据之间相对独
立，因此与其他数字是线性可分的，而3 ' 5 ' 8之间和4、 9之间，有些测试数据即使
通过肉眼也很难分辨出来，数据之间也呈现出非线性关系。

算法迭代1 000次后，分别计算每一个Label的精确率和召回率，结果如图8.9所示。
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I Label 准确率 召回率

。 0.956132 0.978571 

1 0.964410 0.978855 

2 0.931727 0.899225 

3 0.907389 0.911881 

4 0.929878 0.931772 

5 0.909412 0.866592 

厂 6 0.937436 0.954071 

0.932419 0.926070 

0.872383 0.898357 

0.914086 0.906838 

图8.9 单层感知机对Minist数据集的分类效果

通过图8.10更形象地观察感知机的分类效果，从图中可以看到，对于线性可分的

数据集，如数字0 、 1 、 6，它们的分类效果明显要高于其他数字，但对于非线性数据

的分类效果则不太理想。

1.2 

1.0 

。.8

0.6 

0.4 

0.2 

2 3 4 5 6 7 8 9 

图8.10 对于0、 1这几个数字，它们的准确率和召回率都很高；但对于5和8，效果则不理想，主要是

由于这些数字之间，在某些样本数据上的相似度极高，而单层感知机无法学习到更深层次
的关系

8.4 多层感知机

单层感知机因为只在输出层存在激活函数，学习能力非常有限，从8.3节的例子中

我们可以看到，单层感知机对于非线性分类数据的效果表现不太理想，要解决这类非

线性分类问题， 需要在输入层和输出层之间引人隐藏层，让网路有更强大的学习能力，

如8.11图所示。
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图8.11 包含一个隐藏层，隐藏层中含有两个神经元的多层感知机模型

读者可能会有这样的疑惑，为什么添加隐藏层的神经网络模型能够解决非线性问
题呢？或者说深层比浅层网络有哪些方面的改进呢？ 从理论的角度来说， Kurt
Hornik在1991年提出的全局逼近定理（ Universal approximation theorem ）为我们提
供了理论的依据［3］：对于含有一个隐藏层的前馈神经网络，如果隐藏层可以由任意多
的神经元构成，那么神经网络能够逼近实数范围内的任意连续函数。

从具体的应用角度来看，对于分类问题，隐藏层的作用就是把线性不可分的数据，
通过线性变换（预激活阶段）和非线性的激活（激活阶段）的操作，使得数据在输出
层变成线性可分。 我们来看前面提到的Perceptron无法解决的“异或”问题， MLP的处
理过程就是首先把输入数据（xv Xz ）变换为（AND（～x1, x2), AND(x1，～Xz）），并以此作为
新的输入，把数据变为了线性可分问题，如图8.12所示。

A 

... ., . 
4击t

‘’ “ 

. 
A 

AND(~X1,X2) 

AND(x1. ~xi) 

[> ;
…」... 

A 

.. 
A”倒圃，1 础’

图8 . 12 利用隐藏层将“异或”问题变换为线性可分问题

』h
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通过可视化的具体例子来形象分析MLP是如何构建非线性边界平面的，图8.13是

带有一个隐藏层的网络，隐藏层含有两个神经元和网络的权重参数。

图8.13

w{1=3 

wi2 = -3 

wf1=1 

wi1 = 3 

wi2 ＝一3

w11=1 

bI = s 
bi = 5 

bf = 0 

含有一个隐藏层、两个隐藏层单元的网络模型，模型的权重参数已知

隐藏层结点的激活函数采用sigmoid函数，图8.14可视化展示了隐藏层函数和输出

层函数的效果图，可以看到，该网络经过隐藏层的处理后，在输出层的边界平面实际

上由两个超平面共同组成（参见图8.7 ），具备了初级的非线性学习能力。

图8.14

5,’ , , 
, 

, , , 

当隐藏层含有两个神经无时，每个神经元对应子不同的Logistic输出，经过线性组合后，到

达输出层，产生非线性的分界平面

再来看一个更复杂的例子，当隐藏层中含有4个神经元时，与上述例子类似，假

设已经给定了网络的权重参数，如图8.15所示。
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wf1 = 3 wi1=3 

wf2 = -3 wiz = - 3 

wf3 = 3 w;}3 = - 3 

wf4 = -3 wi4 = 3 

Wf1=1 wfz = 1 

Wf3=1 Wf4=1 

图8.15 含有一个隐藏层， 4个隐藏层神经元的多层感知机

bf= 5 

bi= 5 

bf = 5 

bi= 5 

bl= 0 

图8.16是隐藏层函数和输出层函数对应的可视化效果图，不难发现，和前面只有
两个隐藏层神经元的模型相比，当前的网络模型处理能力更加强大，在输出端，网络
能够学习到更为复杂的非线性边界平面。

亏、；
图8.16 当隐藏层含有四个神经元时，每个神经元对应子不同的Logistic输出，
经过线性组合后，到达输出层，产生非线性的分界平面，该边界实际上是一个圆

通过上面的分析，我们可以看到，随着隐藏层神经元越来越多，网络具有的学习
能力就越强大。 来回顾上一节提到的Minist数据集分类问题，现在构建MLP来重新解
决这个问题， 创建了含有一个隐藏层的MLP模型，隐藏层含有500个神经元，算法经
过1000次迭代训练后，得到的结果如图8.17所示。

215 



深入浅出深度学习：原理剖析与 Python 实践

I L号b~I 准确牛一 一白念二二二］
。 0.983806 0.991837 

1 0.989446 0.991189 
,. 

2 0.982541 0.981589 

3 0.980296 0.985149 

4 0.986694 0.981670 

5 0.987500 0.974215 
伽睛”’咽’

6 0.980249 0.984342 
如－

7 0.980601 0.983463 

8 0.983556 0.982546 

9 0.983101 0.980178 

图8.17 带一个隐藏层，隐藏层含有500个神经元的分类效果

比较图8.17与图8.9的结果数据，我们发现两个有趣的结果。

·利用MLP分类的结果，无论是准确率还是召回率等指标都有了大幅度的提升，

进一步印证了MLP比单层感知机具有更强的学习能力，如图8.18所示。

·另一方面，各个输出类型的结果没有明显的区别，不管是线性可分还是不可分

的类型，它们的结果都非常接近，这说明MLP有效解决了非线性边界问题，是

否线性可分已经不是制约性能进一步提升的关键因素。

1.2 

1.0 

0.8 

0.6 

0.4 

。2

2 3 4 5 6 7 8 9 

图8.18 MLP的分类效果

前面我们深入分析了多层感知机的原理，以及其强大的学习能力，那么一个想法

就是，是否神经网络模型的隐藏层越深，隐藏层的神经元越多，学习能力就越强呢？

从理论上来说，神经网络中包含的隐藏层越深，隐藏层包含的神经元越多，它能提取

的特征也就越丰富，也就具备更强大的学习能力，但实际的效果却不是这样，随着网

络变得越来越深，神经网络的性能在到达一个极值后（一般两到芝层），很快就停止
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提升，甚至出现下降的情况，我们将在下一章深入分析这个问题。

8.5 激活函数

激活函数是神经网络设计的一个核心单元。 生物学的理论认为，大脑中每一个神
经元具有不同的处理功能， 当处理某一个任务时，某些神经元会异常活跃，相反，某
些神经元则几平不参与工作。 与之相对应，在神经网络中，把处在活跃状态的神经元
称为激活态，处在非活跃状态的神经元称为抑制态，激活函数赋予了神经元自我学习
和适应的能力。

8. 5.1 激活函数的作用

激活函数的作用是为了在神经网络中引人非线性的学习和处理能力，正如8.3节所
介绍的，单层感知机之所以学习能力非常有限，是因为模型只能解决线性可分问题。

而MLP通过引入隐藏层，使得模型能够处理非线性数据，从而有效提高模型的学
习能力，但应该注意的是，模型能力的提升并不是因为添加了隐藏层，而是在于隐藏
层神经元中引入了激活函数。 事实上， 对于多层神经网络，如果只添加隐藏层，但没
有为隐藏层的神经元添加激活函数，或者激活函数是线性函数，那么MLP是等价于单
层感知机的，也就是说，不管叠加了多少的隐藏层，其效果与单层感知机没有区别。

为了验证上面的结论，我们来看下面带有一个隐藏层，隐藏层含有3个神经元的
网络模型，为了不失一般性，采用恒等函数f(x) = x作为激活函数（事实上，采用任
意的线性函数f(x) ＝ α × x+b得到的结果也是一样的）如图8. 19所示。

, , 

图8.19 带有一个隐藏层的MLP模型，隐藏层神经元的激活函数为恒等函数
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其中，隐藏层的输入为：

h1 = wf-1 × X1 +wit × Xz +bf 

h2 = wf-2 × X1 + wi2 × Xz +bi 

(8.5) 

(8.6) 

h3 = Wf3 × X1 + wi3 × Xz + b} (8.7) 

由于激活函数是恒等函数，因此，经过激活函数的处理后，输入与输出是一致的，

即有：

218 

α1 = h1 ， α2 = h2 ， α3 = h3 

把式（8.5） 、式（8.6）和式（8.7）相结合，得到输出层神经元Y1的输入结果为：

Y1 = wt1 × α1 +wi1 ×α2 +wi1 × α3 +bf 

=wf1 ×(wi1 × X1 + wi1 × Xz +bf) +wi1 ×(w{z × X1 + wiz × Xz + b!} + 

wl1 × (w{3 × X1 + wia × Xz + bj) +bf 

= (wf1 X w{1 + w]1 × wiz +wl1 × w{a) × X1 + 

(wf1 × W:h +wf1 × wiz +wl1 × wi3)× Xz + 

(wf1 × bt + wf1 × b~ + wi1 × b~ +bD 

=Wu × X1 + W12 X Xz + 81 

其中：

W11 = (wf1 × wf-1 + wJ1 × wf-2 + wf1 × wf-3) 

W12 = (wf1 × wi1 + wi1 × wi2 + wl1 × wi3) 

81 = (wf1 x bf + wJ1 × bi+ wl1 × b} +bi) 

同理，可以得到输出层神经元Y2的输入结果为：

其中：

Y2 = (W21 × X1 + W22 × Xz + 82) 

IAl { 2 1 2 1 2 1 、
W21 - lW12 × W11 + Wzz × W12 + W32 × W13) 

W12 = (wf2 × wi1 + wi2 × wi2 + wf2 × wi3) 

(8.8) 

(8.9) 

(8.10) 

(8.11) 

(8.12) 

(8.13) 

(8.14) 
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81 = (wfz × b{ + wiz × b~ + wfz × b~ + bi) (8.15) 

上面的结论表明，当激活函数为线性函数时，输出层的结果完全由输入层数据决

定，隐藏层并没有起到任何作用，所以无论添加多少层，其效果都相当于没有隐藏层
的单层感知机模型，如图8.20所示。

、
、

、『『
L 

B 

等价

,, 
,, , - 2Z LU 

,, 
,, , , ” 2 B 

图8.20 当激活函数为线性函数时， MLP模型等价于单层感知机模型

最后，我们来归纳一下激活函数在神经网络中主要起到的作用。

·非线性的激活函数使得模型能够处理更加复杂的非线性数据集问题，提高了模

型的学习能力，这也是引人激活函数最主要的作用。

·仿照生物神经元的思想，通过激活函数的处理后神经元被划分为激活态和抑

制态，因而，在训练的过程中，能够把起重点作用的神经元置为激活态，而把

相对无关的神经元置为抑制态，起到自动特征提取的作用。

8.5.2 常用的激活函数

要设计一个合理的激活函数，首先需要满足激活函数的一些性质。

·非线性： 8.5.1节已经分析了线性激活函数的缺点，因此，在设计激活函数时，

首先要保证激活函数是非线性的。

·可微性：在训练网络模型时，基于梯度的模型最优化方法要求激活函数必须是

可导的。

·单调性：单调函数能够保证模型简单。
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1 . 阶跃函数

阶跃函数是最理想的激活函数，它直接将输入数据映射为0或1, 1表示当前神经

元处于激活状态，相反，当值为 0，表示当前神经元处于抑制状态，如图8.21所示。

v
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！一…队跃函鼓 I 

’‘ 

阶跃函数

但阶跃函数具有不连续、不光滑、不可导的特点，因此在实际应用中，通常不会

采用阶跃函数来作为激活函数，但它为寻找可用的激活函数提供了参考的依据。

图8.21

2. sigmoid函数和 tanh 函数

sigmoid函数系激活函数，是历史上最常用的激活函数，这一类激活函数IV, sigmoid 

函数和tanh函数为代表如图8.22和图8.23所示。

f ’(x) = f(x)(l - f(x)) 

f(x) ＝而非可

sigmoid函数及其导数，到gmoid求导后，其导数的取值范围为［0.1/4)

f ’(x) = 1 - f(x)2 

图8.22

exp(x)- exp(-x) 
f(x) = 

exp(x) + exp• x) 

tanh函数及其导数， tanh求导后，其导数的取值范围为［0.1]图8.23
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sigmoid函数把输入数据压缩到 ［O,l］范围内，处在中间部分的数据变化大，重要

的特征会集中在这一部分区域，称为活跃区；相反，处在两侧的数据变化较小，神经
元处在抑制的状态。 sigmoid函数的表达形式为：

1 
f(x) = lτe=x 

近些年来sigmoid函数已经越来越少被采用，原因是它有下面两个不足。

(8.16) 

第一，利用反向传播来训练神经网络时， sigmoid函数会产生梯度消失问题，导

致训练深层网络的效果不理想。 我们将在下一章详细讲解这个问题。

第二，经过sigmoid函数处理后的输出数据是一个非负值。 假设第k层隐藏层的输
出数据向量为 hk-l(x) = (hk-1(x)1, hk-l(x)z, ... , hk-1(x)nk-1f ，也就是说， 经过
sigmoid函数处理后，每一个神经元的输出数据hk-l(x)i均大于0，它们的值将传递给下

一层隐藏层，作为预激活函数αk(x）的输入，即有：

αk(x) =bk+ Wkhk-1(x), k = 1,2, ... ,L (8.17) 

利用式（8.17）对参数wk的求导有：

。αk(x) ，，唱
一一τ一＝ h1<-1(x) > 0 (8.18) aw民

虽然在反向传播过程中， wk的梯度并不完全由旦旦垒的值决定，但这种不平衡性。wk

仍然会增加梯度的不稳定性。

另一个常用的激活函数系tanh函数，如图8.23所示，它把数值区间压缩到［－1,1］的

范围内，可以把它看成是对sigmoid函数进行了按比例的伸缩，事实上，它们两者的

关系：

< x ~－x 

tanh(x) ＝干了？一工＝ 2σ（2x) -1 
eA 十 e A (8.19) 

与sigmoid函数相比， tanh函数具有更稳定的梯度，这是因为经过tanh激活函数的

处理后输出数据的均值约为0，相当于做了归一化的工作，避免了上面提到的sigmoid

函数的第二个不足。 此外， tanh函数的导数区间为［O,l], H:sigmoid函数的导数区间要

大，在反向传播的过程中，衰减速度要比sigmoid函数慢。 但由于tanh函数的导数小于
1，因此利用反向传播来最优化神经网络模型时，同样无法避免梯度消失问题。
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3 . 近似生物神经元的激活函数

近年来， 近似生物神经元的激活函数在神经网络中变得越来越流行，并且被证明

在绝大多数网络和应用中 ， 要比传统的sigmoid激活函数要好， 这一类典型的激活函

数以ReLU和softplus为代表。在2015年 ，它们被Yann LeCun 、 Yoshua Bengio和Geoffrey

Hinton称为在深度学习领域最受欢迎的激活函数。

·E玉~ · ' .. 

......-…··‘·- 
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(a) 

1 冀

’ 

. 
: x 

(b) 

图8.24 （α） Re山函数， （b)so仕plus函数， softp I us函数可以看作是ReLU函数的平滑版本

Re LU全称为Rectified Linear Units，其函数表达式及导数表达式分别为 ：

f(x) = max(O,x) (8.20) 

['(x）＝｛~＇. ~ ~ ~ (8.21) 

与传统的sigmoid函数相比 ， ReLU激活函数具有下面的一些优点。

·单侧抑制。 观察式（8.21） ，当输入小于0时，神经元处于抑制态，相反，当输入

大于0时， 神经元处于激活态。

·相对宽阔的兴奋边界。 考察图8.23和图8.24，我们发现，不管是sigmoid函数还

是tanh函数，它们的激活态都集中在中间的狭小范围内，而ReLU则要宽阔很多，

只要输入大于0，神经元都会处于激活态。

·稀疏激活性［8］ 。 相比其他激活函数 ， 稀疏性是ReLU的优势。 sigmoid函数是tanh

函数的导数，我们发现这两个激活函数实际上是把抑制态的神经元置为一个非

常小的值。非常小的值意味着它们仍然会参与到计算过程中，但通过式（8.21)'

我们发现ReLU直接把抑制态的神经元直接置为0，使得这些神经元不再参与到

后续的计算过程中，这个细小的变化导致ReLU在实际的应用中，收敛速度要远

远快于其他的激活函数。
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② 

图8.25 ReLU函数使网络的训练产生一种稀疏连接关系，

整个训练过程由激活态神经元来进行，而非激活态神经元则不参与计算

但ReLU的这种简单直接的处理方法也带来了一些缺点，最主要的缺点是导致神经

网络的训练在后期变得脆弱，这时候， ReLU也被称为“dying ReLU” 。 产生这种现象

的原因主要是ReLU对抑制态的处理过于极端，也就是将抑制态神经元的输出直接置为

0，导致后续的训练中，抑制态神经元将不会再参与后面运算。

Leaky-Re LU是ReLU的改进版，也是为了解决“dying ReLU”问题而提出，它的

函数形式为：
nunu >

<
xx 

x 几
α

rE,‘
zk 一

－

飞
，
J

X ，
，
，
、

Fj 
(8.22) 

其中， α是一个很小的常数，其函数图像如图8.26所示，我们可以发现Leaky-ReLU 

的最主要改变是在抑制侧，把原来的直接置为O重新置为一个很小的实数α，这个改动

能有效缓解稀疏性导致的训练脆弱问题。

y 

x 
y ＝ αx 

图8.26 Leaky-ReLU函数
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在此基础上，研究人员还发明出了Parametric-Re LU和Randomized-Leaky这两个

进化版本，它们是在Leaky-ReLU的基础上对α的取值进行改进。 在Leaky-ReLU中， α的

取值是通过先验知识人工赋值的，而Parametric-ReLU则是把α的值作为一个参数，与

神经网络的权重参数一起由反向传播算法求得。Randomized-Leaky是Leaky-ReLU的随

机化版本，在训练过程中， α是从一个高斯分布中随机取值，然后在测试过程中进行

修正。 更详细的细节可以参考文献［12］ 。
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上一章提到，反向传播算法仍然是当前深度神经网络最受欢迎的模型最优化方法。

本章将会给出完整的BP算法流程，并分析为什么深度学习的训练具有很大的困难和挑

战性。 BP算法由Rumelhart等人在1986年提出（I ）， 是一种以梯度下降为核心的神经网

络最优化方法。

为了后面讨论的方便，我们先来约定一些定义和术语，本章讨论的多层神经网络

模型如图9.1所示，由输入层x 、 L层隐藏层（肘，肘， ... ,hl ）和输出层f(x）构成。

w3 

h2(x) 

wz 

h1(x) 

wi 

图9.1 神经网络模型

·输入层记为x，共有m个神经元，记为x = (XvXz, ... ,Xm)T，通常也把输入层记

为第0层的隐藏层，即有 ：
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x = h0(x) (9.1) 

·对于第k层的隐藏层hk(x), k = 1,2, ... ,L ，由ηk个神经元组成。 隐藏层由预激

活和激活两个阶段构成，分别对应于预激活输出，记为：

于
·
·

飞
I
Jb

民

n 、
‘B
J

X ，
，
‘
、

b
民α

 
, 吨

，
＆

、
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ak （：χ〕 ＝ bk+ Wkhk-1 （：χ〕， k = 1,2，川 L (9.2) 

和激活输出，记为

hk(x) = (hk(x)11hk(x)2, .,hk(x)nkf 

hk(x) = g （αk(x)), k = 1,2, ... ,L (9.3) 

•wk为连接第（k - 1）层的隐藏层中所有神经元和第k层的隐藏层中所有神经元

的权重参数矩阵，大小为（nk-1 × nk） 。 wi／表示连接第（k 一 1）层的隐藏层中第i个

神经元和第k层的隐藏层中第j个神经元的权重。 Wi,• k = (wil k, Wizk, ... , Wink k) T表

示第（k 一 1）层的隐藏层中第i个神经元与第k层的隐藏层中所有神经元的权重

向量。

• bk表示第k层的隐藏层中所有神经元的偏移量，记bk= (b/,b/, ... ,bnkkf，其

中鸟，k表示第k层隐藏层中的第j个神经元的偏移量。

·输出层记为f(x) = (f (x)0,f (x)11 ... ,f (x〕c-1)T，其中f(x)i表示对于输入数据X,

预测为第i类的概率。 与隐藏层一样，输出层同样由两个阶段构成，分别对应于

预激活输出，记为：

αL+l(x) = bL+l + wL+lhL(x) (9.4) 

和激活输出，记为：

f(x)c = p(y = clx) = so位max（αL+l(x)) (9.5) 

与输入层表示一样，为了使网络的表示方便统一，常把输出层记为第L+l层的隐

藏层。
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9.1 经验风险最小化

统计机器学习算法由模型、策略和算法三个要素构成，当选择了一种算法模型后，

下一步需要考虑的是使用什么样的策略或准则来选择最优模型。

损失函数是机器学习中用于衡量模型一次预测结果好坏的函数，它是一个非负实

数值函数，用L(Y,f(X））来表示，常用的损失函数包括4种。

( I ) 0-1损失函数。 0-1损失函数比较的是预测值f(X）与真实值Y是否相同：

( , Y = f(X) 
L(Y,f(X)) =lo, (9.6) l * f(X) 

0-1损失函数是一个非凸函数，在求解的过程中，存在很多的不足，而且它只关

心预测值与真实值是否相同，没有考虑预测值与真实值之间的距离，因此在实际应用

中， 0-1损失函数通常是作为一个衡量指标，而不是最优化的目标函数。

( 2 ）平方损失函数。平方损失函数是线性回归模型常用的最优化目标函数，记为：

L(Y,f(X)) = (Y 一 f(X))2 (9.7) 

( 3 ）对数损失函数。 常用于分类模型的最优化目标函数，记为：

L(Y,f(X)) ＝一 ln P(YIX) (9.8) 

( 4 ) Hinge损失函数 ： 有时也称为最大间隔目标函数，是SVM采用的最优化目标：

L(Y,f(X)) = max(O, 1- Y × f(X)) (9.9) 

对于任意给定的损失函数L(Y,f(X）） ，可以求得平均意义下的期望损失函数，期

望损失函数也称为期望风险函数（ Expected risk function ），记为 ：

Rexp作 E （咆f(X))) = J L(y,f(x))P(x,y）叫川）

机器学习学习的目标就是使期望风险函数最小，但由于联合分布函数P(x,y）是不

知道的，因此在实际应用中，通常的优化目标是经验风险最小化（ Empirical risk 

function ）。 形式化地说，假设现有训练数据集 ：

T = {(x1,Y1), (Xz,Yz), .. . , (xN,YN)} 

模型f(x）关于训练数据集T的经验风险函数为 ：
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R叫俨12:: L(yi,f(xi) ) (9.11) 

事实上，由第4章概率论的大数定理可知，当N趋向于无穷大时，有：

)im RemoCJ) = RexoCf) 
N~。。． ．

(9.12) 

成立。 为了防止出现过拟合的情况，通常会引人正则项，这样经验风险函数就变

为结构风险函数（ Structural risk function ），记为 ：

N 

R…(f) ＝辽L（川

因此，神经网络的最优化目标就是将结构风险函数最小化，对于多元分类模型，

损失函数一般采用对数损失，记为：

L(Yi.f Cxa) ＝一 lnp(ydxi) ＝一 lnfCxay,

故式（9.13）又可以化简为：

N 

w~r-12:: lnf(xiνλ（θ川）） (9.叫

9.2 梯度计算

BP算法的核心是梯度下降，本节首先来探讨神经网络的梯度计算过程，对式

(9.14）的参数求导，主要难点在于对经验风险函数的求导。 首先把对数损失函数写出

通用的向量形式， 即：

阳对 y) = - L/(y= i）蚓x)i ＝一蚓x)y (9.15) 

其中， lcy引）称为indicator function ，满足：

1 - fl, y = i 
Cy=i) - lo, y 学 i (9.16) 

9.2.1 输出层梯度

利用BP算法来更新参数是一个反向的过程，即首先从输出层出发， 一直返回到输

入层，本节首先来考察输出层的梯度计算。
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W' w• 

h2(r) h2(r) 

W' w' 

h1(r) h1(r) 

W' w、
主运』I ··吨 J b' 

3 … @ … @ 
(b) 

图9.2 (a）图为输出层的梯度，（b）图为输出层预激活梯度

输出层由预激活输出和激活输出两个阶段组成，因此输出层的梯度也由激活输出

梯度和预激活输出梯度两部分构成。

·输出层激活输出偏导数：

δL(f(x),y) o （一 lnf(x)y) -l(y=i) 

θf(x)i of(x)i f(x)y 

·输出层激活输出梯度：

。L(f(x),y） δ（一 lnf(x)y)
。f (x） δf (x) 

一1 ，、
＝一一11～ n), lr .. 山… lr.,-r_1))T f (x)y 飞以－UJ lY-iJ lY c i)J 

，、T

记e(y) = (l(y＝时， lcy=1), ... , l(y=c-1）），式（9.18）可以化简为：

。L(f(x),y) -e(y) 

。f(x) f(x)y 

·输出层预激活输出偏导数：

。L(f(x),y) _ o （一 lnf(x)y) - a(-lnf(x)y) of(x)y 
oαL+l(x)i CJαL+l(x)i CJf(x)y 0αL+l(x)i 

一－1 of(x)y 
f (x)y θαL+l(x)i 

其中f(x)y满足：

(9.17) 

(9.18) 

(9.19) 

(9.20) 

exp（αL+l(x)y) 
f(x)y =so仕max（αL+l(X)）一、（9.21)

y 一气二； exp（αL+l(x)k

229 



深入浅出深度学习：原理剖析与 Python 实践

把式（9.21）代人式（9.20），利用链式求导法则，化简得 ：

δL(f(x),y） δ（一 lnf(x)y） δ（一 lnf(x)y） δf(x)y 
。αL+l(x)i aαL+l(x)i 。f(x)y aαL+l(x)i 

一－1δf(x)y 一一1 r a exp （αL+l(x)y) l 
f ( x) y ""ii(;L+气巧；一 f(x)y l瓦古气巧；L~二~exp（αL+l(xh)J

－一1 I缸t页ex
f(x)y I L~二~exp（αL+l(x)k)

exp（αL+l(X)y）×（日缸瓦L~二~exp（αL札 （x)k))l
CL~二；四p（αL+l(x)k))Z I 

一－1 ricy=i〕四p（αL+l (x )y) exp（α川（x)y) " exp （αL+l(x)J l 
f(x)y lL~二；但p（αL+l(xh) 江三~exp（αL+l(xh） … L~马 exp（αL+l(x)k)j

＝二~［1归）f(x)y - f (x)y × f (x)i] f (x)y 

＝一［ l(y=i) - f(x)i] 

最终求得输出层预激活输出偏导数为 ：

L(f(x),y) 
＝一（ l(y=i) - f(x)i) +l(x)i 

·输出层预激活输出梯度 ：

(9.22) 

对式（9.22）进行扩展，得到输出层预激活梯度，下面不加推导直接给出结果：

。L(f（功， y)
＝一（e(y) - f(x)) 

。αL+l(x)
(9.23) 

r 、 T
其中e(y) = (l(y=O)• l(y＝ψ …， l(y=c-1)) , f(x) = (f(x)oJ(x)1, ... ,f (x),_1)T 。

9.2.2 隐藏层梯度

隐藏层是神经网络的核心层，对其的梯度求导也要比输出层复杂。 与输出层一样，

隐藏层同样由预激活输出和激活输出两个阶段组成，因此隐藏层的梯度也由激活输出

梯度和预激活输出梯度两部分构成，为了使读者更好理解本节的推导过程，我们首先

详细推导出第L层，即与输出层相连的最后一层隐藏层的梯度，然后不加推导和证明，
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给出一般情况下的第k层隐藏层的梯度公式。

L[y.[(x))

W ' w' 
r- -

h2(z）二l

W ' W' 

h1(z) h1(z) 

W' w• 

主j … 6） … 6
(a) (b) 

图9.3 (a）图为隐藏层的梯度， (b）图为隐藏层预激活梯度

·隐藏层激活输出偏导数 ：

。L(f （功， y）一 δ 一 lnf(x)y

ahl(x)i ahl(x)i 
(9.24) 

hl(X)i对应于第L隐藏层的第t个神经元的激活输出，观察图9.4，隐藏层的每一个

神经元都与第L+l层（即输出层）相关联，且满足：

αL+1(x)j ＝ 三（WijL+1 ×肘（x)i) + b/+ (9.25) 

因此利用链式法则，有：

。L(f(x），抄手 （aL(f(x),y） 伽山（x川) I 一一一＿.！＿ I (9.26) 
州（x)i 但飞归川（x) j ahl(x)i ) 

w3 

h2(x) 

wz 

h1(x) 

”fl 

图9.4 神经网络的连接结构，使得神经元的梯度可以通过链式法则来高效求解
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把式（9.26）代入式（9.24），化简得：

δL(f(x),y） 。一 Inf（吗？／θ 一 lnf(x)y aal叫x川= =)I －一一~I (9.27) 
侃L(x)i ahl(x)i 知飞归叫x)j ahl(x)i ) 

其中第一项已经在上一层的梯度计算中得到（对应于式（9.22) ），即 ：

。一 lnf(x)v
l(x)/ ＝一（ l(y=j) - f (x) J 

后一项可以通过对式（9.25）求导得 ：

。αL+l(X)j 一… L+l
-----;w;而7 一 Wij

把式（9.29）和式（9.28）分别代入式（9.27），得隐藏层偏导数：

(9.28) 

(9.29) 

aL(f(x),y) 1 T （θ 一 lnf(x)y\_ L+i = (wi.•L ) ( I - -wi.• (e(y) - f(x)) (9.30) 
hL(x)i 飞。αL+1(x) j 

·隐藏层激活输出梯度：

只需要对式（9.30）做相应改变，就能很容易地给出隐藏层梯度公式，下面直接给

出结果：

L(f(x),y) = -wL+i( e(y) - f(x)) (9.31) 
hL(x) 

考察（9.31）式可以验证， WL+l是一个大小为nL × C的矩l瘁， （e(y) - f(x））是一个

大小为C × 1的向量，故 ：
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δL(f(x),y) _ (aL(f(x),y） δL(f （吟， y） δL(f(x),y)\T - ~nL 
ahl(x） 飞 ahL(x)1 ’。hL(x)2 尸··’ δhL(x)nL J 』 H

·隐藏层预激活输出偏导数：

。L(f（吟， y） 。一 lnf(x)y a 一 Jnf(X)y ahL(x)i 
OαL(x)i δαl(x)i ahl(x)i aαL(x)i 

其中第一项已经由式（9.30）求得，第二项可对式（9.31）求导，有：

δhL(x)i , 
一一一....：：.＝ g’（αL(X)i)
。αL(x)i

把式（9.33）和式（9.30）代入式（9.32）可得：

(9.32) 

(9.33) 
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L(f(x),y) 
= -wi,•L+i(e(y) - f(x))g ＇（αL(X)i) (9.34) 

。αL(x)i

·隐藏层预激活输出梯度 ：

。L(f （功， y) aL(f(x),y) ahL(x) 

。αL(x） δhL(x） δαL(x)

把式（9.31）以及式（9.33）代入式（9.35），化简得 ：

aL(f(x),y) 
。αL(x)

(9.35) 

= (-w叫e(y) - f(x ))) × (g'(aL(x)1),g'(aL(x)2), .. ,g’（内）nJ) (9.36) 

其中“×”表示element-wise product。 下面给出在任意第k隐藏层对应的梯度，

由于BP算法的过程是从输出层开始进行反向推导， 因此当求取第k隐藏层的梯度时，

事实上已经得到了下面的结果。

。L(f(x), y) 
第t隐藏层激活输出偏导数 ： , t = k + 1, L, L + 1; i = 1,2, .. ., nt 

aht(x)i 

aL(f(x),y) 
第t隐藏层激活输出梯度 ： , t = k + 1, ... L, L + 1 

aht(x) 

aLσ（x),y) 
第t隐藏层预激活输出偏导数： , t = k + 1, ... , L, L + 1; i = 1,2, ... , nt 

。αL(x\

aL(f(x),y) 
第t隐藏层预激活输出梯度 ： t=k+1 ... L L+1 

δαt(x) 

由式（9.30） 、 式（9.31） 、式（9.34）和式（9.36）的推导，下面不加证明直接给出第k隐

藏层对应的结果。

。L(f(x),y) k+1 （。一 lnf(x）八
第k隐藏层激活输出偏导数 ： =W；，拿 I I 

ahk(x) i 4，事 飞。αk+l(x) J (9.37) 

第k隐藏层激活输出梯度 ： δL(f~x),y) = W阳1 （δ 一 lnf(x)
hk(x） 飞 θαk+l(x) j 

(9.38) 

θL(f(x),y) a 一 lnf(x）ν
第k隐藏层预激活输出偏导数： = y g’（αk(x)J 

。αk(x)i ahk(x)i ~ 
(9.39) 

。L(f(x),y） δ 一 lnf(x)v
第k隐藏层预激活输出梯度 ： = y 

Oαk(x) aαk(x) 

。L(f(x),y) r \ 
= ahk(x） × lg ＇（αk(x）山g’（αk(x）认，g’（αk(x)nk)) (9.40) 
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9.2.3 参数梯度

上一节给出了输出层和隐藏层梯度计算的详细推导过程，现在可以开始计算神经

网络的参数梯度。 神经网络的参数，如图9.5所示。 由连接相邻两层的权重参数W和每

一个神经元的偏移量b组成，其中：
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W = (W1, W2, ... , WL+l) 

b = (b1,b2, .. .,bL+l) 

w3 

h2 （χ】

wi 

h立 （x)

w1 

图9.5 神经网络的参数主要由两部分构成，分别是权重参数W和神经元偏移量b

对于任意的wi.／ ，有：

其中 ：

故有：

aL(f(x),y) ＿ δ 一 lnf(x)y 一。一 lnf(x)y aak(x)j 

δwi/ awe/ aαk(x)j awi/ 

ak(x)j = b川 L;wi/hk-1(x)

。αk(x〕 d b 嘈
气－.！－ = hk-l (x), 

owi j，、

成立，把式（9.43）代入式（9.41）可得：

(9.41) 

(9.42) 

(9.43) 

δL(f(x),y) a - lnf(x)y 。一 lnf(x)y ,,’ 
,, = ,, J = ,, J hk 1(x)i (9.44) 

awi/ awi，／ δαk(x) j 

如果把式（9.44）写成矩阵的形式，对于任意的wk ，有：
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。L(f(x),y) a - lnf(x)v ,, 1 （。一 lnf(x）八T= k J = hK 1(x) I J I (9.45) 
θWk aw 飞 δαk(x) J 

其中：

hk-1 (x) = (hk -1 (x)vhk-1 (x)z, .,hk-1(x)nk_JT 

我们考察式（9.45) ' hk-l （们 Rnk-1Xl ，弓怠zεRnkxl ，故有旦步与

Rnk-1×吨，且满足 ：

(aL(f叫＝叫）， y)
θ讥rk ， θwi,/

同理，对于任意的偏移量参数b／ ，有：

aL(f（吟， y） 一。一 lnf(x)y 一。一 lnf(x)y δαk(x)j 一。一 lnf(x)y
。马k - a旷－ aak(x)j 丁h;k- aak(x)j 

(9.46) 

其中利用式（9.42）对马k求导，满足：

0αk(x) j ' 

0句K ~ 

如果把式（9.46）写成矩阵的形式，对于任意的沪，有：

。L(f(x),y） δ － lnf(x)y a 一 lnf(x)y

。bk abk δαk(x) 
(9.47) 

至此， BP算法所需要的参数梯度全部推导完毕，下面将给出完整的BP算法流程。

9.3 反向传播

反向传播由前向和后向两个操作构成如图9.6所示，前向操作利用当前的权重参

数和输入数据，从下往上（即从输入层到输出层），求取预测结果，并利用预测结果

与真实值求解出损失函数的值。 反向操作则利用前向操作求解得到的损失函数，从上

往下（从输出层到输入层），求解网络的参数梯度。 经过前向和反向两个操作后，完

成了一次迭代过程。
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(a) (b) 

图9.6 (a）图：前向传播，从输入层开始，根据当前的权重参数信息，沿着网络前进，到达输出层，

得到预测输出，把预测输出和真实值代入风险函数，求出当前的损失。 （b）图：由上一步得到的损失，

从输出层开始，反向求取每一层对应的参数梯度，利用梯度下降法更新参数

反向传播算法流程如图9.7所示。

算法9. 1 反向传播~法流程

l 求取输出层的梯度 摇法＝ -(e(y） 一 f(x))

2. for k = L + 1, L, .. 

计算参数梯度：

δL(f(x),y） δ － In f(x )” b 1 ｛δ 一 Inf(x) v \ T 
寸百「＝寸F」＝俨l(x) lτ巧了:L)

(9.23) 

θL(f(x), y) ＿ δ － lnf(x)y ＿ δ － lnf(x)y 
δbk obk oak(x) 

(9.47) 

计算第k-1隐藏层的激活和预激活秘皮

δL(f（吟，y) - k+t ｛~ - I时（~＼
1~τ云寸寸LI (9.38) δhk(x） 飞。α十l(x) ) 

(9.45) 

δL(f（吟， y） δL(f(x),y) 1 飞
丁~γz丁~γ× （g'(ak(x)1). 9’（αk(x)z ), .... 9’（αk(x)n. )) 

图9.7 反向传播算法流程
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9.4 深度学习训练的难点

随着深度学习被广泛应用于生活中的各个领域，伴随着各种突破性进展的同时，

深度学习面临的各种困难也成为当前的研究热点，本节来对几个常见的难点问题进行

办钮
J”$斗 。

9.4.1 欠拟合一一梯度消失

梯度消失（ vanishing grad ient ），也称为梯度弥撒，仍然是深度神经网络训练过

程中所面临的最大挑战之一。 梯度消失是如何产生的呢？梯度消失产生的源头就在于

激活函数。 回顾前面参数的求导过程，考察式（9.39）和式（9.40） ，对预激活输出求导

都牵扯到激活函数的导数，传统的激活函数及其导数，如sigmoid函数和tanh函数，

如图9.8和图9.9所示。

f(x) = T7"'::ι一 ｜
λp(-x） 叶

f ’(x) = f(x)(l - f(x)) 

图9.8 sigmoid函数及其导数，吨moid求导后， 其导数的取值范围为 ［0. 1/4]

exp(x) -exp(-x) 
f(x) = 

exp(x) +exp(-x) 
f ’(x) = 1 - f(x)2 

. 
叫
1
1
1
J肌j1
1
1

叫：
i

！

图9.9 tanh函数及其导数， tanh求导后，其导数的取值范围为 ［0.1)

它们的导数取值范围都小于1。 IV. sigmoid函数为例， sigmo id函数的取值范围为

[o.~］ ，也就是说，当对激活函数求导后旦出的取值都要比上一层减少1，可以想
oak(x); 

象，梯度的计算是随着层数的增加而呈现指数级的递减趋势，离输出层越远，梯度减
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少越明显，例如当有3个隐藏层时，到达旧时，它比h3要减少至少G)3 ＝击，如图9.10所
刁亏。

旦旦旦:22.= g’仨旦坠 ~ 1 o - lnf(x)y 

产λ～飞

匹斗卧~.←：囚一曰：叫囚~←巳回
＼～γJ 

但出2-g节在2l

吁’（叫尸（斗驴））＝巾吨’非法ll))
，／…＂~＇ o - lnf(x）ν飞 t I…... o - lnf(x）八

=g 1w, .. ··－~1毛一l w, .. －－－τ一~，\.. iJh2 x); ｝ 飞 16 ＼….. oh2(x), J 

图9.10 梯度沿着反方向逐步递减

以Minist数据集为例，假设网络模型含有3个隐藏层，输入层到输出层的神经元个

数分别为784 、 so 、 so 、 so 、 10 。 为了观察梯度消失的效果，可以考察参数梯度的变

化，参数梯度向量的模可以反映出该参数学习速度的快慢， 118112越大，学习速度越快；

反之，学习速度越慢，如图9.11所示。

1电萨

初始值；

ld..J~ ，）＼ ........… 

隐藏层j l 

10吟斗·＇；＂·……….（.…… .. + ... . .:-:::;: 
\ ; 一 l 隐藏的

10-4 ~ ..... \., ..… 

隐藏应13

1吨
1” 刻目B 都沁 “坦白 ”。N‘m也臂，fe”则将 aftr事i州白’

图9.11 观察3个隐藏层的梯度初始值和梯度变化，越靠近输出层的隐藏层它们的梯度值越大，也就

是梯度的变化越明显，旦越靠近输出层的隐藏层收敛更快
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如何防止深度神经网络训练的梯度消失问题，或者说如何提升深度网络的训练效

果，是当前深度学习一个非常热点的研究领域，并且取得了很多很好的效果，下面来

考察当前几种常用的技巧。

·采用更合理的激活函数，如ReLU 、 maxout[2l来取代传统的sigmoid函数系激活

函数，这在一定程度上缓解了梯度消失的问题。

• Batch Normalization ： 是Google在2015年［5］提出的一种改进SGD算法的优化策

略。 BN由ZCA标准化层和重参数化层构成，如图9.12所示。

Batch Normalization 
「_A_「

重参数化层

图9.12 Batch Normalization效果图

ZCA标准化层是标准化预激活输出，使得输出的每一个维度都服从标准正态分布

的形式，即均值为0，方差为1。 比如当前的预激活输出为f(w,x） ，则ZCA标准化的计

算公式为 ：

f(w,x） 一 μ
广（w,x) ＝「「一

〉σ~ + E 
(9.48) 

重参数化层主要是对标准化后的预激活输出结果执行scale和shift操作，如式

(9.49）所示：

y(w,x) ＝ α户（w,x)+/3 (9.49) 

重参数化使得新的输出值有任意的均值和方差，这样梯度消失和非线性激活不再

是一组矛盾关系，模型能够实时根据训练数据来动态决定激活层的非线性表达能力。

关于BN更详细的解析读者可以参考文献［5］ 。
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·深度残差网络（ Deep Residual Network ） ： 将深度残差网络与卷积神经网络

相结合的网络模型也简称为ResNet。 它是微软研究院在2015年［3,4］提出的一种

新的训练模式，深度残差网络的深度惊人，从原来的数十层提升到152层，深

度远远超过了之前的深度网络结构，针对小数据更是设计了1001层的网络结构。

第8章讲解激活函数时，提到激活函数如果是线性函数，那么将没有任何意义，

即使再深层的网络也是等价于单层感知机，但如果增加的层是近似的单位映射，

或者增加了某些干扰因素，由多个这样的近似单位映射构成残差单元，这些单

元的残差组合能够近似某个复杂的函数。 具体应用在CNN网络时，残差单元是

由多个卷积层级联的输出和原有输入元素间相加，再经过ReLU激活后得到，如

图9.13所示。 更详细的原理分析可参考文献［3］ 。

x 

.F(x) x 
identity 

图9.13 残差单元（图片摘自参考文献［3])

9.4. 2 过拟合

过拟合（ overfi忧ing ）是机器学习领域常见的难题。 过拟合一般是指在模型选择

中，选择的模型参数过多，导致对训练数据的预测很好，但对未知数据的预测很差的

现象。 神经网络，尤其是在深度神经网络领域，网络的层数更深，结构也更复杂， 一

般能达到数十层甚至上百层，而训练样本往往相对较少，过拟合的问题会更加严重。

正则化是机器学习中常用来解决过拟合的技巧。 较为常见的正则化方法包括：对

单模型，比如当验证集的效果变化不明显的时候可以提前终止迭代，或者采用L1正则

化和L2正则化等。 对多模型，可以利用boosting来集成提升，但在深度学习中，这种

方法是不现实的，因为单个模型的训练已经非常复杂耗时，并且即使训练出多个网络

模型，也难以在实际环境中做到快速集成。

Dropout结合了单模型和多模型的优点，在2014年由Hinton等人提出［句，它是当

前深度学习领域解决过拟合的强有力的武器。 如果不考虑时间复杂度，可以通过训练
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多个不同的网络模型来集成提升效果，网络结构之间差别越大，提升效果也会越明显，
可以假设一个神经网络中有n个不同神经元，那么相当于有zn个不同的网络结构，如
图9.14所示。

图9.14

Dropout的思想是每一迭代的过程中，会随机让网络某些节点（神经元）不参与
训练，同时把与这些暂时丢弃的神经元（如图9.15所示的黑色结点）相关的所有边全
部去掉，相应的权重不会在这一次迭代中更新，每一次迭代训练都重复这个操作。 需
要注意的是这些被丢弃的神经元只是暂时不做更新，下一次还是会重新参与随机化的
Dropout。

• ~－ 

c;;-, .. 
图9.15 Dropout效果图

Hinton给出了Dropout随机化选择的概率，对于隐藏层，一般取p = 0.5 ， 在大部
分网络模型中，能达到或接近最优的效果，而对于输入层，被选中的概率要比被丢弃
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的概率大，一般被选中的概率大约在p = 0.8 。 在具体实现的时候，并没有对输入层做

Dropout，在隐藏层取概率为0.5来进行正则化。

从理论角度来说，这个做法的巧妙之处在于，每一次的训练，网络都会丢弃部分

的神经元，也就是相当于每一次迭代都在训练不同的网络结构，这样同一个模型多次

Dropout 迭代训练便达到了多模型融合的效果。

Hinton在其论文中还对Dropout给出了一种很有意思的生物学的解析，也就是为

什么有性繁殖会比无性繁殖更能适应环境的变化，无性繁殖从母体中直接产生下一代，

能保持母体的优良特性，不容易发生变异，但也因此造成了适应新环境能力差的缺点，

而为了避免环境改变时物种可能面临的灭亡（相当于过拟合），有性繁殖除了会分别

吸收父体和母体的基因之外，还会为了适应新环境而进行一定的基因变异。
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自编码器是一种无监督的神经网络模型，其核心的作用是能够学习到输入数据的
深层表示。 自编码器在早期有一个非常重要的应用，就是用来初始化神经网络的权重
参数，实践证明，这种通过逐层预训练（ Layer-wise pre-training ）加微调（ fine-tuning ) 
得到的初始化参数要比传统的对称随机初始化参数效果好［I ］ ， 更容易收敛，并且在一
定程度上缓解了BP算法在深层网络训练中出现的梯度消失问题。 事实上，这种预训练
的方法正是深度学习在2006年兴起的核心技术［2］ 。 但后来，随着深度学习研究理论的
不断发展，有很多先进的技巧被提出，并且效果都比逐层预训练好，包括Batch
Normalization、深度残差网络等，尤其是残差网络的提出使得训练任意深度的网络成
为可能。

当前自编码器的主要应用有两个方面，一是特征提取；另一个是非线性降维，用
于高维数据的可视化，与流形学习（ Manifold Learning ）关系密切。 本章将探讨几种
常见的自编码器及其变种网络，简要介绍它们的原理和应用。

10.1 自编码器

自编码器（ AutoEncoder，简称AE ） ， 是在20世纪80年代被提出的一种神经网络
模型［匀，最原始的AE网络是一个三层的前馈神经网络结构 ， 由输入层、隐藏层和输出
层构成，如图10.1所示。
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如图10.1所示，首先对AE网络的结构与符号进行定义：对输入层，用小写字母x来

表示，满足x = {x11 ... ,Xn}, n表示输入层的神经元个数， xi表示输入层的第i个神经元

取值，在图中用空心圆来表示。 隐藏层用小写字母h来表示，满足h = {h11 ... , hm}, m表

示隐藏层的神经元个数， hj表示隐藏层的第j个神经元取值，在图中用实心圆来表示。

输出层用小写字母£来表示，其中£＝｛右，．．．，瓦｝，输出层的神经元个数与输入层的神

经元个数相同，在图中用空心圆来表示。

χ 

x 

图10.1 自编码器结构图

整个AE由下面两个操作构成：第一个操作是数据从输入层到隐藏层的过程，我们

称为编码（ Encoder ），其过程如式（10.1）所示：

h(x) = f(WTx + b) (10.1) 

其中， f是激活函数，第二个操作是从隐藏层到输出层的过程，称之为解码

(Decoder ），其计算过程如式（10.2）所示，其中如果w·的取值满足wT = w· ，称为tied

weights。

元＝ f((W•)Th(x) + C) (10.2) 

AE是一个元监督学习的网络，其学习目的是将输入层数据x通过转换得到其隐藏

层的表示h（功，然后由隐藏层重构，还原出新的输入数据元。 AE的训练目标就是使得

重构后的数据f能够尽量还原输入层数据x。 由此，得到构建AE的损失函数：对于二值

神经网络，也就是输入层的每个神经元只能取值0或1，那么损失函数通常由交叉’脑来

定义：

肌仇中－Icxklog右＋ (1 - xk) log(l - Xi;)) （川
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10 自编码器及其相关模型

若输入神经元是一个任意实数，则通常采用均方误差来定义损失函数：

肌札c) ＝；二Cxk - x,Y (10.4) 

利用梯度下降等最优化算法，可以求解出模型的最优参数W、 b和c。 最后，从上
面的分析中可以发现自编码器的核心设计是隐藏层，隐藏层的设计有两种方式，
如图10.2所示。

( l ）当隐藏层神经元个数小于输入层神经元个数时，称为undercomplete。 该隐
藏层设计使得输入层到隐藏层的变换本质上是一种降维的操作，网络试图以更小的维
度去描述原始数据而尽量不损失数据信息，从而得到输入层的压缩表示。 当隐藏层的
激活函数采用线性函数时，自编码器也被称为线性自编码器，其效果等价于主成分分
析（ PCA ）。

( 2 ）当隐藏层神经元个数大于输入层神经元个数时， 称为overcomplete。 该隐藏
层设计一般用于稀疏编码器，可以获得稀疏的特征表示，也就是隐藏层中有大量的神
经元取值为0。

h 

x 

(a) (b) 

图10.2 自编码器隐藏层的两种设计形态 ， （a） 图undercomplete, (b）图overcomplete

10.2 降噪自编码器

降噪自编码器（ Denoising Autoencoder，简称DAE ），由 Bengi。在2008年提出凹，
其目的是增强自编码器的鲁棒’性 。 自编码器的目标是期望重构后的结果输出£与输入
数据x相同，也就是能够学习到输入层的正确数据分布。 但当输入层数据受到噪音的
影响时，可能会使获得的输入数据本身就不服从原始的分布。 在这种情况下，利用自
编码器得到的结果也将是不正确的，为了解决这种由于噪音产生的数据偏差问题，我
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们提出了DAE的网络结构，如图10.3所示。 与自编码器相比， DAE在输入层与隐藏层

之间添加了噪音处理，得到新的经过处理后的噪音层数据为定，然后按照这个新的噪

音数据Z进行常规自编码器变换操作。

x 

x 

x 

图10.3 降噪自编码器结构图

注意， DAE的损失函数与AE的损失函数是一样的，也就是说DAE的输出层仍然是

最大限度地还原输入层x，而不是经过噪音处理后的噪音层数据元，则损失函数仍然满

足：

L(W, b, c) = 
- Icxklog右＋ (1- xk ） 刷一右）） 凡是一进制

（
句

x n
y
f但

1
-2 其他

从输入层x到噪音层芜的处理方式有很多，最常用的方式是mask noise 。 设置一个

噪音阔值p，满足O<p<l，每一次生成一个大小从0到1的浮点数r，当r <p时， 令

玩＝ 0；否则令玩＝码，现设p = 0.3 ， 则从输入层x到噪音层芜的过程如图10.4所示。
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从输入层diJ噪音层f的变化

其 他构 建 茸的方式还包括 高斯噪音（ Gaussian noise ），它满足
主＝ x + Normal(0,1） 。 DAE之所以具有更好的鲁棒性，我们可以通过下面的流形解析
来理解［句。 假设原始数据x的分布是如图10.5所示的流形曲线，经过噪音p（到x）处理后，
得到的主将偏离于流形曲线，然后通过三层的自编码器来重构数据x，重构的过程相当
于将£重新投影回流形曲线上，由于军与真实分布之间有偏差，从而增强了网络对数据
噪音的容忍度。

图10.4
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·飞i \ I / 

＼飞／
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XHX × . 

在二维空间中的一维流形分布图10.5

核式自编码器

战式自编码器（ Stacked Autoencoders，简称SAE ），也被称为堆枝自编码器、堆
叠自编码器等。 在第1章已经介绍了深度网络对输入数据的处理是一个分层的过程，
即从原始数据开始，得到简单的边缘表示，然后在此基础上构建更复杂的结构表示。
单个自编码器通过三层结构能够将输入层x抽象为隐藏层表示h，那么一种很自然的想
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法是将多个自编码器进行叠加，利用上一层的隐藏层表示作为下一层的输入，得到更

抽象的表示。 具体来说，对第i个自编码器进行训练，得到其输入层数据xi的隐藏层表

示厅，以及输出层去。 在此基础上，构建第i + 1个自编码器，井丢弃第i个自编码器的

输出数据F，以hi作为第i + 1个自编码器的输入数据，贝1Jxi+1 = hi ，重复执行这个操

作，将多个自编码器逐层叠加，得到如图10.6所示的SAE结构表示。

hl - h2 h"-1 …. h" ..... ... 
图10.6 梭式自编码器结构

SAE的一个很重要应用是通过逐层预训练来初始化网络权重参数，从而提升深层

网络的收敛速度和减缓梯度消失的影响。 对于常见的监督学习， SAE通过下面两个阶

段作用于整个网络。

1 . 逐层预训练

逐层预训练是指通过自编码器来训练每一层的参数，作为神经网络的初始化参数，

以图10.7为例，图中包含一个输入层 （ x ）、两个隐藏层（ hl，川 ）和输出层（ 0 ），网

络模型参数包括：｛W1，肘， wz，肘， W3, b 3 ｝ 。

输入层

图10.7 一个4层的前馈神经网络

通常，神经网络隐藏层的权重参数初始化一般采用文献［ l ］提出的方案，即当激活

函数采用tanh函数时， W的初始化随机值满足式（10.5）所示的均匀分布采样，其中

input5i e表示由W连接自9两个网络层中输入层的神经元个数， outputsize表示输出层的

神经元个数。
/’

SEEt

-\ 
m va nu FE n u w 6 I 6 \ 

inputsize + outpu川tsi e ，、／ inputsize + outputsize } 
(10.5) 
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当激活函数采用sigmoid函数时， W的初始化随机值满足式（10.6）所示的均匀分布
采样：

I I 6 I 6 \ W ~ uniform! - 4 × I. ,4 × I I c10.6) \ ... I mputsize + outputsize ... I inputsize + outputsize J 

利用逐层预训练的方法，首先构建多个自编码器，每一个自编码器对应于一个隐
藏层，对于图10.7所示的前馈网络，可以构建如图10.8所示的两个自编码器。

(b) 

图10 .8 为图10.7构建对应的两个自编码器，用于预训练参数｛Wl, bl, w z, bZ) 

其中，（a）图对应的是第一层隐藏层旧的自编码器，输入层与前馈神经网络的输入
层一致，输出层是输入层的重构走。 （b）图对应是第二层隐藏层旧的自编码器，输入层
是第一层隐藏层h1的值，输出层是对州的重构F。 从左到右逐层训练每一个自编码器，
用训练后的最优参数作为神经网络的初始化参数。

如果考虑到模型的鲁棒性，防止数据受噪音的影响，可以将AE变为DAE，这样由
多个DAE叠加的械式自编码器，也称为核式降噪自编码器（ Stacked Denoising 
Autoencoders，简称SDAE ）。

2. 微调

经过第一步的逐层预训练后，得到了网络权重参数更加合理的初始化估算，就可
以像训练普通的深层网络一样，通过输出层的损失函数，利用梯度下降等方法来迭代
求解最优参数。
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10.4 稀疏编码器

本节介绍另外一种自编码器的变种网络：稀疏编码l5l ( Sparse Coding ）。 由于稀

疏编码器能够学习到输入数据的稀疏特征表示，因此当前被广泛应用于无监督的特征

提取学习中。 下面首先给出稀疏编码的数学定义 ： 稀疏编码的网络结构与自编码器一

样，同样是一个由三层结构构成的前馈神经网络，在稀疏编码中，期望模型能够对任

意的输入数据xt，得到隐藏层表示ht，以及输出表示F。 并且xt 、 ht和？满足下面的

两个性质。

( 1 ）隐藏层向量是稀疏的，则向量ht有尽可能多的零元素。

( 2 ）输出层数据？能够尽可能还原输入层数据xt 。

设现有由T个训练数据构建数据集｛x1.x2, .. . ,x勺，稀疏编码的目标是求取最优的

矩阵D和隐藏层ht，使得模型满足上面的两个性质，用数学表达式可以表示为 ：

、‘
，
，
，

叮J
nu 4i 

r
I

、

、
、
1
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1
1
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其中， D表示隐藏层到输出层的权重参数矩阵，满足Dht =Xt，矩阵D也被称为

“字典”，大小为n × m维， m是隐藏层向量的大小， n是输出层数据的大小。 如果将矩

阵D写成列向量组的表示形式，贝iJ满足 ：

D = （φ1， φ2• ... ， φm) 

φt是n维向量，刻画了从输入数据学到的不同特征表示，对应的隐藏层神经元hf描

述了φt对数据xt的重要性贡献，它们之间的关系可以表示为：

~？＝三阳 (10.8) 

其中hf有大量元素为0，如果得到如图10.9的结果，那么对应的隐藏层向量为：

ht = (0,0.3,0, .. . ,0,0.5,0, ... ,0,1,0, ... ,0,0.8,1,0, ... ,0.5, ... )T 。

7 = 0. 3 食 r + o.s* 7 + 1 舍 ’ ＋ o.a * Z I + 1 * ,, ’ + 0.5 * • 

h~ φ2 h~ φB hfi φ12 h；。 φ20 h~l φ21 h；。 φ30

图 10.9 输入数据的稀疏编码表示

250 



10 自编码器及其相关模型

式（10.7）由两个最小化构成，首先单独考察每一个最小化的求解。 设D己知，隐

藏层ht由式（10.7）的内层最小化公式求得，则满足 ：

ht ＝叩inGllxt 一 Dhtll22 ＋ λ｜｜川1/) (10.9) 

考察式（10.9），函数的最小化由两部分构成，其中m叶 llxt - Dhtll归自编码器
的原理一致，是为了保证输出层数据F能够尽可能还原输入层数据xt ，称为
reconstruction error。 minλllhtll12是为了能够让向量ht有尽可能多的零元素，称为
sparsity penalty。 两个函数的图像如图10. 10所示。

忌。

... 
,.. 

O.OL • _,…" 
(a) (b) 

图10.10 (a）图reconstruction error的函数图像， (b）图sparsity penalty的函数图像

要最小化式（10.9），可以利用梯度下降法来求解，设损失函数为：

削＝ ~ ll xt - Dhtllz 2 ＋ λllhtll12 

式（10.10）对ht求导，得 ：

'Vht(L(x吩＝ DT(Dht - xt) ＋ λ × sign(ht) 

设ht = （时，时，... ,hf,JT，对ht的每一个隐藏层神经元叫单独求导，有：

元（L(xt)) = (D .,kf肌xt) ＋ λ × sign(hD 

(10.10) 

(10.11) 

(10.12) 

但由于1－范数在0处不可导，解决方法是比较sparsity penalty的求导结果是否改

变了叫的符号，具体来说就是首先将reconstruction error的求导结果用于更新h；，则
式（10.12）等式右边的第一项，有：

ht<= h卜 α × （D.,k)T (Dht - xt) (10.13) 

然后考察sparsity penalty的求导结果，比较叫一 α × λ × sign(hD与吨的符号，

若不相等，则直接将叫的值设为0，即：
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创gn(h~ 一 α × λ ×到gnChD) ＊ 咆n（时）＝珍叫＝ 0 (10.14) 

否则，令 ：

h~ = h~ － α × λ × sign(hD (10.15) 

将上面的处理方法称为迭代阔值缩减算法 （ Iterative Shrinkage Thresholding 

Algorithm ， 简称！STA ), M的迭代更新如算法如图 10.11所示。

算法10.1 !STA 

1. 初始化ht= (0,0,…,O)T 

2. 当 ht没有收敛时，重复执行下面的是新操作：

ht<== ht 一 α × DT(Dht - xt) 

ht <== shirnk(ht， α × λ） 

3. 输出 ht

图10.11 ISTA算法对ht的迭代更新过程

其中， shrink函数的表达式如下所示。

shrink（肉， bi)= sign （αi）× max( Iαd 一句， O) (10.16) 

式（10.16）的 结果实际上是式 （10.14）和 式（10.15）的 组合，设 bi= 1 ，则

shrink（叭， bi）的取值与内的关系如图10.12所示。

shrink( a;, b;) 

。「 ·”·”’－ -, 

-1 

b; = 1 

αt 

图10.12 shrink（肉， bi)的取值随着饨的变化图

接下来考察式（10.7）的外层最小化，当固定ht时，应该如何求取字典D呢？ D通过

最优化下面的损失函数来得到：
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咐去叫
由于固定ht ， 因此可以忽略1一范数，则重新整理后的目标函数为：
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同样可以利用梯度下降法求解，将（10.18）式对D求导，满足 ：

主 （L伽η）＝；二（xt - Dht)(ht)T (10.19) 

这样对参数D的更新策略为：
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D 

同时可以将D的列向盘矶，j进行规则化操作，满足 ：

D.; 
D · ＝ 一一」－•J llD •. jll 

事实上，对字典D的求解除了可以利用梯度下降算法求解外，可以考察另一种最

优化算法： block coordinate descent。 利用极值存在的必要条件，将式（10.18）对D求

导，并令导数为0，有 ：

(10.21) 

T 

ak(L(D,x 

白二（x＇一（~ n.,hf）叫时＝ 0

件二（x＇一（~ D.,,hf）） 可＝二 D.i时）2

~ D •. j =I命；十梧州
令：
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A (10.23) 

(10.24) 

把式(10.23）和式（10.24）代入式（10.22） ，可化简得 ：

D • .j ＝~ (B j 一帆 ＋ D JAj.j) (10.25) 

最后用式（10.21）对字典进行规则化，这样得到了另一种求解字典最优解的迭代方

法。

前面我们固定D ， 求解出ht的最优解，如式（10.16）所示。 然后同样固定ht，得到

参数D的最优解，如式（10.25）所示。 假设的前提是ht与D是独立的，但事实上这个独

立性并不存在，要求解式（10.7）的最优化问题， 可以采用EM算法的思想。

• E步：利用LSTA算法求解出在当前的字典D条件下，最优的隐藏层表示ht。

• M步：利用block coordinate descent算法求解出最优的字典D。

重复上面的过程，将得到式（10.7）关于ht和D的最优解。 文献［6］ 比较详细地分析

了稀疏编码的求解过程，读者可自行查阅。 此外，前面的讲解都是基于batch的批量

最优化求解 ， 对于大数据量的运算效率比较慢 ， 对于稀疏编码的参数实时更新策略，

读者可以参考文献［7］ 。

10.5 应用： cifar10图像分类

本节将把前面介绍的三种网络模型 ： 单层感知机、 多层感知机和战式向编码器应

用至Jlcifar10罔像分类小， cifor10图像集由多伦多大学的Geoffrey H inton教授等人收集

整理。包含了60 000张大小为32 × 32的彩色图像其中50 000张作为训练数据， 10 000 

张用于测试数据。 50 000张训练图片又分为5个子集，分别命名为da ta_ba tch_l～5。 每

个子集都包含正好10 000张图片， cifarlO包含的图片类别如罔10.13所示 ：
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图10.13 cifarlO图像集示例

每一个batch图像集被序列化为Python的pickled对象，使用下面的代码来反序列

化数据，函数的返回值是一个字典， 字典包含了下面的两个元素：

• data ： 一个大小为10 000 × 3 072的numpy数组， 每一行代表一张彩色图片数

据集，其中前1024个值代表R通道的数据，后面1024个值代表G通道数据，最

后的1 024个值代表B通道数据。

• label ： 一个大小为10 000的列表，列表中的每一个元素是0～9范围内的整数值，

代表该图像的类别。

def unpickle(file): 
import cPickle 
fo = open(file,’ rb’ ) 
diet = cPickle. load (fo) 
fo. close() 
return di et 

cifar10图像集的baseline为0.1 （全部测试数据估值为猫类别），我们分别测试了

＝种不同的网络模型的分类效果，各模型的超参数设置如图10.14所示：
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模型

~知机

多层感知机

钱式自编码器

起参数

Leaming rate: 0.创xx附001; L1: 0.0, 1.2: 0.0 

epoch:1仅以 ba时l_size: 100 

I剧ming rate: 0.α）（）1; L1: 0.0, 1.2: 0.01 

llidden Layer size：共两层，大小分别是1 创）（）和1 仪）（）

epoch: 1000, ba优h_size: 100 

Leamingra能： 0.“）（）1; Lt: 0.0, 1..2: 0.01 

llidden Layer size: 共两层，大小分别是1 仪附和1 仪）（）

ba优h size: 100 

Pre-training叩悦h: 200; fine-tune epoch: 1 仪）（）

图 10 .14 三个网络模型的超参数设置

为了体现SAE相比MLP的优势，将校式自编码器的超参数设置为与多层感知机相

同， 包括学习率、正则化参数以及隐藏层的神经元设置，然后在此基础上 ， 将SAE的

预训练迭代次数设置为200 。 全部模型运行在GTX 1070显卡上，得到的分类错误率如

图10.15所示，读者可以在本书配套的Github网站上下载不同模型的实现代码。

分韭错误串

C侬》ch

图 10.15 按照图10.14进行网络参数设置后， 不同模型对应的分类错误率。 由此发现， MLP和SAE在

性能上都要比单层感知机有了明显进步， 而SAE经过预训练的处理后， 其效果要略优于MLP
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深度学习研究的对象是具有深层表示的学习模型，它实际上是由两种不同的类型

构成 ： 第一种类型是以神经网络为核心的深度神经网络； 第二种类型是以概率图模型

为核心的深度图模型。 前面已经介绍了几种常见的深度神经网络模型，本章将介绍深

度学习的另－种形态， 即深度概率图模型。

回顾第5章，我们介绍了概率图模型的相关知识点，本章将，介绍一种常用的深度

图模型一一玻尔兹曼机 （ Boltzmann Machine，简称 BM ）。 它是马尔科夫无向图网络

中的一种，以顶点表示随机变量，边表示变量间的依赖关系。 在深度学习领域中，玻

尔兹曼机与自编码器一样，是深度学习中常用的预训练模型和无监督学习模型。 本章

将在第5章的基础上，深入分析玻尔兹曼机，尤其是受限玻尔兹曼机的表示、推断和

学习理论，并介绍受限玻尔兹曼机在协同过滤推荐场景下的应用。

在本章中，受限玻尔兹曼机（包括玻尔兹曼机），既可以被看成是神经网络结构，

也可以被看成是概率图模型，为了在后面的讨论过程中，让读者不会产生概念上的误

解，本章把“神经元” “随机变量”和“节点”这三个概念看成是等价的术语。

11.1 玻尔兹曼机

玻尔兹曼机，是一种典型的无向概率图模型，住l Geoffrey Hinton和Terry Sejnowski 

在1985年提出［2］ 。 BM网络的结构非常简单，如图11. 1所示， BM是一个完全团结构，
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所有的结点通过无向边相连，它将节点集划分为可视层节点集V和隐藏层节点集H。

其中可视层，也称为输入层，用于接收可观察的样本数据集合；隐藏层则是对输入数

据的抽象，通常能起到隐特征提取、降维等作用。

首先对网络的结构与符号进行定义：对可视层节点集，一般用大写字母V来表示，

V的一个具体取值用其小写字母v来表示，其中v ＝｛叫，... ,vn}, n表示可视层的神经元

个数， vi表示可视层的第i个神经元取值，在图中用空心圆来表示。 隐藏层节点集一般

用大写字母H来表示， H的一个具体取值用其小写字母h来表示，其中h = {h1, ... ,hm}, 

m表示隐藏层的神经元个数， hj表示隐藏层的第j个神经元取值，在图中用实心圆来表

示。 图11.1展示了一个简单的BM网络结构图，图中由4个可视层神经元和3个隐藏层

神经元构成，并且任意两个节点都有边相连，构成一个完全图结构。

b2 

az 

图11.1 玻尔兹曼机

BM具有强大的无监督学习能力，能够学习到输入数据中复杂的规则。 但是无差

别的全连接结构，使得其训练的代价非常昂贵。 因此，在实际的应用中，更多采用的

是它的一种简化版变种网络：受限玻尔兹曼机。

为了解决BM网络训练代价高的问题， Paul Smolensky在1986年提出了一种简化

的BM结构。 在这种网络结构中，仅保留了可视层神经元与隐藏层神经元之间的连接，

但可视层神经元之间，以及隐藏层神经元之间互不相连，这样就把网络结构从完全图

简化为完全二分图，因为这种网络结构是在玻尔兹曼机的基础上进行一些限制性的改

造，因此，把这种网络结构称为受限玻尔兹曼机，或限制玻尔兹曼机

( Restricted Boltzmann Machine 简称 RBM ），图 11.2展示了对图11.1进行改造后所对

应的RBM网络结构模型。
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b1 b2 b3 

隐草草~

可视层

α1 a2 U3 U4 

图11.2 受限玻尔兹曼机

RBM的每一个可视层神经元的输入数据类型，可以取二进制数值0或1，也可以取

任意实数值。 隐藏层单元是用来提取可视层数据的隐式特征， 一般是二进制数值，当

神经元的值为1的时候，称神经元处于激活状态；当神经元的值为0的时候，称神经元

处于非激活或抑制状态。 隐藏层单元的取值服从伯努利分布。 在本书中，只探讨可视

层和隐藏层都为二进制的二值神经网络模型。

上面给出了RBM的网络结构表示，但要确定一个完整的RBM模型，还需要下面的

3组参数。
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·可视层神经元与隐藏层神经元的连接权重参数W，如果可视层含有η个神经元，

隐藏层含有m个神经元，贝LlW是一个n × m维的矩阵， Wij表示vi与hj的连接权

重。 通常也记Wi,• = (Wiv Wi21 ... , Wim)T表示所有隐藏层神经元与vi相连的权重

参数向量。

w = ［~： :·:.: ：~：l (11.1) 

·可视层神经元的偏移量参数α， α是一个η维向量，其中αt表示可视层神经元町的

偏移量。

a ＝（α1， αz, ...， αn)T (11.2) 

·隐藏层神经元的偏移量参数b,b是一个m维向量，其中bj表示隐藏层神经元hj的

偏移量。

b = (b11 b2, ... , bm? (11.3) 
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11.2 能量模型

RBM是一个特殊的元向概率图模型 ， PGM的元向图表示是通过最大团的因子分解

来定义，本节也将首先探讨如何构造RBM的最大团的势函数，如果读者对PGM的相关

知识点还不太熟悉，请仔细阅读第5章的知识或相关的概率图模型教材［！］，本节的很多

内容和概念都与PGM紧密相连。

RBM的概率分布通过能量来定义。 能量模型（ Energy-Based Model ）是概率图中

一种具有普适意义的模型，能量的概念来源于物理学和热力学 ， 用来描述一个物体的

稳定性。 我们把能量的概念引人到机器学习领域，并通过下面三个步骤转化为变量的

概率分布：首先是定义变量集的能量函数， 然后根据能量函数得到每一个子团的势函

数，最后根据无向图的马尔科夫独立性把势函数转化为随机变量的概率分布。 下面就
按照这个步骤来分析从能量函数到概率分布的过程。

11.2.1 能量函数

能量模型通过为随机变量集合定义一个能量值（标量），从而捕获该集合中随机

变量间的依赖关系。 形式化来说，对形如图11.2的RBM网络模型，需要为随机变量集

合｛vi，问｝分配一个能量值，其表达式如下所示。

E （饨，句） = f(wii，肉， bj) (11.4) 

其中W、 α 、 b的定义请参考式（11.1）到式（11.3） 。 对于RBM模型 ， 它的能量函数

是一个线性模型，式（11.4）的具体形式可以表示为 ：

E （屿， hj) ＝一句× vi 一句×句 － vi × Wij ×问

同理，也可以为全体变量集｛v，的配置一个能量函数f(W， α，的，即：

E巾， h) = f(W, a,b) 

仿照式（11.5）的线性表示，把上式转化为 ：

E川 ＝ f(W,a,b) = - L向叫

式（11.7）也可以写成更简洁的矩阵形式 ：

(11.5) 

(11.6) 

E(v,h) ＝ 一αT × V-bT × h-VT × W × h (11.8) 
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现在考察能量函数的意义，从物理学的角度出发，能量越大，则物体越不稳定；

反之，能量越小，则物体越稳定。 从概率统计的角度来看，如果一个随机变量组合被

认为是合理的，则该变量组合也就越稳定，那么它应该具有较少的能量，也就是在所

偏好的变量取值上有较小的能量值。

上面的表述从字面来理解有点抽象，下面以式（11.5）为例来说明能量函数的具体

意义。

·固定向× vi和乌×句，考察vi × wij ×问项。 当Wij > 0时， E(vi = 1，句＝ 1）取

最小值，因此此时的能量配置使得网络偏好于1气和l hj都取值为1，即vi和hj同时

取1的概率比较高。 同理，当Wij < 0时， E(vi = 0，句＝ o）取最小值，也就是说

此时的能量配置使得网络更偏好于川和屿， 至少有一个随机变量取值为0，即vi

和hj至少有一个为0的概率比较高。

·固定vi × wij × hj和马×屿，考察αi ×町，叫是对应于可视层神经元vi的偏移量，

当αi > 0时，有E(vi = 0，句）＞ E(vi=l，咐，也就是说此时的能量配置使得网

络更偏好于町的取值为1 。 当引＜ 0时，有E(vi = 1，句） > E(vi = 0，均），此时
的能量配置使得网络偏好于町的取值为0。

·固定vi × Wij X hj和内×町，考察bj ×句， bj是对应于隐藏层神经元hj的偏移量。

当句＞ 0时，有E（饨，句＝ 0) > E(vi,hj = 1），因此此时的能量配置使得网络偏
好于句的取值为1。 当马＜ 0时，有E（吨，句＝ 1) > E （町，句＝ o）， 因此此时的

能量’配置使得网络偏好于hj的取值为0。

上面给出了参数的取值对网络偏好的影响，前面的分析是单独考察了式（11.5）的3

个不同部分参数对能量值的影响，以及不同取值下的网络偏好，但需要提醒读者的是，

这三者间是相互影响的一个整体，上面的例子只是帮助大家更好地理解能量函数的意

义，即：期望在所偏好的变量取值组合上有较小的能量值。

11.2.2 从能量函数到势函数

回忆PGM介绍的势函数概念，无向概率图模型为图中的每一个最大团集合定义了

势函数，势函数是一个非负函数，描述了变量集合间的相互关系。 读者可能已经观察

到，势函数概念的表述与能量函数的定义非常相似，唯一的区别在于，能量函数的取

值范围可以是任意实数值，而势函数是一个非负函数，为了满足非负性的特点，我们

使用指数函数来定义势函数，即：
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ψQ(xQ) = e-E(xQ) (11.9) 

其中Q表示图中的一个最大团集合， XQ表示该团集中包含的所有随机变量（神经

元）。 考察RBM网络的团结构，不难发现任意一个可视层神经元vi和任意一个隐藏神

经元句构成的集合｛屿，句｝就是RBM的最大团，如图11.3所示。

图11.3 RBM的团划分

考察任意－个最大团｛町，咐， i = 1,2, ... ,n,j = 1,2, .. ,m，它的势函数公式可以通过

把式（11.5）的能量－函数代人式(11.9）得到，满足：

ψQ(vi,hJ =ea川1+b川j+Vi叫 (11.10) 

11.2.3 从势函数到概率分布

在马尔科夫网络中，多个变量之间的联合概率分布是基于“最大团”分解为多个

势函数的乘积。 形式化来说，假设在RBM网络中，所有团构成的集合为C，对于C中的

任意一个最大团Q, Q εc，它所包含的节点集合记为XQ ， 模型的联合概率分布P(v，的

定义为：

ny 
x 

nv ψ
 

门
川
何

1
-z ’n v p 

(11.11) 

其中Z是一个归一化因子，由于RBM是一个二值神经网络，Z的数学形式可以写成：

Z ＝λ主人口EC 1/JQ叫 (11.12) 

Z的作用在于保证P(v，的的取值满足0运P(v，的《1。 由图11.3可知， RBM的所有最

大团由任意一个可视层神经元和任意一个隐藏层神经元的二元组（叭，问）构成，因此式
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(11.11）的分子可以变为：

口 eα r+b州
Q=(vi,hj)EC 

岛
，

ψ
 

门
川
阳、
其中n表示可视层神经元的总数， m表示隐藏层神经元的总数，由指数函数的罪

运算性质，上式可以继续化简为：

(11.14) 0 ,Pq(Xq) ~ （自叫×（自叫×（00川才

(11.15) 

把式（11.14）用矩阵的形式来表示，得到：

口ψq(Xq) ＝户× ebTxh Xe川灿＝ e－岭的
QEC 

(11.16) 

把式（11.15）代人式（11.11）可得：

仰
－z

oiu
- nv 

x 
ny ψ

 
门
川
何

1
-z h V P 

式（11.16）就是RBM的联合概率分布因子分解表示，也被称为玻尔兹曼分布。

回顾11.2.1节中在解释能量函数的意义时提到，能量函数使得在所偏好的变量取

值上有较小的能量值，而式（11.16）则表明，变量值的概率分布是关于能量函数的减函

数，也就是说能量值越小，概率分布越大。 从认知的角度来理解，就是说能量越小，

则概率分布越大，也就是分布越合理。

推断

前面探讨了RBM的模型表示，以及推导出RBM的联合概率分布，推断的目标就是

基于联合概率分布，对随机变量的边缘分布（包括p(h）和p(v）） 和条件概率分布（包

括p(hlv）和p(vlh） ） 进行查询。

11.3 

边缘分布：对于两层的RBM模型，边缘分布p(v）是指只考察可视层神经元集合v,

并对无关的隐藏层神经元集合h = (h11h2, ...， ιt）进行求和后得到的结果。 同理，边缘

分布 p（的是指只考察隐藏层神经元集合 h ，对无关的可视层神经元集合

v ＝（吨，吨，... , Vn）进行求和后得到的结果。 在实际的应用中，边缘推断可以帮助我们
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对输入数据进行重构：即假设输入数据的真实分布服从p（吟，这是一个未知值，通过

RBM的训练，构造出输入数据的近似概率分布为q （吟，训练目标是使得p(v）与q(v）尽

量的接近 ， 当训练收敛时， RBM可以作为一个生成模型，利用学习得到的预测概率分

布q(v）来生成新的样本数据集。

条件分布： 条件分布p(hlv）是指当给定某一输入数据或观察序列v的条件下，隐

藏层神经元的取值为h的概率。 同理，条件分布p(v lh）是指当给定某一隐、藏序歹Llh的条

件下，可视层神经元的取值为v的概率。 条件推断的一个很重要的应用就是寻找隐因

子或者对输入的观察序列进行降维，通常来说，隐藏层的神经元都比可视层神经元要

少，利用条件推断，可以得到输入数据v的隐藏层表示h。

下面来详细探讨边缘分布和条件分布的相关推导过程。

11.3.1 边缘分布

在无监督学习中，接收到的输入数据通常是没有任何标签的，给出任意的训练数

据集合，应该如何合理地预测数据的原始生成概率分布呢？这就是本节要讨论的边缘

分布问题。 由边缘分布概率公式，有 ：

p(v) =LP川＝三弓主 (11.17) 

其中Z是归一化因子，它的值为Z = LvLhe－邸，时，首先来化简（11.17）式的分子：
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Cm.fu"} •""' ''m +•; •w•,m什 (11.18) 

式（11.18）中每一个hj的取值只能取0或1，故 ：

Ie叭＋vT叫Xhj = 1 + ebj +~j (11..19) 

把式（11.19）代入式（11.18），可得 ：

三川h) = eαT 

× CI, eh'"+' w. '' ) . (.fu,, e'm •m+' w.川
=eαT×V ×（1 + eb1+vT× W•,l) ,. (1 + ebm+VT×W明）

＝户×白（1 ＋川wJ) = eaTxv X e'i.'fl=1ln(1+eb川

= eaT×V啤1 ln（山bj+vT叭j)
(11.20) 

把式（11.20）代入式（11.17），即可得到边缘分布：

p(v) = 
ea T xv+L.'fl=1吨＋ebj+vT叫，j)

z (11.21) 

比较式c1i:21）与式（11.16），可以发现两者的表达形式很相似，为了统一，定义

自由能量F（吟，满足：

附） = -aT × V - I:1 In ( 1 + ebj+vTxw,J) (11.22) 

因此，边缘分布p(v）也可以简写为：

p(v) ＝立学＝号： (11.23) 

式（11.23）就是可视层节点集的边缘概率分布，读者也可以按照上面的推导过程来

求解隐藏层节点集的边缘概率分布同时，这里我们不再加以详述。 （11.21）式分子中带
I T 飞

有表达式项In ( 1 + ebj+v ×帆.j ） ，该函数恰好是一个softp I us函数，也就是满足：
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so仕pl叫bj +VT ×叭j) ＝叫1 + eb川T叭，J

在第8章中，曾经提到它是神经网络中ReLU激活函数的一种平滑近似，其函数图

像如图11.4所示。

、
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呵
呵
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则4 』
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’
v

, 
Ll z 

1 』e

飞s - · -3 2 l 4 

图11.4 so仕plus函数

11.3.2 条件分布

首先来考察当固定可视层节点数据U ＝（叫，吨， ... ,vn）的条件下，隐藏层节点的取

值为h = (h1, hz, ... , hm）的条件概率p(hl吟，在后面的章节中，我们也把由v推导出h的

过程称为编码（ encoding ）。

RBM网络是一个无向概率图模型，因此它也满足成对马尔科夫独立性，也就是说：

给定两个随机变量子集的D－分离集，在给定分离集数据的条件下，这两个随机变量子

集条件独立。 考察图11.5的RBM网络。

图11.5 RBM网络

对于任意的隐藏层神经元hi和屿，它们的分离集就是所有的可视层神经元集合，

即V = {vv .. ., vn｝ ，对隐藏层的任意两个神经元hi和屿，从hi到hj的最短路径都必然经

过该分离集节点，如图11.6所示。
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图11.6 通过可视层节点集把隐藏层节点分离，任意两个隐藏层神经元的最短距离均为2,

最短路径的表达形式为： h; • vk • hj 

由 5.4.2节介绍的全局马尔科夫独立性，可知条件分布满足：

p侧＝口p(hilv) (11.24) 

下面推导p（句 Iv）的具体表示形式，根据式（11.16）的联合分布公式，可以将条件
分布p(hlv）化简为：

~aTxv+bT×h+vTxw×h I 

p(v,h) "' lz 
p(hlv) = ＝，’、

Lh' p(v, h') I川eaTxv＋内斗vTxw×飞）
(11.25) 

其中扩是隐藏层节点集的任意可能取值， rε ｛0,1户，且

扩＝ (hi', hz ', ... , hm丁， hi ＇ ε ｛0,1｝，利用指数函数的性质，可以进一步化简：

eaTxv+bT× h+vT× W × h I 

p(hlv)= , T T T tz 、
Z 阳 ＇ xv+ 1 ×扩＋v ＇ ×W×r’）
h＇ 飞 IZJ

一
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el.jbj × hj+vTxw,,jxhj 

Lh1 'E{0,1} Lh2 'E｛矶1｝ … ·Lhm飞”，l}(eLj bj'h/ +vT xw飞jxh/)

nj ebj'hj+vT咐•，j' hj

Lh1 ' E｛川

njebj'hj+VT咐＂j ＇’

(Ih1＇响斗（eb1×h卢vT×队，1×hi')) ...... (Lhm 'E{o.11( ebm ×hm ' +vT刊以川hm'))
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一

nj ebjX hj+VTXW气jXhj

nj(Lh用
(11.26) 

考察式（11.26）的分母 ， 由于h／的取值只能是1或0，当hj * = 0时：

ebjx h/+vT •W气l×h/ = 1 (11.27) 

当h/ = 1时 ：

b xh *+vT xw xh • b:+vT xw , 1 e i i "i i =e1 (11.28) 

把式（11.27）和式（11.28）代入式（11.26），可得 ：

n ; ebi× hj+VT× w •. i × hj 
p(hlv) = ／…J 、

nj(Lh川队i}(eb川卢内w.,j×叫）

- nj ebj Xhj+VTXW•,j× hj r丁 ebi×hj+VT×W飞j×hj

- nj(l + ebj+vT×叽.i)-1 lj(l+ebi+vTxw飞i)
(11.29) 

把式（11.24）和式（11 . 29）进行比较 ， 可以得到每一个隐藏层神经元的条件概率：
hl 
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飞

P· (11.30) 

当hj = 0日才 ：

州j =Olv）＝二τL,,r .,,. w
eu1•• " " ',] 

(11.31) 

当句 ＝ 1日才 ：

白b ;+vT×w事 ， 1

p(hj = llv) ＝丁川＝一一气二 lAf 

, 1 + evj+v xw .,i 1 + e vrv × w .,j 
(11.32) 

由式（1 1.32）可得，每一个隐藏层神经元取值的概率分布服从伯努利分布，且

p（鸟’＝ llv）的取｛直是一个sigmoid函数，记为p(hj = llv) = s耶n(bj +VT × w .. j ） 。

同理，仿照上面的推导过程，当给定隐藏层节点数据h = (hv h z , ... , hm）的条件下，

可视层节点的取值为v ＝（叫，吨， ... , Vn）的条件概率p（叫时，也把由htt导出v的过程称

为解码或重构 （ reconstruct ）。
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1 分离W-

图 11.7 参照图11.6，通过隐藏层节点集把可视层节点分离，任意两个可视层神经元的最短距离均为

2，最短路径的表达形式为： V； → hk → 1号

条件分布同样满足全局马尔科夫独立性：

p(vlh) = n p(vdh) (11.33) 

不加推导直接给出可视层节点的条件概率公式，读者可以按照前面的推导过程自

行推导。

每一个可视层神经元的条件概率取值为：

当vi = 0时：

当句＝ 1日才：

p(vdh) = 
eαi×v;+v；×W；，. ×h 

向 ＝ Olh）＝~ ，，w >< h 
l+e「『 v; xw;,,x n

1 
p(vi = llh) ＝一一－－－－；；－； w >th 

l+e 「 w;,,x n

(11.34) 

(11.35) 

(11.36) 

每一个可视层神经元取值的概率分布服从伯努利分布，且p(vi = llh）的取值是一
个sigmoid函数，记为p(vi = llh) = sigm（αi+wi川 × h） 。

11.4 学习

经过前面的表示理论和推断理论分析，我们对RBM的结构和用途有了更深入的了

解，那么现在考察如何有效学习网络参数。 形式化地说，当给定一个初始化的RBM网
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络模型，以及s个训练样本数据，记为｛训， vz, .. .,vs}, （注 ： 读者应该区分以与町的区

别，带上标的vi表示第i个训练样本数据， vi则表示任意一个样本数据v中第i个神经元

的取值）， RBM参数学习的目标就是训练合适的参数值W、 α、 b ， 使得RBM网络模型

能够尽可能地模拟真实的概率分布。

11.4.1 最大似然估计

如前所述， RBM是一个能量模型，如果一个随机变量组合被认为是合理的，那么

它对应的能量函数应该具有较小的函数值，也就是具有较大的概率分布。 因此，当接

收到s个样本数据（训，肘， .. ., vs） ，因为它们都是已经真实存在的数据，即数据是合理

的，那么每一个样本vi在RBM中都应该具有较大的发生概率p(v饥

(11.37) 

这样学习目标就可以形式化为最大化所有输入样本的概率。

v nr 
s

门
川同

x mo 

由于p(vi ） 《 1，多个p(vi）直接相乘的结果可能会变得非常小，考虑到浮点数运

算的精度问题，因此，在实际应用中，通常对（11.37）式加入对数进行求解。 此外，最

优化问题一般都转化为求解最小值，因此目标函数可以转化为 ：

(11.38) 、
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利用梯度下降算法（ Gradient Descent ）来求解式（11.38）的最优化问题，回顾第7章，

梯度下降的核心问题是求取参数的导数，而11.3.1节已经给出了边缘分布p(v）的定义，

把式（11.23）代入式（11.38），可得：

e-F(v]

lnp(v) = ln-z一＝一F(v） 一 lnZ

对上式的两边分别对参数求导，则相应的求导公式可化为 ：

。 lnp(v) a(-F(v)) a(lnZ) 

ae aθ ae 

考察式（11.39

丐空称为负梯度。 首先考察正梯度的计算。
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δ（－F(v）） 。（αT × v ＋卑1 ln ( 1 + eb川叫.j))
ae ae (11.40) 

·若（｝ = Wij，式（11.40）可以化简为：

δ（一F(v)) a （αT × v+:L旦11 l+ebi+ 
= T × vi (11.41) 

δWij awij 1 + ebj+v'xw.,j 

由式（11.批知道 e~恰好等于条件分布州＝ 11吟，把其代入式（11.41)
l+e· J 二二 ” .. j 

可得：

272 

δ（－F(v)) 
一言了一＝ p(hi = llv)× v i 

U山·．

(11.42) 

·若θ ＝衔，式（11.40）可以化简为：

δ（－F(v）） 。（αT × v ＋早1叫1 + ebj+VT叫））
.. . aai aαE - i 

(11.43) 

·若θ ＝鸟，式（11.40）可以化简为：

。（－F(v）） 。（αT × v ＋凡叫1 + ebi +~ •,j)) 
一否可一＝ 川 = p （句＝ llv) (11.44) 

下面我们来重点关注负梯度的求解过程：

( E( h） δ（－E(v,h））飞
δln z a In L v Lh e-E(v,h) Lv Lh \ e 叭v.11) x ae ) 
ae δθ Lv Lh e-E(v,h]

=II川的× δ（－E(v,h))
。o

v h Lv Lh e-E(v,h) 

＝ ~I (pcv.h）× δ（~， h))) 

＝三仰）（三（p价Iv）×。（节的）））
注意观察式（11.45）的括号内层求和公式，可以发现下面的等式成立 ：

(11.45) 
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和i v) x ~（一立的口（e~ ）斗业 (11.46) 

其中最后一个等式成立，是由于e-F(v) = Lh e-E(v,h）成立，读者可自行验证， 这里

不再详述。 把式（11.46）代人式（11.45）可得 ：

非＝ Ip(v）×咛业
v 

·若θ ＝ IA勺，把式（11.42）代入式（11.47）可得 ：

。 lnZ Y「
否可＝ ~p(v） × p （句＝ 11川

·若θ ＝肉， 把式（11.43）代人式（11.47）可得 ：

。 lnZ Y「
7可＝ Lp(v ) × Vi 

·若（） ＝ 鸟 ，把式（11.44）代人式（11.47）可得 ：

。 lnZ Y「
丁可＝ Lp(v） × p （问＝ llv) 

(11.47) 

(11.48) 

(11.49) 

(11.50) 

至此目标函数式（11.38）的正负梯度求取完毕， 把正梯度对应的求导公式（11.42） 、
公式（11.43） 、公式（11.44）和负梯度对应的求导公式（11.48） 、公式（11.49） 、公式（11.50)
相结合，得到最终的参数梯度如下：

p（讪？
二云←－＝ p（句＝ llv）× vi 一 ） . p(v ＊ ） × p （句＝ 11扩）× v飞…… . , ' (11.51) 

η（v〕？
二士ι一 ＝ vi 一） p(v *) × v ·i 

•••• • I • 

(11.52) 

p(v) ~ 
丁万一＝ p(hj = llv) - Lp(v* ) x p的· = ll v*) (11.53) 

对于正梯度来说，它的求解仅依赖于样本数据，但负梯度的计算要复杂得多，它
需要对所有的v值数据进行求和， v = {0,1沪，也就是一共有俨种可能， 只有当n的值

足够小时，才具有实用价值。
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11.4.2 对比散度

由于RBM的参数学习中 ， 通过暴力方法求解负梯度具有指数级的时间复杂度，因

此，很难将算法应用于实践中。 我们考察负梯度的求解过程 ， 由式（11.47):

非＝ f p(v） ×哼业＝川写到） (11.54) 

负梯度求导实际上是一个求期望值的过程 ， 一种可行的方案是，如果以分布p(v)

来采样v，得到m个不同的采样集｛训，川，. . ., vm｝，那么可以把这m个不同的采样数据

近似等于v的全部可能取值，这样式（11.51） 、式（11.52）和式（11.53）就可以分别改写为 ：

p（讪~
亏了＝帅J = llv)× v i - b(p（句＝ ll vt）× 叭） (11.55) 

m

？
但

(11.56) 

训”1 寻
亏亏一＝ p（句＝ 11v) - L州 ＝ llv t) 

这样问题的关键是如何获取这m个样本数据。 我们采用Gibbs采样来获取，由算法

(11.57) 

5 . 5可知， Gibbs采样是高维分布中的近似采样算法，对于给定的初始状态数据川和肘 ，

分别以下面的公式进行采样 ：

ht+1 ~ p(ht+ilvt) = sigmoid(Wv t + b) (11.58) 

vt+1 ~ p(vt+1lht+1) = sigmoid(Wht+i ＋ α） (11.59) 

其采样的可视化过程如图11.8所示，经过有限步的采样后，所得到的数据（vt, ht) 

服从分布p(v，的。

ho h' hm·l 

@ v 1 v v2 um 

LγJ 
一步Gibbs采样

图11.8 G ibbs采样示意图

Gibbs采样虽然相比于暴力求解负梯度的方法，时间复杂度提升很大，但是由于
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每一次迭代都需要执行式（11.58）和式（11.59）的采样过程，直到满足平稳分布为止。
因此整个算法流程仍然是一个相对烦琐的求解过程。 在2002年， Hinton等人提出了一
种对比散度［4］的算法，在Gibbs采样的基础上进一步提升了RBM训练的时间复杂度，目
前已经成为RBM的标准训练算法。

对比散度算法（ Contrastive Divergence，简称CD算法），通过下面两个有效的假
设来加快Gibbs的采样步骤。

·假设一 ： 既然目标是使得学习到的分布Ptrain(v）与真实分布p(v）尽可能接近，
那么一种合理的假设是，采样的时候不需要从任意的初始值VO开始，而是直接
从训练的样本数据vk开始，并且vk已经非常接近于真实的分布p。

·假设二 ： CD算法并不需要进行多次采样，直到满足马氏链的收敛条件。事实上，

由上面的假设我们已经知道，初始值vk已经非常接近真实分布，因此通常只需
要进行k步迭代即可， k是一个很小的值，在实际情况下， k=l，即一步采样，
已经可以达到非常好的效果。

CD算法有很多可以加快算法收敛效率和提升准确度的技巧，更多的细节可以参考
文献［匀，图11.9是CD算法流程。

3非法11.1 Contrastive DivergenceJ手法
输入·训练数据集D，选代的次数几step，剁手的 ffe数cd_k

输出：旦L幸昨后的参数W’＝ {w*;J， α．＝ ｛α'i， α. 2，” α·，. 
1. 初始化参拨款据W、 a、 b
2. for t = 1,2，…，几step，循环执行下面的操作

对于所有在妻生据集中的vε D，执行下面的操作
令VO= V 

fork= 0,2，川， cd火，循环执行下面的操作
hk ~p(hklvk) ＝臼gmoid(wvk + b) 

产～p(v川lhk) ＝幻gmoid(whk ＋ α） 

for i = 1,2, ... , n,j = 1,2’”.， m，又新参数W;j

W(j • W(j + (p(hJ = llv)×Vt - p(hJ =l ived大） xv矶飞）
for i = 1,2，…爪，关新参数a;

αt ← αI+ (vt - V矶kt)

for j = 1,2，.川m，关新参数句

护与＋ (P （句＝ llv)-p(h1 = llvcd_k)) 

图11.9 对比散度算法流程

}G… 
参数关新
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11. 5 应用：个性化推荐

今天的互联网产品中都广泛采用了个性化推荐的技术，精准推荐已经成为大数据

领域中一项非常前沿和热门的研究下作。一方面，这是由于随若内容的爆炸性增长，

用户很少有时间和精力对物品进行有效的筛选和现圳，如果能够在海址的数据巾帮助

用户找到感兴趣的物品，无疑能够极大地提升产品的用户前跃度不n用户的粘性。 另一

方面，在移动互联网时代，用户查找感兴趣物品的方式已经发生了很多的改变，传统

的方法，通常包括通过搜索引擎查找，或者通过网站的分类导航日录来查找，但在移

动设备中，由于受到界面尺寸大小的限制，上面两种查找方式在交互上都不太友好，

因此，给用户主动推送感兴趣的物品，俨然成为了一种可行且高效的方案。

深度学习近年来在理论和工程领域都得到了’快速的发展，井且在｜苓｜像处理、计算

机视觉、自然语言处理等领域都取得了不俗的效果，因此把深度学习技术应用于个性

化推荐已经成为人工智能新的发展方向 。 把深度学习应用于个性化推荐领域；最早始于

2006年， 由Salakhutdinov和Hinton等人把RBM模型应用于Netflix的个性化推荐竞赛中［6] J 

本节将介绍个性化推荐相关的知识，包括推荐架构的设计和常用的推荐n法，重点考

察如何将RBM模型应用于协同过滤推荐中。

11. 5.1 个性化推荐概述

互联网技术的快速发展，使得我们早已从过去的信息匮乏的年代进入到信息过载

的时代，它体现在 ： 一方面，用户需要在海量的数据中找到自己喜欢的物品。 另一方

面，物品的生产厂家也希望物品能被精准投放到合适的用户群体中，以实现利益最大

化。推荐系统， 则是连接用户和物品之间的桥梁， 个性化推荐的形式化定义可表述为 ：

在特定的推荐产品形态或推荐场景下，构造合理的算法模型与系统架构，把正确的物

品，在正确的时间，推送给正确的用户。 个性化推荐的应用场景非常广泛，包括 ： 内

容产业 、 电子商务 、 社交网络 、 广告精准投放等领域。

1 . 音乐、视频、新闻等内容场景推荐

以音乐 、 视频和新闻为代表的内容产业， 是个性化推荐技术应用相当广泛的领域。

这是由于在内容场景下进行个性化推荐 ， 有其天然的必要性。 以音乐推荐为例， 当前

主流的音乐平台，如国内的QQ音乐 、 酷狗， 国外的Spoti市、 Pandora等，都有上千万

首歌曲的曲库规模，但这些歌曲的播放率往往存在非常严重的长尾效应。 从歌曲的角
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）主米说， 1%的歌1111 的插放iJ: 占全平什播放量的80%以上 ； 从用户的角度来说，很多

时候，川j户收听的歌附l郁局限在一个很小的范围内，这样就造成了一个矛盾 ， 一方面

是歌rt1 1数量很多，但利川率不白，另一方面，用户经常感觉收昕的歌曲没有惊喜，对
新鲜感的要求较尚 。 罔 11.10展示了Spoti巾的 Discover Weekly推荐场景， Discover

Weekly根据用户的历史行为岳好来推送歌曲，被评为2015年全球最具颠覆性的40大

创新之一。

图11.10 Spoti命的Discover Weekly被评为2015年全球最具颠覆性的40大创新之一

（图片截取自 Spotify ) 

2. 电子商务

在电子商务中，推荐系统不但可以作为帮助用户发现喜好物品的工具，更是能够

将这种推荐转化为营收。 著名的电子商务网站亚马逊 （ Amazon ）就是个性化推荐系统

的积极应用者和推广者，如图11.11所示。 据统计，用户在亚马逊购买的商品， 有超
过30%的比例是从个性化推荐转化而来。 亚马逊的推荐系统，使用的主要算法是协同

过洁、，也就是根据用户之间的购买行为，找出具有相似购买群体的物品，或者具有相

似购买行为的用户 。

’阳萤此AB阪耐’曾负嗣削H
. .戳，毡，嚣

a 罚
－“·~” ”嗣睛... 知同．．啤嘟”’鸭 ... 峨鸭。．．． MlttOUDllMIC剿’刷刷＂＂盹喃喃翩 缸用酬。”．”刷... 崎·回 剧。”。”－＊89• .鹏a f’”圄．毡剑”《JSC><C …＂咽鲸－－·~棚”帽..畴， a‘A'-R.CI咽肌JW• .碍’寥，．．．，哩禽舍.. ‘·”a etlfaeJ .. ，酌羽··’ ‘.....阳…··四刷刷...跑h .....惠阳，＂＇睛 ”刻N,,_AllAJ1AJ5•••• , .... …食啄＂＇ ＊…g 饵，． ．．‘…......魅8 .... ，＿始抽，阴晴鹏 ASS 创U·CIN似“隔

．．．”d’唰．． ￥ ~11!) 禽禽…~ 确... ，才”·－肉凰 … •t.to 
．”必……，苟，，.. 

图11.11 Amazon的推荐列表，根据用户的购买行为进行推荐 （ 图片截取自Amazon )
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3. 社交网络

与前面的两个场景不同，社交网络关注的更多是人与人之间的关系，如Facebook 、

Twi忧町等。 在社交网络中，好友之间存在互动，如分享、评论、 转发等操作，使得社

区的推荐具有一种双向性，这种双向性与人和物品的交互不同，物品的推荐在绝大部

分情况下都是用户单向发起的行为，并由用户的行为数据来判断是否喜欢被推荐的物

品，而社交网络中，人与人之间可以相互互动，更能准确反映两者之间的亲密度。

, .. ，，．鸭”..,’”·· !IW认识

’=- - E豆豆=ix
a:c:m::1 -

C亟亟=ix
回回旬’ 棚””

－ －呻
仁昌亟立 x

m::ma 阳时 C豆亟立 x

图11.12 Facebook （左）和Linkedin （右）的好友推荐，根据相似用户来进行好友推荐 ｛图片截取

自Facebook和Linkedin)

4. 广告精准投放

广告的精准投放是很多互联网公司的收入来源。 从理论上来说，个性化广告与个

性化推荐本质上是一致的，在个性化广告场景下，物品就是指广告，但它们两者之间

有一个比较明显的区别，那就是在个性化推荐中，更关心的是如何帮助用户找到感兴

趣的物品，但在个性化广告中，更关心的是广告主的广告是否投放到合适的用户中，

并且是否带动了CTR等指标的提升。 简单来说，个性化推荐是以人为核心，而个性化

广告则更多是以广告为核心。

个性化广告的投放维度非常多，既包括对用户的喜好建模，同时也受到各种条件

的约束，如国家 、 地区、用户的年龄、性别等人口统计学信息。
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投放广告的内容

用户的行为：如是否为付
费’用户、是否於1活跃用户
等

人口统计基本信息：如年
飞性别、职业等

用户的环境： 如网
络、天气、设备等

图11.13 广告的精准投放架构

11.5.2 个性化推荐架构与算法

一个完备的推荐系统，通常是由数据、产品、架构和算法四大要素组成，如图11.14

所示，其中架构和算法又是最重要的两个方面 ： 架构是指数据的处理流程，从用户的
角度来看，推荐架构相当于一个黑盒，当用户通过向客户端发送请求后，请求经过黑
盒的处理，最终得到推送的数据返回给用户。 从个性化推荐的角度，推荐架构控制着

数据的流动，协调着不同推荐策略之间的切换，因此，构建合理的推荐架构是推荐系
统的基础；另一方面，各种推荐算法模型构成了推荐系统的核心 ， 它们控制着最终结

果数据的生成。 本节将分别阐述推荐架构的搭建和常用的算法策略。

图11.14 精准推荐的四要素： 数据、产品、推荐算法和推荐架构

1 . 推荐架构

根据功能和处理方式的不同，个性化推荐架构通常由离线层、计算层和实时层三

279 



深入浅出深度学习：原理剖析与 Python 实践

大部分构成。

离线层（ Oftline ）： 主要负责基础数据的计算任务，这类任务的特点是数据量和

计算量都特别巨大， 但是不需要实时响应，因此比较适合按周期进行离线更新。 通常

由于数据量过大，往往需要依托于大规模的计算机集群，如Hadoop 、 Spark等分布式

平台。 离线层常见的处理任务包括数据流水的预处理，大规模机器学习模型的训练等。

实时层（ Online ）： 主要用于接收用户的实时行为并对行为做出响应，这类任务

的特点与离线层刚好相反，处理的数据少但需要实时反馈。 比如在电商推荐中，用户

的实时购买行为、实时收藏行为等敏感操作都含有非常丰富的信息。 由用户兴趣的半

衰期模型可知，如式（11.60）所示，随着时间的变化，用户的兴趣会逐渐发生转移，距

离当前时间越近的操作更能反映用户当前的心理行为。 因此，实时层对于捕获井响应

这一类操作起到至关重要的作用，可以与离线层形成数据互补。

f(t) =A + ＿！！＿一
exp(kt) 

(1 1.60) 

计算层： 有些文献也称为近线层（ Nearline ），计算层的任务是接收客户端的推荐

请求，并依据实时层和离线层的基础数据，选择合适的推荐策略，将推送数据返回给

客户端。 计算层的推荐过程就像一个最优化过程，离线层产生所有可推送的候选数据

源，实时层相当于为推送策略添加了约束条件，如何在满足用户当前实时操作的条件

下，从所有可用的候选数据空间中挑选最合适的数据返回给用户。

~80 

图11.15展示了一个典型的个性化推荐的系统架构设计。

~~~－＿－＿Q－~－－－－－号”’”’刀””’气
！旦： I ［~~~－－－~~~ti””－’吗响｝¢：＇
，附 I Q~ Q ~Q ![7TZ : 
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白：！ f！巴~~旧日霄巳l j¢i

图11.1 5 个性化系统的架构设计
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2 . 算法

推荐算法是个性化推荐的核心，经过近20年的发展，个性化推荐算法在理论领域
和工程领域都取得了非常重大的进步。 下面介绍常用的两种推荐模型，即基于内容的

推荐和基于协同过滤的推荐。 这里需要注意的是，这是两类算法模型的总称，并不是
具体的单一算法，例如，基于协同过滤的推荐，它包括了很多种不同的算法实现，如

矩阵分解（ SVD ）、神经网络（ RBM 、 RNN ）和图算法等。

基于内容的推荐（ Content-Based Recommendations，简称CB算法 ）： 是应用

最早的推荐算法之一。 CB算法通过特征工程技术，为用户和物品分别构建用户画像
( user profile ）和物品i画像，根据用户的特征数据，为用户推荐与其特征相似的物品。

CB算法的核心是物品画像和用户画像的构建。 其中物品的画像，即物品的标签，一般
是通过人工的手段来完成，如音乐的流派标签（民谣、电子、嘻哈等），电影的风格

标签（科幻、动作、战争等）等。

CB算法的难点是用户画像的建设，＆ll用户信息的标签化，它是以用户行为数据作

为基础，抽象出一个用户的信息全貌，包括与用户相关的基础属性、社交属性等。 用

户画像的构建具有领域性，即不同的场景，不同的平台下构建的画像维度不一致。 图

11.16展示了用户画像的几个不同维度。

兴越爱好

支付』良性 黑名单

图11.16 用户画像

当完成了物品阿像和用户阿像的建设之后，可以对标签进行匹配推荐。 匹配的算
法有很多，下面介绍一种基于TF-ID F思想的匹配算法。
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设用户U的标签向量为｛屿，屿，... ,Un｝，物品i的标签向量为{il, i2, ···, in}' Uk是指用

户u对标签k的偏好度，值越大表示用户越偏好，同理， ik是指物品i对标签k的符合程

度，值越大，则置信度越高，简单的匹配公式可以表示为：

巾， i) =I Uk x ik (11.61) 

但这个计算公式在实际使用时，会遇到一个严重的问题，就是对于热门的标签权

重很高，导致热门物品被经常推送给用户，无法解决推荐的长尾问题。 为此，可以借

鉴TF-IDF的思想，对热门的标签做出惩罚，修正后的得分公式为：

飞－、 u .. × i .. 
(u,i) = ) ~一~

ι－＇ k ln(l +bk) 
(11.62) 

其中， bk表示了标签k被多少个不同的用户使用过， bk可以反映出标签的热度。

同理，也可以对物品的标签热度进行惩罚，设ck表示了标签k这个标签已经被打在多

少个物品上，式（11.61）可以进一步修改为 ：

（川）＝〉（」」×」」 I C口.63)
ι－＇ k \ln(l +bk) ln(l + ck)) 

协同过滤（ Collaborative Filtering Recommendations，简称CF算法）： 是个

性化推荐中应用最广泛的一种推荐算法。 CF算法的思想可以用一句话来简单概括，即

“物以类聚，人以群分”，用户通过不断地和网站互动产生相互影响、相互协助的行为

流水，并利用这种流水数据找到与自己兴趣相符的物品。 常用的CF弈，法可以分为基于

邻域的协同过滤和基于隐特征的协同过滤。 本节介绍以user-based和!item-based为代

表的邻域协同过滤算法，下一节将重新回到RBM，介绍如何利用RBM构建隐特征协同

过滤模型。

基于邻域的协同过滤首先将用户的行为流水数据抽象为一个矩阵，行代表用户，

列代表物品，如图11.17所示。

iteml item2 ite町、3 item4 items 

userl ’ t ’k 

user2 * * * 

user3 . . . . 

user4 ’恨 * 

users ’脸 * 

图11.17 用户行为流水矩阵
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用户的行为数据一般可以分为显性数据（ explicit feedback ）和隐性数据（ implicit

feedback ），显性行为数据是那些由用户明确表示对物品是否喜欢的行为，比如在音乐

App中，用户对歌曲的收藏、 删除等操作；在视频网站中，用户对视频的“赞”和“踩”，

图11.18展示了几种常见的显性反馈形态。

C++ Primer 中文版〈第 5 版〉
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图11.18 用户的显性行为

与显性行为相比，用户绝大部分的行为数据都属于隐性行为数据，诸如浏览网页，

普通的听歌操作等，这些行为一般不能轻易判断用户是否喜欢某一种物品，可以通过

停留时长、商品的画像、用户画像等基础数据综合考虑。

利用显性行为数据和l隐性行为数据对图11.17的矩阵W进行填充，最简单的方法

是0-1填充。 若用户U喜欢物品i，则W[u,i] = 1 ； 否则其他情况下， W[u,i] = 0 。 使用

。－ 1方式填充，可以采用Jaccard相似度来求解相似用户或者相似物品， Jaccard相似度

的定义为：

N(u) n N(v) 
Jaccard(u, v) = 

N(u) u N(v) 
(11.64) 

其中N(u）表示用户U的喜欢物品列表，以图 11.19为例，用户A的喜爱列表为

怡， b,c｝ ，用户B的喜爱列表为｛α，的，故有：

｛α， b,c｝ 门｛α， d} 1 
Jaccard(A, B) = = -

rα， b, c} u ｛α， d1 4 
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①
 

①
①
①
 

①
①
①
①
 

①
①
①
①
 

.... 
图11.19 用户的行为数据列表，用户数据集为（A,8,C,D｝ ，物品的数据集为｛α， b,c,d,e}

如果矩阵采用浮点数或者整数值填充，那么求取用户或物品之间的相似度可以采

用余弦相似度 、 Pearson相关系数等指标。

基于邻域的协同过滤会存在气个缺点。

第一，无法解决冷启动问题。 事实上，所有的协同过滤算法都没有办法解决冷启

动问题，解决这一类问题常用的方法是试错法，也就是通过不断出错， J巴用户的喜好

迅速限制在一个收敛的空间范用内。 此外，基于内容的推荐也是解决怜r：动物品推荐

的常用手段。

第二，数据的稀疏。在实际的产品应用中，用户行为矩阵是一个极度稀疏的矩阵 ，

要解决这个问题，最直接的方法是结合用户嗣像数据来填充，或者对矩阵进行二级

甚至三级扩展。 用户的评分矩阵可以抽象为一个二分阁，如图11.20所示，只有有评

分数据，用户u与物品i之间才会有边相连，也就是说从用户u¥1J物品i的距离为1 ， 二

级扩展是指寻找距离为3的路径来扩充，用户A对物品c没有评分数据，但可以届过

(A → b） → （b → B） → （B → c）的评分路径来扩展得到用户A对物品c的评分。

图11.20 评分的二级扩展

第三 ， 容易造成热门的物品被频繁推送。 这主要是由于热门的物品关注的用户数

太多，造成在计算相似度时，与很多其他物品的相似分数都很高，因此压需要对热门

的物品进行权重的打压。
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11. 5. 3 RBM 'i协同过滤

~n前所述，基于邻域的协同过滤是直接根据用户的行为流水，为用户推荐与其爱

好相近的物品，除了上节提到的3个缺点外，邻域协同算法还存在一个不足，那就是
该算法只能挖掘到表面浅层的关系。 考察如罔11.21的例子，把用户的行为流水抽象

为一个矩阵，行表尽m尸，列代表物品，考察iteml和item2 ，利用Jaccard相似度式

(11.63）求ff!¥iteml和litem2的相似性，由于iteml和item2的行没有任何相关性，因此 ，

当用户的行为爱好中含有iteml时， 很可能永远不会给该用户推送item2 。

item3 I item4 I item5 

* 

食

* I * 

* 

* 

图11.21 邻域协同无法找到iteml和item2的关联性

但这并不能说1J]itemHllitem2之间完全不相关，事实上，可以考察iteml , item2和

item3芝者之fi1j(-f{J关系， ~Ill到 11.22所示，以item3作为隐秘的纽带，可以得知它们的

相似度（采） IJJaccard相似度）为 ：

1 
similarity(iteml, item3) ＝一， similarity(item2, item3) = -

4 

图11.22 考察itemL item2和item3的相关’性

因此，有理由相信iteml和item2之间存在着－定的关联性，而这种关联性不能通

过显式的协同过滤得到。 RBM模型是具有隐特征提取功能的无向概率图模型。 下面考
察如何将RBM作用于协同推荐场景中。

以MovieLens数据集为例来解析’RBM在协同过滤推荐中的应用。 MovieLens创建于

1997年 ， 是一个推荐系统和虚拟杜区网站，其主要功能是应用协同过滤技术来预测用
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户对电影的喜好，由隶属于美国明尼苏达大学计算机系的GroupLens Research实验室

负责维护。 MovieLens根据用户对一部分电影的评分，预测该用户对其他电影的评分。

当一个新的用户进入MovieLens ， 他首先需对15部电影评分，评分的范围从1～5分。

Movie Lens按照评分数据的大小划分了不同的数据集 ， 在本书将采用lM的数据集，该

数据集含有来自超过6千名用户对4千部电影的评分记录 一共有100万条评分数据。

首先对训练数据集进行一个统计，图11.23展示了用户和电影数据的一些统计信

息 ： 左图是用户的评分记录分布每一个用户至少对20部电影有评分。 右图是电影的

评分分布，每一部电影都至少被一个用户评分。

1－ 电影坪＃
U曲

10曲

... 

“” 
·刷.. 
篇掬

｛切，＇＂＂＇ 11>0.3回I ω咽’001 (500.2.ll叫 。 fl.>01 !5<>.1>01 (1>0,3001 。四b国l 。。。，34281

图 1 1.23 MovieLens lM数据集统计分布

利用RBM来进行协同过滤推荐，主要通过两个步骤来进行。

第1步：训练权重参数。 与11.4节提到的学习过程类似， RBM通过将用户的评分

数据作为训练、集，采用对比散度算法来训练模型的权重参数。 但传统的RBM模型在输

入层中， 每一个神经元都是一个二值神经元，而推荐系统中，输入的数据是用户对物

品的评分数据。 前面我们提到， MovieLens的用户评分是从1～5分， RBM模型无法使

用一个神经元来表示用户对物品的评分，为此对RBM模型进行扩展，如图11.24所示，

输入层的每一个二值神经元扩展为一个由5个二值神经单元组成的列表。 如果用户对

物品1的评分为3，那么对应的物品1的可视层向量为 ： （v11 = 0, v12 = 0, v13 = 1, v1 4 = 

O,v15 = O） 。
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图 11.24 将RBM模型扩展应用于协同过滤推荐中

事实上，可以继续把图11.24的可视层进行水平扩展，得到图11.25的结构，这样

就将推荐问题转换为标准的RBM学习问题。

图11.25 将图11.24扩展后得到的标准RBM模型

每一个用户的训练数据构成了一个单独的RBM子模型，在训练过程中，输入层仅

考虑有评分的物品，忽略没有评分的物品，如图11.26所示。
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图11.26

第2步：重构输入层。 经过第一步的操作，采用对比散度算法对神经网络的参数

训练完毕，下面利用网络来重构训练数据。 重构过程由编码和解码两个阶段构成。

编码过程：利用原始输入数据， 求取隐藏层的隐向量表示p(hlv) = (p(h1lv), 

p(h2lv), .,p(hmlv）） 。

其中p（州v）是一个条件推断求解过程，由式（11.31）和式（11.32）可以求解。

解码过程：与编码过程相反， 利用上一步求得的隐藏层向量，反向重构可视层的

表示。 由于扩展的RBM模型中，输入层每一个物品由5个子神经元构成，为了重构用

户对每一个物品的喜好，可以对输出数据构建softmax模型，如式（11.65）所示：

(11.65) 
.. exp ( (I~1 wi／×句）＋ α／）

p(v{ = llh) ＝、／／、
I~＝l exp ((I立1wi／×句）＋ αit )

与学习过程和编码过程不同， 重构的解码过程将考虑所有的可视层神经元，这样

不仅可以重新还原己评分的物品数据，还可以对没有任何操作的数据进行预测，推荐

的结果可以通过对未知物品的评分，从高到低进行排序，推送给用户。 阁 11.27展示

了通过对MovieLen数据集进行重构后的效果图。
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图11.27 左图为MovieLen的训练数据集，右图为重构后的数据

推荐算法的离线效果评价标准有很多，本文采用常见的RMSE来考察算法的效果，

RMSE的全称是Root Mean Square Error，即均方根误差，也称为标准误差，其计算

公式为：

RMSE = I~~（问－ pvi)Z (11.66) 

其中， vi表示原始值， PVi表示预测值， RMSE可以反映出数据的预测准确度，对lM

数据集分别采用了SVD 、 RBM两个模型来进行对比，结果如下图11.28所示。

参数设置 RMSE 

num_iter = 200, re9 = 0.05, leαrnin9_rαte = 0.005, C = 50 
SVD 

其中C农示降给后的特征数
0.92375 

RBM num_iter = 200, cd_k = l, m = 50 
0.92039 

其中m农示隐~层的节点数， cd_kfl求解负样，1史时的采样步数

图11.28 SYD和RBM的结果对比图

SVD和RBM是两个常用的隐协同过滤模型，从结果可以看出，两者的效果相当。

注意，这里面的结果并不是模型的最优值，读者可以通过自行调整参数值来获得更优

的解。 此外， RBM模型还有其他的扩展模型，可以进一步提升预测的准确度，如

Conditional RBM 、 Conditional Factored RBM等，读者可参考文献［6］，这里不再详

述。

289 



深入浅出深度学习：原理剖析与 Python 实践

参考文献：

[!] Daphne Koller, N让 Friedman. Probabilistic Graphical Models, Principles and Techniques. The 阳T

Press. ISBN-13: 978-0262013192. 

[2] Ackley, David H; Hinton Geoffrey E; Sejnowski, Terrence J ( 1985).”A learning algorithm for 

Boltzmann machines”, Cognitive science, Elsev町， 9 (1): 147- 169. 

[3] Y LeCun. A Tutorial on Energy-Based Leaming. MIT Press, 2006. 

[4] Hinton, G. E. (2002). Training Products of Experts by Minimizing Contrastive Divergence. Neural 

Computation. 14 (8): 1771- 1800. 

[5] Geo岱ey Hinton (2010). A Practical Guide to Training Restricted Boltzmann Machines. UTML TR 

20 I 0-003, University of Toronto. 

[6] Ruslan Salakhutdinov, Andriy Mnih, Geoffrey Hinton. Restricted Boltzmann Machines for 

Collaborative Filtering. International Conference of machine learning. IC扣住 2007 .

[7] Francesco Ricci , Lior Rokach, Bracha Shapira. Recommender Systems Handbook, Springer; 2nd ed. 

2015 edition. ISBN-13: 978-1489976369. 

290 



递归神经网络

递归神经网络是两类人工神经网络的总称，分别是时间递归神经网络（ Recurrent

Neural Network ）和结构递归神经网络（ Recursive Neural Network) （注：也有

很多文献分别称之为递归神经网络和循环神经网络）。

在前面几章讲解的网络模型中，预先假设训练数据之间是相互独立的关系，但在

很多实际的应用中，数据之间是相互依赖的，例如在时间序列相关的输入场景下，信

息之间的传递更多的是一种相互传承的关系。 在现实生活中，我们遇到的很多例子都

属于这种情况，例如，当我们思考问题的时候，我们都是在已有的经验和知识的基础

上，根据当前的实际情况来综合考虑问题，而不会把过往的经验和记忆丢弃。 在空间

结构场景中，数据之间存在空间的组合关系，可以将整体数据划分为局部的小结构，

由局部的小结构推导出整体的性质。

本章将对递归神经网络（注意，为了区分时间递归网络和结构递归网络，下面我

们使用RNN时，指代的是时间递归网络）的结构和原理进行详细讲解，具体包括下面

五大部分内容。

12.1节： RNN的相关基础知识。 本节将对传统的Elman递归神经网络的结构进行

详细讲解。

12.2节 ： BPTT与梯度消失。 首先讲解如何使用时间反向传播算法来训练递归神经

网络，然后详细分析BPTT为何会导致梯度消失的问题。
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12.3节： 长短时记忆网络。 长短时记忆网络， 即LSTM，是气前应用最广泛的一种

RNN变种模型。 传统的Elman模型，由于其隐藏单元的设计只有简单的激情操作，导

致模型的训练存在梯度消失的缺点，无法有效获取前面较长llJ间的记忆信息 ， LSTM就

是为了解决这个问题而提出的一种网络结构，我们将在本节详细I~ ~ffpf. LSTM的设计原

理。此外，还将简要介绍LSTM的另一种变形网络：门控递归单元网络，即GRU , GRU可以

看成是在LSTM的基础上简化了隐藏层的逻辑设计。

12.4节：讲解一种新型的网络一一结构递归网络，结构边归网络被广泛应用于构

造句子的向量表示，将对结构递归网络的原理和训练方法进行深入的探讨。

12.5节，将通过语言模型的例子，来讲解RNN在解决 r' I 然民育处理等问题上的具

体应用。

12.1 Elman递归神经网络

当前， RNN在基础研究领域和士程领域都取得了很多突破性迸展。 例如，在自然

i吾育处理领域， Bengio提出在构建语言模型时，可以采用神经网络模型川来改进传统

的N元统计模型（ N-gram Model ）。 此外， RNN也被广泛应川于机器翻译领域［2］、识音

识别［3］和个性化推荐领域［4］ 。

首先来回顾第8章前馈神经网络的相关知识。 前馈神经网络将信息从输入层，经

多个隐藏层处理，最后到达输出层，数据的流动是单向传递的过程， 而RNN处理的对

象是一种时间序列数据，它将数据信息流以一种循环的方式进行传递处理。
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RNN具有的两个特点。

· 持续性： 在时间序列信息中，前后数据间不是相互独立，而是相互依赖的，当

前阶段的输出结果受到过去的决策影响，同理，当前阶段的输11 ＇，也会影响到后

面的决策。

· 记忆性： RNN可以保留序列的“记忆”信息。 例如，在序列式的个性化推荐场

景中，为了在当前时刻给用户选择合适的推送数据，商要保留用户过去的操作

点击行为，我们称前面的这些用户行为记录为“记忆”， 类似于人的大脑机制。

这些“记忆”将有助于对信息进行筛选 以音乐惟在为例， RNN为我们保留了

过去的用户点击行为，这些“记忆”的积累信息可以让推，（~系统捕获用户在过
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去一段时间内的口昧和情感变化，如流派、歌手、语言喜好等。

罔12.1是传统的Elman RNN网络模型的展开效果罔，从图中可以看到，通过展开

操作，可以从理论上把网络模型扩展为无限维，也就是无限的时间序列。

输出 Ot-1 o, Dt+1 

。

输入 x,_, x, Xt+1 时间序列
.’ ”· 唰． ., ，帽 ,, .. ., .. ., ,, 啊， .. .. .. ．．且 ... .. .. .. ... ．蛐 ．息 ... .. 嘈副． .. ., 咱’

图 12.1 将RNN模型展开后的效果图

RNN在每一时间步t有相同的网络结构， Elman RNN一共有3个参数值，分别是U 、

V和W。 设输入层的神经元个数为饥，隐藏层的神经元个数为m，输出层的神经元个数

为r，则U是连接输入层和l隐藏层的权重矩阵，大小为（n×m）维； W是连接上一时间步

的隐藏层单元与当前时间步的隐藏层单元的权重矩阵，大小为（m×m）维； V是连接隐藏

层单元与输HJ，层单元的权重矩阵，大小为（mxr）维。

本节接下来的部分将对Elman网络的结构与符号进行形式化定义。 图 12.2展示了

Elman RNN模型在每一个时间步的网络结构。

o, 

s, 

开。

x, 

图12 .2 Elman RNN模型在每一个时间步的网络结构图

·最下方是RNN的输入层，用X来表示 ， X = (x0,x11 …… ， Xr） ， 其中 ， Xt表示序列
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中的第 t时刻或第 t时间步的输入数据， Xt通常是一个向盘，记为Xt = 
( 1 2 Xt , Xt , ... , Xt ） 。

·中间部分是网络的隐藏层，记为S = (s0,sv ... ... ,sr） 。 与输入层一样， St同样是

一个向量，记为St= (st1,St2, ... ,Stm)T ,m为隐藏层向量的维度。隐藏层是RNN模

型中最核心的部分，也是RNN处理记忆信息的地方，先用数学语言来描述记忆

信息的处理过程 ：

叫：cs川t), ＝~1! (12.1) 

其中，函数σ是一个非线性的、平滑的、有界的激活函数，可以取sigmoid 、 tanh 、

Re LU等。 通常来说， 需要设定一个特殊的初始隐藏单元S_1 ，也就是初始的记忆状态，

一般情况下，会将其初始化为0向量，从式（12.1）可以看出，第t时间步的记忆信息、由

前面（t - 1）个时间步的记忆结果St-1和当前的输入Xt共同决定，这些记忆信息保存在

隐藏层中，不断向后传递，跨越多个时间步，影响每一个新输入数据的处理。

RNN的这种循环处理信息的机制， 与人类大脑处理记忆的过程颇为相似，人类记

忆会在大脑中不断进行循环更新，并逐渐沉淀下来，成为日常生活中的经验知识。 在

后面的章节中，我们将会发现，不同类型的递归网络模型，本质上是隐藏层设计的不

同，在Elman递归模型中，其隐藏层神经元设计较为简单，它把当前的输入数据和传

递过来的记忆数据进行线性组合后，利用非线性激活函数进行压缩，激活函数可以采

用第 8丘2节提到的激活函数，它们所具有的性质在RNN模型中同样适用。 这里取激活

函数为sigmoid函数，贝lj式（12.1）可以转化为：

(0, 

5t = 1 sigmoid(UT × Xt+WT × St-1 ) 

t = -1 

其他
(12.2) 

其中U和W是网络的其中两个参数 隐藏层神经元结构可以用图12.3来可视化表

刀τ 。

St-1 S金

② 
sigmoid 

xt 

图12.3 Elman隐藏层设计的效果图
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• RNN网络的最后一层结构是最上方的输出层，用。来表示，记为：

。＝ (00,01, ... ... ,or) 

Ot表示序列在第t步的输出结果，与输入层和隐藏层不同，输出层的设计则要灵活

很多，并没有规定每一时间步都必须有输出。 例如，在文本的情感分类中，关心的是

整个句子的情感结果，而不是每一个单词，因此只需要在最后时间步有输出层即可。

对于分类模型，输出层的结果一般情况下仅依赖于当前的隐藏层数据，即满足 ：

at = softmax(VT × St) (12.3) 

12.2 时间反向传播

BPTT ， 全称为BackPropagation Through Time，即时间反向传播，是训练RNN网

络模型的标准算法。 它的流程与反向传播算法很相似。 回顾Elman网络模型的计算流

程，在任意的第t时间步，分别得到隐藏层和输出层的结果如下所示 ：

St = sigmoid(UT × Xt +WT × St-1) 

九＝ softmax(VT × St) 

(12.4) 

(12.5) 

为了简单起见，没有添加偏移量参数，但不会影响后面的推导流程和结论的输出。

我们的目标丽数是计算每一时间步的输出层数据的交叉’脯，例如，在第t层，其对数

损失函数可表示为 ：

L （灿） = - Ii le时 In饥） i = -ln(f山 (12.6) 

其中ft是预测输出向量， (f山表示预测值为 1 的概率，只是真实输出，其中l(Yt=O称

为indicator function ， 满足 ：

1 一 fl, Yt = i 
CYt=i) - lO, Yt 学 i (12.7) 

在RNN模型的训练中，全部时间序列构成一个训练样本数据，因此，对于单个数

据集，其对应的损失函数为：

L(f,y) = L/(ft.yt) = - I川 (12.8) 

与反向传播算法类似， BPTT算法的核心是求解参数的导数，然后利用梯度下降

等最优化方法来进行参数的迭代更新。 为了求解式（12.8）的参数导数 ， 首先考察每一
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时间步的损失L(/t,Yt） 。 由于和的导数等于导数的和，当L旷t• Yt）的结果已知，根据t的

任意性，可以求解出L(f,y） 。 下面只讨论第t时间步的损失L（儿，只）的求导过程：

。L旷t• Yt） θ 一 In旷t)y,
一－一一－一－＝ Jι e = u v w 

。θ0θ

·当8=V时，这是最简单的情况，把（12.5）式代人（12.9）式可得：

δ 一 In（／山，t 一 1 __ a(f山t
一－·－

iJVij 旷t)yt … δvij

一－1 " 0 ( exp(V.,yt T × st) \ 

α山t " avij 飞I~＝ l exp(V.,y T× st)} 

＝旷t)yt ×

(12.9) 

ex (V., tT × st ） δI;=1 exp(V.,y T× st) 
avij × L~＝l exp(V.,y T× st) - exp(V.,yt T × st ） × δ叽j

(I;=1 exp(V.,y T × st))2 

一－1 ,,f 1饥＝j）× exp(V.,yt T × st ） ×（s山× L~＝ l exp(V.,y T× St) 

旷山t …飞 (I;=1 exp(V.,y T × st))2 

四p(V.,ytT × st ） × e叩（V.,jT × st） ×（s山飞

(I；吐出p(V.,yT × St))2 } 

＝二L×（1切＝j）× C!t)yt × （st）； 一 C!t)j × Cft)Yt ×（s山）
旷t)Yt

＝一（lcy严j) 一（儿）j）× （st)
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故有：

。一 lnCft)v 
。Vij Yt ＝一（ l (yt=j) - （／山）× （st) ;

成立。 对于矩阵V，可以把式（12.10）写成：

。一 lnCft)v 
。v Yt =St × (ft - e(yt))T 

其中：

e(yt) = ( lCYt=l)• lcyt=2)• . 'lCYt=r)) T 

ft= （（儿） 1, Cft)2, ... , Cft)r)T 

(12.10) 

(12.11) 



12 递归神经网络

St = ((s山，（s山，... , (st)m)T 

验证维度的正确确性， St εRmx1, ft-e(yt） εRγ×1 ，故式（12 . 11）的结果为 m× r

的矩阵。 从结果可以看出，对V的求导仅仅由St和ft构成，因此其结果并不会随着时间

的推进而发生梯度消失的情况。

·当O= W时，把式（12.4）代人式（12.9）可得：

δ 一 lnCft)v，一1δ厅，）y， δSt
J< ＝一一一×一一~×一一 (12.12) 

awij 旷t)yt OSt δwij 

式（12.12）主要由两部分求导公式构成，其中守主可由对式（口协导得到 ：

。（f山t - 0 ( exp(lf.,ytT × St) \ 

OSt δSt 飞L~＝ l exp(V.,y T × st)} 

exp(V.,y T × s ) a I~＝ 1 exp（飞YT × st)
a~ t × L~＝l exp(V.,y T× st) - exp(V..YtT × st ) * t 

(I~＝ i exp(V.,y T × st))2 

- (exp( V..Yt T× St)× lf..Yt T × L~＝ 1 exp(V.,y T× st) 

飞（I~＝l exp(V.,y T × st))2 

exp(V..YtT × st） × I~＝ 1(V..／× exp(V.,y T × Sc））飞

(I~＝ l exp(V.,y T × St) )2 ) 

＝ （σt川
整理归纳上式得：

。σ山t l÷l 
丁了＝ l (/ t)yt × lf.,yt T 一饥）川） _(V.，／ ×队）y) ) 

’ \ y=l I 

继续考察芜的求导结果，由于St包含了队，同理， St-1包含了S凹，
uvv ij 

时间步都采用相同的参数W，因此利用链式法则进一步将式（12.12）化简：

。一 In（／山＇t 一1 __ act山t .. OSt 
一－：.：－＆－

awij 旷山t … OSt … awij 

一1 .. 叮山t .. (÷ (ost .. osi \ \ 
一，－··二．一

(f山… 。St u 飞旬飞asi · · awiiJ J 

(12.13) 

而每一个

(12.14) 

297 



深入浅出深度学习：原理剖析与 Python 实践

其中去由下面的公式求得：

HH
川
严

(12.15) 

把式（12.15）代人式（12.14） ，得到最终的参数求导公式为 ：

a~t）~＝~×~×（二（（时×我）) (12.16) 

令Et ＝ 一 lnCft)Yt ’贝LlEt表示第t时间步的损失，图12.4展示了这种损失误差在时

间维度上的传递过程。

Eo Ei E立4 Et-1 Et 

as1 as,_, as,_, 1 as, : 

... 

↓↓」」
Xo X1 Xt-2 Xt-1 Xt 

图12.4 BPTT随时间向前传递的效果图

考察式（12 . 16） ，公式中存在导数传递子项，即 ：

口fs;
与＋1对与的求导结果是一个含有sigmoid函数的导数， sigmoid函数的导数的表示形

式为：

σ’ （x) ＝ σ（x)(l 一 σ（x))

sigmoid函数的导数的值域在范围［o. ~］内，因此，每一次反向传递的过程中，梯
度都会以：的速度递减，可以想象，梯度的计算是随着往前传递时间步数的增加而呈
现出指数级的递减趋势，离当前时间越远，梯度减少越明显。 例如假设当前时刻为t '

则在（t - 3）时刻，其梯度将减少至少（扩＝ 击。
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这种现象称之为梯度消失（ vanishing gradient ），与BP算法一样，利用BPTT求

解递归神经网络之所以会导致梯度消失，主要是由于激活函数的导数所引发的梯度下

降叠加。 在RNN网络中，梯度消失导致的后果是模型无法保留前面较远时间的记忆，

因此，在实际的应用中效果不甚理想。 在自然语言处理中，当一个单词能表达多种不

同的含义时，为了确定其准确的意义，不仅要考察其周围的单词，很可能还需要考察

上下文环境，比如更早的句子信息，甚至前一段的信息。 在这种关系跨度较大的应用

中， Elman递归网络的效果并不理想，后面将讲解另外两种改进的RNN模型，它们有

效克服了梯度消失的缺点，对于捕获长时间的记忆信息效果非常显著。

12.3 长短时记忆网络

长短时记忆网络（ Long Short Term Memo叩，简称 LSTM ）， 是时间递归神经网

络的一种变种形态，由Hochreiter和Schmidhuber在1997年提出［匀，日前已经被广泛应

用于机器翻译、语音识别等自然语言处理领域。 传统的Elman模型，由于存在梯度消

失等缺点，因此不能有效地保留长时间的记忆信息。 LSTM则对隐藏层的设计做了相

应改进。 LSTM的整体结构与图12.1基本一致，但隐藏层的设计更复杂，井有效克服了

梯度消失问题，与Elman只有激活层的结构不间， LSTM隐藏层的核心设计， 是一种叫

记忆体（ cell state ）的信息流，它负责把记忆信息从序列的初始位置传递到序列的末

端，并通过4个相互交互的“门”单元，来控制着在每一时间步t对记忆信息值的修改。

1. 忘记门

忘记门（Forget Gate Layer），其作用是控制着要从前面的记忆中丢弃多少信息。

以音乐个性化推荐为例，用户过去的行为操作，对当前的推荐决策有重要的影响。 对

于正向行为，如用户对某一位歌手或者某一种流派的歌曲特别感兴趣，那么这种正向

操作的“记忆”将得到加强；相反，对于负向的操作行为，如删除、跳过等行为，其

对应的信息则会逐渐减弱。 忘记门是通过一个激活函数来实现，如式（12.17）所示 ：

儿＝鸣moid(w1T × st-1 + UrT × Xt +ht) (12.17) 

通过将上一隐、藏层的输出信息、St一1与当前的输入引进行线性组合后，利用激活函

数，将函数值压缩，得到一个大小在0和1之间的阔值，当函数值越接近于1时，表示

记忆体保留的信息就越多。 当函数值接近于0时， 表示记忆体丢弃的信息就越多。 将

上面的过程用图12.5来可视化表示。
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sγ 

x, 

图12.5 忘记门逻辑设计

2 输入门

输入门（ Input Gate Layer ），它决定了当前时刻的输入信息抖，千i'多少信息、将被添

加到记忆信息流中，与忘记门的计算公式几乎一致，输入门同样通过一个激情l京l数来

实现， ~11式（12.18）所示 ：

it = sigmoid(w?× St-1 + UiT ×Xt +bi) (12.18) 

3. 候选门

候选f丁（ Candidate Layer ），它用来计算当前的输入与过去的记忆所具有的信息总

量，其计算过程如式（12.19）所示：

C’ t = tanh（毗T × St-1 + Uc T × Xt +be) (12.19) 

输入门与候选门的可视化效果图如图12.6所示。

忐
x, 

图12 .6 输入门与候选门逻辑设计

记忆的更新由两部分构成 ： 第一部分是通过忘记门过滤过去的部分记忆，大小为

ft × ct-1 ；第二部分是添加当前的新增数据信息，添加的比例由输入门控制，大小为

it × C’t 。 将这两个部分进行组合，得到更新后的记忆信息ct为：

ct= ft × ct-1 +it × C t (12.20) 

输入门与候选门的组合效果图如图12.7所示。
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c, _, ~ ~ c, 

f, I ③ 

I d IC’t 

图12 .7 输入门与候选门逻辑设计

4. 输出门

输H＼门（ Output Gate Layer ），它控制着有多少记忆信息将被用于下一阶段的更新

巾，民llFliCc求解St的过程，输出门的计算公式满足：

Ot ＝到gmoid(W／× St-l + Vo T × Xe+ b。） (12.21) 

Ot是一个大小在0和1之间的权重值，传递给下一阶段的记忆信息为：

St= Ot × tanh(Cc) (12.22) 

输出门逻辑设计效果图如图12.8所示。

s,_, 

x, 

图12.8 输出门逻辑设计

我们把前面的知识点综合，得到如图12.9所示的全局效果图，图中展示了在第t时

间步，隐藏层中的数据流动和各“门”单元的交互影响。

c,_, c, 

·－·~0 R·~ 
图12.9 LSTM隐藏层的逻辑设计图

上面分析了标准的LSTM网络的设计流程，但这并不是唯一的设计方式。 事实上，
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在实际的应用中 ， 隐藏层的“门”单元设计，可能会由于要解决的实际问题不同，在

设计上会有细微的差别，其中一种较流行的改进设计，是由Cho等人在2014年提出的

门控递归单元网络（简称GRU) ［俐， GRU在LSTM的基础上进行了简化，主要包括下

面两个方面的改造 ： 一是将输入门与忘记门组合为一个新的门单元，称为更新门

( Update Gate ） ； 另一处变动是将记忆单元ct与隐藏层单元St组合为一个统一的单元，

经过改动后的隐藏层效果图如图12.10所示。

s,_, s, 

X重

图12.10 GRU隐藏层的逻辑设计图

其中Tt表示重置门（ Reset Gate ），它的值决定了过去的记忆与当前的输入的组合

方式 ； Zt表示更新门，它控制着过去的记忆有多少能被保存，重置门单元Tt 、 更新门

单元Zt和记忆单元St的计算公式如下所示 ：

Zt = sigmoid（问T × St-1+UzT × Xt + b z ) (12.23) 

η ＝ s耶noid(Wr-T × St-1 + UγT × Xt + bγ） (12.24) 

h = tanh(Wh T × Cst-1 ° Tt) +uh T × Xt + bh) (12.25) 

St= (1 一 Zt） 。 h + Zt 0 St-1 (12.26) 

12.4 结构递归神经网络

前面介绍了时间递归神经网络及其两个常用的变种网络LSTM和GRU，它是将数据

通过在时间维度的展开，使得信息能够在时间维度上进行传递和积累，数据之间的联

系表现为在时间维度上的前后依赖关系 ； 结构递归神经网络则是将数据在空间维度上

展开，并以一种树结构的形式展示，数据之间的联系表现为整体与局部之间的空间组

合关系。

要将自然语言应用于机器学习算法中，首先需要将语言数字化，最简单的方式是

One-Hot Representation ，但这种方式具有维度高，且不能反映出单词间的内在联系
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等缺点，为此， Hinton等人最早提出了Distributed Representation［町，也就是为单词w

构建词向量表示。 当前，词的向量表示算法已经非常成熟”， 10, 11］，由词向量构成的向

量集合构成了词向量空间，如图12.11所示。 但语言的复杂性，不但体现在词与词之

间的关系上，更体现在不同长度的单词，短语和句子之间的关系上，例如单词“consider”

和短语“take into account”的含义是一致的，如果能够将任意长度的短语、句子都

映射到同一个向量空间中，无疑将对语言的表达和理解起到非常关键的帮助作用。
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图12.11 词向量空间

Socher等人在2011年提出了结构递归神经网络（12］的模型，被广泛应用于句子的分

块和语法处理中。 在自然语言文本中，语法的规则是一种递归的结构， 一个句子可以

由名词短语和动词短语构成，而名词短语又可以继续分解为其他的短语子结构。 以下

面的句子为例，考察如何由结构递归网络来构建句子的语法树。

句子： S =the mαηsαwα dog in the pαrk 

将句子按语法结构进行分解，得到如图12.12所示的语法树结构。
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图12.12 句子的结构递归网络表示

整个句子的语法结构也可以用语法结构分解表来表示，如图12 . 1 3所示。 读者可

以对比这两种表示方式，从而加深对图12.12的理解。

符号 含义 短语

s 句子 the man saw a do9 in the park 

NP .£伺候语 the man 

VP 动t司锥t垂 sαw a do9 in the park 

Det. Fil 定伺 the 

N 名词 man 

v 动词 saw 

NP .£1·司级语 a do9 
pp 介词短t吾 in the park 

Det. Fil定词 a 

N .£词 do9 

p 介词 in 

Det. 限定词 the 

N .£1司 park 

图12.13 句子的语法结构分解表示

考察图12.12的语法树结构，为了得到整个句子S的向量表示，向底向上递归执行

如下的操作：把小的短语表示合并为更大的结构表示，最终得到整个句子的向量。 形

式化来说，对于任意的输入数据C1和Cz, C1和Cz既可以表示单词，也可以表示组合后

的短语，通过合并两者的向量表示，得到组合结构p的向量表示，把这个自底向上的
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合并操作称为结构递归神经网络的前向操作（ Feed-Forward Process ），如图 12.14所

刁亏 。

w 

图12.14 对任意的输入数据，神经网络的前向操作将它们合并为更大的结构表示

由C1和Cz得到p的向量表示的计算公式为：

p = sigmoid (W × (cl; Cz] + b) (12.27) 

p与C1 、 Cz的向量表示都映射到同一个向量空间，经过式（12.27）的反复递归操作，

最终得到整个句子S的向量表示，语法树中所有非叶节点的向量表示，与叶节点的词

向量表示共用同一向量空间。

前面讲解了如何由词向量通过合并得到任意长度的句子向量表示。 对于任意一个

句子，一般预先并不知道语法树结构，词与词之间的组合方法可能有很多种，例如考

察句子 “the cat is here" 图12.15展示了其中的两种组合方式。

-/ 
?! 

…?
M

) 

图12.15 对于同一个句子，可以通过不同的递归组合构建出不同的语法树

因此， 一个亟待解决的问题是，需要选择一个评价标准，并按照这个标准，构建

出句子的最优语法递归树。 为此，在图12.14中， 在进行合并操作后，还可以计算合

并后的结构p的得分S, S的计算公式为：
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S = "Vscore × p (12.28) 

S的作用：衡量合并后的质量（ s越大则合并后的质量越高）；决定哪一对组合优

先进行合并（取S最大的组合方式进行合并）；计算合并后的句子的得分（总得分为所

有合并结果的得分之和）。 仍然以句子“the cat is here，，为例，对应图12.15的两种

组合方式的得分如下所示。

左图总得分为： scoreL = sc1.2) + sc3,4) + scc1.2),(3,4)) (12.29) 

右图总得分为： scoreR = s(l.2) + scci.2),3) + s( (C叫3).4) (12.30) 

对应图12.15的两种组合方式的得分语法树如图12.16所示。 其中，（a）图：首先将

“the”和“cat”合并，得到且，分数为S(l.2），将“is”和“here”合井，得到白，得分

为S(3,4），最后将凯和Pz合井，得到整个句子，句子得分为S((l,2),(3,4)); (b）图将“the”

和“cat”合井，得到P1 ，分数为sc1.2），将P1和“is”合井，得到Pz ，得分为S((l.2),3）’
最后将Pz和“here”合井，得到整个句子，句子得分为s( ( (1,2),3 ),4) 

＂＂＇唯

w.哩。叫，

失,, a:::ilil ~ ,, 'Ji:: ~ 

: I i i I i 
、 ＿t~·－ _: •, －＇~呻.＿ _: 

图12.16

5((1.2).(Ul) 

w, .... J 
s 

对应图12.15的两种组合方式的得分语法树

采用beam search的方法构造出最优语法树， beam search的思想非常简单：对于

当前的所有可能候选对，选择分数最高的候选对进行合并。 通过一个具体的例子来考

察，如何由结构递归网络和beam search构建一颗完整的语法树，如图12.17到图12.19

所示。
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第1步，相邻的两个单词合并，共有3个候选数据，在这3个候选数据中，“the”和“cat”

的组合分数最大，因此，合并“the”和“cat”

、
‘
，
，
，
J

A
噜
吨
，．

( 

、
、
，
E

，
，
，

’
且
。
”
。

’
’’
t
s、
、

图12.17

f （~el 
、
S
B
S

，

…m
M
W四
十

ft

’’· 

第2步，由于“the”和“cat”合并为一个新的名词短语，当前只有两个候选对可供选择，

其中，“is”和“here”的组合分数最大，将其合并进入最后一步操作

图12.18

、
、
，2
’
’
’

FD

’S 

J
’
’
$
1
、
、

。

f (.5) f ~）J ’ the ; I cαt ' 
蝠’”二··－－

第3步，当前只剩下唯一的候选对时，合并两个新的短语结构，最终得到句子的语法向量

表示，语法树结构构造完成

307 

图12.19



深入浅出深度学习：原理剖析与 Python 实践

12.5 应用：语言模型

语言模型是一个概率模型，利用该模型可以对任意给定的一个句子序列数据，得

到该序列的合理性概率估计。 在语音识别、机器翻译中扮演着非常重要的角色。 语言

模型的形式化定义为：设S表示一个句子序列，它由单词序列｛叭，叫，叫，...... ,wn｝构成，

n表示句子的长度，则语言模型的任务是构建形如（12.31）式所示的概率模型 ：

p(S) = p(w1, W2, W3, ... 'Wn) (12.31) 

12. 5.1 N元统计模型

由条件概率公式，可以得到计算语言模型最简单的概率统计算法，如式（12.32）所
刁可：

p(S) = p(Wv W2, W3, ···, Wn) 

= p(w1)× p(w2lw1)× p(w3IWv Wz)×...× p(wnlW1, Wz, ... , Wn-1) (12.32) 

其中p(w1）表示单词W1出现的概率； p(w2lw1）表示在已知单词叫出现的条件下，
Wz出现的概率；依此类推， Wn出现的概率取决于它前面的所有单词。 可以想象，当n比

较大的时候，计算条件概率的复杂度是难以接受的。 为此，俄罗斯数学家马尔科夫提

出一种简化问题的假设：每一个单词仅与其前面的（n- 1）个单词相关， 即满足：

p(wtlwv Wz, . 'Wt-1) = p( wtlw•( n-1)• W•( n-2)• ···, Wt-1) (12.33) 

把满足式（12.33）的假设称为（n - 1）阶马尔科夫假设，利用马尔科夫假设将式

(12.32）化简为：

队叫，W3, .. , Wn) ＝口叫WtlW川

把单词集Wt－（η－ 1)• Wt-(n-2)• ···' Wt-1称为Wt的上下文环境，称式（12.34）对应的语
言模型为N元统计模型。 构建语言模型的关键是计算条件概率 ：

p(wtlwt 何一1) • ... , Wt-1) (12.35) 

考察如何有效求解上面的条件概率。 给定训练的语料库文本，对任意的序列数据

5，要计算其概率p(S）， 需要通过在语料库中，计算前后单词组合的计数，也就是需

要计算下面的统计量：
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count(w•( n-1)• W卜（n-2) • . , Wt - v wt) 

coun巾←（n-1) • W←（η－2) • ·,Wt 1) 

(12.36) 

(12.37) 

当训练的语料库数据量比较大时，根据最大似然估计的思想，式（12.35）的概率估
计可以近似地化简为形如（12.38）式的计算形式 ：

巾t lw←－（n-1) • W•-( n-2],,Wt-1 ) =CO叫？←－（n-1州
count飞w←（n-1) • W• (n- 2)• .. . , Wt- 1 ) 

N元统计模型为构建语言模型提供了－种有效的解决方案，但N元统计模型也存
在着下面几个缺点 ：

第一，从计算的角度， N元统计模型的空间复杂度高。 通常情况下， N元统计模
型的空间复杂度是关于忧的指数函数， 即O(IVln） ，其中 IVI表示语料库中词汇量的大小。
在实际应用中， n的取值一般都比较小，事实上，当n =2或η ＝ 3时，模型已经有比
较好的效果，随着η的增长，资源消耗非常大，但效果却并没有得到显著的提升。

第二，稀疏性。 基于统计的语言模型需要知道模型中的所有参数， 也就是所有词
对共同出现的次数，但很多情况下 ， 大部分词对并没有在语料库中出现，这样就造成
了零概率问题；另一方面，当词对出现的次数很少时，数据结果的置信度也不高。 针
对稀疏性问题，研究学家已经提出了很多解决方法， 其中平滑（ smoothing ）技术［ 141,
是比较有效井且应用最广泛的一种方法，下面以二元模型p(wdwi-1）为例 ， 介绍几种
常用的平滑算法技巧。

1 拉普拉斯平滑

拉普拉斯平滑（ Laplace Smoothing ），也被称为Add-one平滑，是最简单的一种平
滑算法，它通过为每个词对出现的次数加1，保证每一个词对至少出现－次。 因此 ，
条件概率的求解公式为 ：

阳dwi-1 ) ＝ 【飞＋ co川（wi,W←
Lw;[1 + count(wi, wi _1 ) ) 
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2. 古德·图灵平滑

古德－图灵平滑（ Good-Turing Smoothing ）通过折扣的方式来解决稀疏性问题。
设在语料库中出现k次的单词有ck个， i吾料库的文本大小为N ， 那么有等式：
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× ’K 
∞

Y
J
HM
 

N (12.40) 

成立。 这样，对于任意一个单词叫，若其出现的次数为k，则其概率满足：
k-N 一

一

、
B
J

W J
，
‘
、

nr (12.41) 

前面提到，直接按频率来估计概率值，会存在零概率的情况，并且当出现次数比

较小的时候，统计的结果不可靠。 为此， Good和Turing提出通过折扣来下调出现频率

比较低的单词的概率，首先引人仇 ， 冉的值为：

dk = (k + 1）×旦旦
ck 

(12.42) 

把单词出现的次数k用dk来代替，容易验证l:k dk × ck= N成立，该等式表明用dk

来替代k并没有破坏数据的整体结构。 由Zipf定律可知 ， 一个单词出现的次数与它在频

率表里的排名成反比，贝。Ck+l <Ck成立，故在一般情况下，有dk 《 k成立，并且当k = O

时，有do ＝ 号 ＞ 0成立。 修改后的单词叭的概率计算公式为：

也
一N一

一

、－
a
J

w f
飞’ι

 

nu
u 

p (12.43) 

由于dk 《 k，因此修改后的概率比式（12 .41）的概率值要小，起到下调置信度的作

用。 由于d0 > 0 ，因此即使对于没有出现的单词，其概率也会大于0，从而解决零概

率问题。 对于二元模型及更高阶模型，也采用相同的方式处理。

3. 线性插值平滑

古德．图灵平滑算法的一个缺点就是对于没有在语料库中出现的词对，它们的概率

值是相等的 。 例如考察二元词对（叫，叫）和 （叫， wk） ， 当满足 count（叫，叫） = 0且

count（叫， wk)= 0时 ， 那么有等式 ：

p （叫 lwi) = p(wklwi) (12.44) 

成立，但在很多情况下， 这个结果并不正确，例如，假设（ bes t regards ） 和 （ best

happy ） 在语料库中均没有出现， 由式（12.44），有：

p(regαrdslbest) = p(hαppylbest) 

成立，显然这个结果不符合常理，因为通常来说， p(regards lbes t）的值要远远大

于p(hαppylbest）的值。
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为了解决这个问题，首先来考察在语料库中单词的统计规律性：考察一元组（wJ与
二元组（wi，叫）的统计关系，知道wi的出现次数必然比单词对（叫，叫）的出现次数要多，
也就是满足：

cou叫wi) >count（叫，叫）

并且一元组 （wJ的稀疏性问题远没有二元组（叭，叫）严重；同理， 考察二元组
(wi ， 叫）和三元组 （wi，叫， wk） 的关系， 二元组（叭，叫）出现的次数肯定比三元组
(wi，叫， wk）出现的次数要多，即满足：

cou叫wi, wi) > coun巾υ叫， wk)

并且二元组（wi，叫）的稀疏性问题同样没有三元组（叫，叫， wk）严重。

基于上面的规律，可以得到一个一般性的结论：低阶模型的零概率问题没有高阶
模型严重，并且低阶模型的稀疏性要远好于高阶模型。基于这个结论， Jelinek和Mercer
提出了线性插值的平滑算法（ Jelinek-Mercer Smoothing ）。 线性插值平滑的基本思想
是将高阶语言模型和低阶语言模型进行组合，从而达到平滑的目的。 以二元模型为例，
条件概率p（叫 lwi）的值可以通过下面的组合公式得到 ：

p（叫 lwJ ＝ λ（wjlwi) × p（叫lwJ ＋ λ（wi） × p(wJ (12.45) 

4 . 卡茨平滑

卡茨平滑（ Katz backoff Smoothing ），也称为卡茨回退。 它的基本思想是：如果
高阶的语育模型概率为0，那么将回退到低阶，用低阶模型的概率来估算高阶模型，
概率的估计呈现出层次结构性。 下面以三元模型p(wdwi_z wi-1）为例：

( I ）当count(wi-Z • w川， wi ） 》 T时： 直接使用式（12.38）的最大似然概率计算公式
得到，即 ：

count(wi_z, wi-v w ) p(wdwi_z Wi-1) ＝、~ , 
count(wi-Z• wi-1) 

(12.46) 

( 2 ）当0 < count(wi-Z• wi-v wi) < T时： 考虑到频率较小的词对存在置信度问题，
结合古德－图灵平滑算法来估计，得：

PntlWi-7• Wi- 1 WiJ PatCwdwi_z Wi-1) = · 俨、‘＆也. ., (12.4 7) 9 P9t(wi-2• wi-1) 

其中P9t(wi斗， wi-v wi ）和P9t(wi-2• wi-1）的值仿照式（12.43）的古德·图灵平滑公式
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得到。

( 3 ）当count(wi斗， wi-1,wa = 0 ，则执行回退，使用p(wdwi-1）的值来估计三元

模型，即：

p(wdwi-2wi-1) ＝ α × p(wdwi-1) 

其中α是一个归一化参数，由于条件概率满足 ：

Lwt(wi lwi-2 wi 

因此为了满足式（12.49） ，需要保证 ：

p(wdwi-2Wi-1) + P9t(wdwi -2 wi-1 ) ＋ α × p(wdwi_1) = 1 

计算得：

(12.48) 

(12.49) 

一 1 - p(wdwi-2wi-1) - Pgt(wdwi-2Wi-1 ) 
(12.50) 

p(wdw卜1)

这样把三元模型的概率估计问题回退到二元概率估计，对于二元概率估计问题，

可以采用同样的回退策略，回退到一元模型。 读者可以自行推导，这里不再详述。

N元统计模型还有很多巧妙的平滑技术，限于本书的篇幅，不在这里做进一步的

探讨，更详细的算法细节读者可以参考相关文献［ 14,15,16） 。

12.5.2 基于 LSTM 构建语言模型

上一节介绍了N元统计模型，通常情况下，当N值越大时，从理论上来说，模型

的效果越好，但随着N的值越大，由于数据的稀疏性问题越来越严重，统计模型的效

果却往往不理想。 虽然采用平滑的策略能够起到一定的缓解作用，但没有很好解决这

个问题。 利用LSTM构建语言模型［ 17），其基本思想是将句子拆分为单词的组合，句子

中的每一个单词，按其出现的先后顺序作为输入层中每一时间步的输入数据， 整个过

程不需要关心输入数据是否在语料库中出现。 考察下面两个句子。

51 = the dog is eαting 52 = the cat is eating 

当S1在语料库中出现，但S2没有在语料库中出现时，利用N元模型， S2的概率估

计会出现零概率问题，它的结果往往与实际结果偏差较大。 但仔细观察两个句子，我

们发现， S1与S2的意思实际上非常相近，它们的结果值应该满足以51) ::.: p(S2） 。 利用
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LSTM来构建语言模型，我们的目的是学习词与词之间的前后依赖关系，而不是简单
的统计规律，不但有效克服稀疏性造成的问题，也能够找出语言之间存在的联系。 使
用LSTM来构建语言模型，可以按照下面的步骤来执行。

1. 分词

几乎所有自然语言处理任务的第一个步骤都是对文本进行分词，对于英文文本，
可以采用NLTK自带的sent_tokenize和word_tokenize来实现。 对于中文文本，当前常
用的分词工具包括jieba等分词包。 分词完成后，将分词的结果，按照每一个单词出现
的频率、顺序为每一个单词分配一个整数值。

2. 预处理

对分词后的结果进行预处理，常见的预处理包括：去除停用词，对没有在语料库
出现的词和语料库中的非频繁词的处理。一般来说，为了提升效果，都把常用词汇限
制在一个较小的范围内，比如20 000，对于非频繁词和没有出现的词， 把其归类到一
个Unknown_Token 中，在训练时作为相同的值来看待。 其他预处理还包括是否限制训
练数据的句子长度等。

3. 准备训练数据

将句子按图12.20的方式拆分为输入数据和输出数据。

句子： S = w11w2，…， Wn吐， Wn[
V

输入 W1, Wz, W3, ... 'Wn-1 
4IIBEE

--
v 

. . . 
’’
’’’
BEE

--- 

SEEBEBEE

--· 

．
霄
’
t
’
E
B
E

＆
·
·

W2, W3, ... 'Wn-1' Wn 输出

图12.2 0 将句子拆分为输入数据和输出数据

把文本通过索引映射，得到输入矩阵数据和输出矩阵数据，以图12.21为例的输
入值向量为（S,103,32,5） ，输出值向量为（103,32,5,2385） 。

the do9 in the pαrk 

•• i •• 
5 103 32 5 2385 

图12.21
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4. 构建LSTM网络

参照12.3节构建LSTM模型，输入层以句子的输入数据作为输入，每一个单词对应

一个时间步，在上面的例子中，时间总长度为4 。 在输入层与隐藏层之间添加

Embedding层，将输入数据映射到低维空间中。 隐藏层为了克服梯度消失的缺点，我

们采用LSTM层构建， LSTM层的结构与原理请参考12.3节。 输出层是一个softmax模型

结构，通过输出层可以得到对应每一时间步t的输出结果分布。 完整的网络结构如图

12.22所示。

M 吗？画： （嘻蛋！ ！哥盖！ ！写~j

~·＿r __ 7-- __ :;-- __ z· 
LSTM A品 t 伽 L____J •. L_…_.,.) • L一一J

－ －~z- － － ~z ___ 2- __ :2-
~·17J Ti Ti Ti 

图12.22 利用LSTM构建语言模型的网络图

利用递归神经网络构建语言模型，最核心的设计是中间的隐藏层 ， 图 12.22设置

了LSTM隐藏单元，通过前向操作，将句子中单词之间的联系信息， 以记忆信息流的

形态不断向后传递， 影响每一个新输入数据的处理和每一阶段的输出，网络的前向传

递操作可以通过scan函数来实现，代码如下所示。

ret , updates = thean。 . scan(

f n = step , 
sequences = [xx , mask , yJ, 
outputs_inf。 z [ T.all。c (0.0 , n_samples , self .n_hidden ) . astype (theano . c。nfig. fl。atX ) , 

T . all。c ( O .O , n_samples , self . n_hidder、 ） .astype ( theano.c。nfig. floatX ) , 

N。ne, N。ne],

n。n_sequences = [ self . tpar缸ns [ 'lstm_u ’ ], self . tparams [ ' lstm w’ ], 

self . tparams I ’ lstm b ’ J, self . tparams [ ’ u ’ J, self.tparams [ ’ b ’ l l. 

在每一时间步t ， 需要3个输入信息，分别是当前的输入数据x_t 、 前一阶段的隐藏

层传递信息s_t_prev和c_t_prev，有关St和Ct的概念请参考12.3节的详细讲解。 处理完

成后的输出数据同样由4部分构成，分别是s_t 、 c_t 、 。＿t和cost，其中 ， s_t和c_t分别

表示记忆信息和候选信息，用来作为下一个时间步的输入 ， o_t表示当前时刻的输出值，

它是一个向量值， （o_t)i表示当前时刻t取值为i的概率 ， 且满足 ：
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三（叭＝ 1 (12.51) 

下面的代码展示了LSTM对数据信息的处理流程。

def _step (x_t , mask, y_t , c_t_prev , s_t_prev , lstm_u , lstm_w, lstm_b , u, b ): prea = T.d。t ( x_t , lstm_u ) + T.dot (s_t_prev, lstm_w) + lstm_b i • T.nnet . sigm。id (_slice (prea , 0 , self.n_hidden)) 
f • T . nnet sigmoid (_s lice (prea , l , self.n_hidden)) 
c_pi • T.tanh (_slice (prea, 2, self.n_hidden)) 
。 ＝ T . nnet.sigm。id (_slice (prea , 3 , self . n_ hidden)) 

c_t • f *c_t_prev + i *c_pi 
c_t ,. mask [: , N。ne] *c_t + (1 - mask) [:, N。ne]*c_t_prev

s t • o *T.tanh (c t ) 
s_t •mask [ : ,N。ne] *s_t + ( l - mask) [:, None] • s_t_prev 

。 t ,. T.nnet . s。ftmax (T . dot ( s t , u ) + b ) 

c。st • -T.mean (( T.l。g t。一t ) [T.arange (y_t.shape [ O]), y_t ]) * mask) 

return c t, s t , o t , cost 

5. 数据并行与模型井行

数据并行：语言模型的训练数据是基于大规模的语料库来进行的，为了提升训练
的效率，通常每一次的迭代训练都是按照批量更新的策略，取多条句子同时作为输入，
但由于每一条句子长短不一，为此，我们首先需要将每一批次的所有句子规整为相同
长度的向盆， 转化过程如图12.23所示 ：

s1 : the dog In the park 

•2 Making the same 时且nnptlons wtlh ones 

s3: I have no idea 

s4: the man saw a dog In the park 

。

’ 

句 1 s 103 32 s 23部

•z I 币2 5 101 削弱 98
S3 11 2 35 28 23 1 

句 1 5 15 123 3 103 32 5 2385 

St Sz S3 S4 

5 782 12 5 

103 5 35 15 

32 101 28 123 

5 235 231 3 
steps 

2385 56 。 103 

。 98 。 32 

。 。 。 5 

。 。 。 2385 

图12 .23 将多条句子的词向量矩阵转化为等长序列的序列矩阵
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模型并行： LSTM的核心是由式（12.17） 、式（12.18） 、式（12.19）和式（12.21）四个

“门”运算构成，仔细观察这四个运算公式，我们不难发现，它们具有相同的预激活

运算操作，并且预激活的系数矩阵具有相同的维度，因此，在执行计算的过程中，我

们不需要单独进行四次运算操作，而是将四个运算同时并行执行， 具体来说，我们可

以构建新的系数矩阵W、 U和b，满足：

W= （问 IWil 毗｜毗l

u = [Ur I ui I Uc I Uo] 

b = [br I bi I be I ho] 

(12.52) 

(12.53) 

(12.54) 

预激活操作使用公式WT × St-1 +UT × Xt + b进行矩阵运算，计算结束后将同时

得到四个“门”运算的预激活结果，通过并行化的矩阵运算，使得原来需要分四步执

行的操作，只需一次运算就可以完成，计算过程如式（12.55）所示 ：

WT × S• 1 +UT × Xt + b = Cft it Ct oc) (12.55) 

6. 构建损失函数

语言模型采用交叉恼作为模型的损失函数，设当前的句子序列为：

s = Wv Wz, ... , Wn-V wη 

则输入数据为x ＝（叫， Wz, ... , Wn-1），输出y ＝（叫，屿， ... ,wn），损失函数可表示为 ：

L(y，←－~Iln(ot) (12.56) 

其中Yt = Wt+l ，表示在第t时刻的实际输出值。 Ot则表示在第t时刻模型的预测输

出向量 ， Cot)yt表示在第t时刻模型预测取值为Yt的概率。

至此，利用LSTM构建语言模型的主要步骤已经简要讲解完毕，更详细的细节和

实现，读者可以到本书配套的Github网站上查看本章的源代码。
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卷积神经网络（ Convolutional Neural Network，简称CNN ），是深度学习技术中

极具代表性的网络结构，它的应用非常广泛，尤其是在计算机视觉领域取得了很大的

成功。 它的诞生受到生物学的自然视觉认知机制的启发， 1968年，诺贝尔生理学和医

学奖得主D. H . Hubel和T. N . Wiesel，在研究猫脑皮层中用于局部敏感和方向选择的神

经元时，发现其独特的网络结构，该结构可以有效地降低反馈神经网络的复杂性［I ］ 。

受此启发 ， 1980年Kunihiko Fukushima提出了新识别机（ neocognitron ）的概念［21,

这也是第一个卷积神经网络的实现，自此之后，科学家们开始对CNN进行了深入研究

和改进。 1990年， LeCun等人发表论文[3］，确立了CNN的现代结构，后来又对其进行

完善［4］ 。 他们设计了一种多层的人工神经网络，也就是我们熟知的LeNet-5 ，该网络最

初被用于手写识别分类。 和其他神经网络一样， LeNet-5也使用反向传播算法进行训

练［5］ 。

CNN相较于传统的图像处理算法的优点就在于，避免了对图像复杂的前期预处理

过程（即大量的人工提取特征工作），也就是说CNN能够直接从原始像素出发，经过

极少的预处理，就能够识别出视觉上面的规律。 但受到当时环境的制约，比如缺乏大

规模训练数据，以及计算机的计算能力跟不上，使得深度学习依赖的两大基础因素：

“燃料”和“引擎”，都没有得到很好地满足。 因此， LeNet-5对于复杂问题的处理结

果并不理想，此后 ， 随着神经网络进入了发展的低潮期， CNN的研究工作也一直没有

突破性的进展。
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从2006年起，在大数据和高性能计算平台的推动下，科学家们开始重新改造CNN,
并设法克服难以训练深层CNN的困难。 其中，最著名的是Krizhevsky等人在2012年提
出的另一个经典的CNN结构［61 : AlexNet，该网络结构在图像识别任务上取得了重大突
破，并以创纪录的成绩夺得当年的ImageNet冠军， AlexNet的整体框架与LeNet-5类似，
但层数要更加深－些。

AlexNet取得成功后，研究人员又进一步提出了其他的完善方法，著名的CNN变种
网络结构还包括 ： ZFNetPl 、VGGNet［町、 GoogleNet[91和ResNet['014种。从结构看， CNN发展
的一个显著特点就是层数变得越来越深，结构也变得越来越复杂，例如ILSVRC 2015的
冠军ResNet ， 其深度是AlexNet的20多倍，是VGGNet的时音多。 通过增加深度，网络能
够抽象出更深层、更抽象的特征。

但随着网络层数越来越深，结构越来越复杂，也使得网络变得难以优化和训练，
很容易产生过拟合。 因此，研究人员一方面通过增加深度来提取更多有效的特征，另
一方面也提出了很多优化的方法来提升网络的效率和精度。 本章将深入探讨CNN的设
计原理，然后对CNN在最新的NLP领域上的应用进行介绍。

13.1 卷积运算

卷积操作是定义在两个连续实值函数上的数学操作，为了更好地理解卷积操作的
意义，通过下面的一个例子来给出卷积的数学定义（本例子摘自参考文献［ llJ)。

假设正在实时监控一首带有激光传感器的宇宙飞船，激光传感器在任意一个时刻
t都能产生一个实数输出x(t), x(t）表示飞船在任意时刻t的位置。 一般来说，激光传
感器的输出都带有噪音，为了减少噪音的影响，更准确地预测宇宙飞船的位置，可以
对获取的数据进行加权平均。显然，对于相邻时间的输出结果，由于离当前时间较近，
因此它们对结果的影响较大，相应的权重也应该较大；相反，离当前时间较远的输出
结果，对当前时间的影响较小，权重值也应该相对较小，设权重函数为w（α）， w是一
个窗口函数，它的值不会随着时间的改变而改变。 加权平均后飞船的位置计算公式如
式（13.1）所示：

s(t) = L: w归）× x(t 一 α）dα (13.1) 

这个操作被称为连续卷积操作，它定义了一个函数（ w ）在另一个函数（ x ） 上的
加权叠加，卷积操作通常也被记为：
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(13.2) 

在式（13.2）中，通常把函数x称为输入，函数w称为滤波器（ filter ），或卷积核

(kernel ），得到的结果S称为特征图，或者特征图谱（ feature map ）。

s(t) = (w × x)(t) 

卷积操作满足交换律， ~n如果令p =t 一 α ， 显然对于任意给定的t ， 当α →∞时 ，

有p →一∞成立； 当α →一∞时，有p →∞成立，从而有 ：

(w × x)(t) ＝汇w归）× x(t - a)da = - L-oo w(t - p） ×吻）dp

= L:x(p） ×叶帅＝ (x × w)(t) (13.3) 

因此，在其他一些参考书籍中，卷积操作可能会采用式（13.3）来表示，事实上两

者是等价的。 除了满足交换律外，卷积操作还满足分配律和结合律：

(w x (x + y))(t) = (w × x+w × y)(t) 

(w × (x × y))(t) =(Cw × x ) × y)(t) 

图13.1展示两个方形脉冲的卷积运算操作，当滤波器w从左侧一直滑动至右侧时，

可以得到w与x的加权叠加结果s。

w 

- x 

一一’ s 

y 

w 
F………………·、

.. .. 
w
一

x 

两个方形脉冲的卷积运算

在前面的数学定义中，假设激光传感器产生的数据是一个连续的过程，贝IJt的取

值可以是任意实数，但在计算机的处理场景下，连续卷积是不可能实现的，需要将数

据离散化，事实上， 一般情况下，也不需要记录任意时刻的数据信息，而是以一定的

3-20 

图13.1
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时间间隔记录相邻的两个数据。 假设有函数x与函数w，它们是定义在未知数t上的函

数，其中t只能取整数值，那么定义函数x与函数w的离散卷积公式为：

α
 

＋
ι
 

x × 
α
 

w 
∞

了
μ

一
－

x × w 
一
－

cd 
(13.4) 

α＝－。。

也可以把离散卷积的定义推广到高维空间上：

s(i,j) = (w × x)(i,j) =LL w(m 们 x(i - m j - n) (13. 
η1η 

图 13.2是在三维空间上应用卷积核的例子。

输入数据
卷积核

* 

~ 

feature map 

图13.2 二维数据上的卷积操作实例，卷积核是一个大小为2 × 2的二维结构，把卷积核应用到输入

数据中，按照从左到右，从上到下的顺序分别执行卷积运算

离散卷积操作本质上是一个线性运算，因此卷积操作也被称为线性滤波。 下面考

察卷积操作在计算机视觉中的应用，给定一个大小为w × h的卷积核，将卷积核按照
从左到右，从上到下的顺序扫描整个图像空间，对于大小为w × h的子图像空间，将

子区域空间的像素值与卷积核执行卷积操作，获取该空间中相邻数据间的统计关系，
通过这种操作，能够挖掘出图像的某些重要特征。

图 13.3展示了利用卷积核提取图像的边缘，该卷积核也被称为高斯－拉普拉斯
算子［口］。
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图 13.3 利用卷积操作提取图像的边缘，卷积核的大小为3 × 3，该卷积核在图像处理中也是非常著

名的滤波器，被称为高斯－拉普拉斯算子［12)

图 13 .4是采用均值滤波器对图像进行均值模糊处理后的效果。

、
、

、

、
、

、
、

图 13.4 在图像上应用均值滤波器得到的均值模糊效果，均值滤波器的每一个元素都为1

13.2 网络结构

在深入分析CNN的网络结构之前，先来考察CNN与前面章节的网络模型，特别是

与全连通的前馈神经网络的异同点，首先是两者的相同点。

-322 

·两者都是一个分层的深度网络结构，相邻网络层之间的神经元相互连接，而同

一层的神经元之间，以及非相邻层的神经元之间没有关联，每一个神经元从上

一层神经元中接收到输入数据，并进行线性加权（预激情），然后选择合适的

非线性激活函数进行激活输出。

·两者进行监督学习时，都是从输入端接收原始数据。 在输出层定义损失函数，

并通过最小化损失函数来调整权重，因此，前面各章提到的最优化方法和技巧 ，

如反向传播、激活函数等同样适用于CNN网络。
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那么CNN ti::传统的深层网络有哪些结构上的变化呢？传统的神经网络处理是一
个全连接的网络，是在输入层接收原始数据，然后把数据传送到隐藏层，并不断向后
抽象，如图13.5所示。

输入层
rtil.J.甚 1 隐藏层2 隐藏层3

图13.5 全连接的前馈神经网络 （ 图片摘自网络 ）

但全连接的深度网络存在很多缺点，如梯度消失 、 局部最优解、可扩展性差等。
CNN的设计针对DNN的缺点做了相应的改进，并且避免了对输入数据复杂的预处理，
可以直接对输入数据进行处理，实现了端到端的表示学习思想。 图13.6是一个典型的
CNN网络结构图，从图中我们可以看到，卷积网络在进入全连接层之前，已经经过了
多个卷积层和池化层的处理。

户、、－0－－~~＼，‘一~ ··~ck

i雷电 l飞机
~~I ; ＇，•串串矗Z 山U唐 : 企盼品

图13 .6 VGGNet架构图 ， 一种典型的CNN网络，主要由输入层、 卷积层、 LERU层、池化层、全连接

层以及输出层等六部分构成

下面先简要概括CNN网络结构中较为重要的几个网络层设计，更详细的知识将在
后面各节中介绍。

·卷积层（ Convolutional Layer ) : CNN网络的核心结构，通过局部感知和参

数共享两个原理，实现了对高维输入数据的降维处理，并且能够自动提取原始
数据的优秀特征。

· 激活层（ Activation Layer ） ： 它的作用与传统DNN网络的激活层一样，把上
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一层的线性输出，通过非线性的激活函数进行处理。 第8章介绍的激活函数在

这里仍然适用，既可以采用传统的sigmoid激·活函数，也可以采用单侧抑制的

Re LU激活函数。 在深度学习领域， ReLU的单侧抑制激活函数普遍比传统的

sigmoid激活函数效果要好。

· 池化层（ Pooling Layer ） ： 也称为子采样层或下采样层，是CNN网络的另一

个核心结构层。 通过对输入数据的各个维度进行空间的采样，可以进一步降低

数据规模，并且对输入数据具有局部线性转换的不变性，增强网络的泛化处理

能力。

· 全连接层（ Full Connected Layer ）：等价于传统的多层感知机MLP ， 经过前

面的卷积层和池化层的反复处理后，一方面，输入数据的维度已经下降至可以

直接采用前馈网络来处理；另一方面，全连接层的输入特征是经过反复提炼的

结果，因此比直接采用原始数据作为输入所取得的效果更好。

13.3 卷积层

卷积层是CNN设计的核心，在具体讲解卷积层的结构和设计之前，首先来了解卷

积层设计的3个动机。

动机 1 ：减少参数数据的必要性。

传统的前馈神经网络在数据处理上有一个致命的缺点，就是可扩展性非常差，例

如将前馈神经网络应用于图像数据处理时，假设输入的是大小为1 000 × 1000 × 3的

RGB图像，那么在输入层将由 3 × 106个神经元构成。 假设隐藏层同样由3 × 106个神

经元构成时，对于全连接的前馈神经网络来说，输入层到隐藏层的权重参数约有

3 × 106 × 3 × 106=9 × 1012个（不考虑偏移量参数）。 可以想象，如果网络具有多个

隐藏层，或者输入数据更复杂时，这个参数数据量还会进一步增加，显然，这个数量

级的参数训练是一个极其耗时的过程。 因此，如果能够有效减少神经网络的参数个数，

对提升网络的训练效率是非常有帮助的。

动机 2：生物学模拟的可行性。

先来探讨大脑处理数据的机制。 视野（ Visual field ）和感知野（ Receptive field ) 

是大脑处理外部世界，并与外部世界正确交互的关键。 视野是指人的视觉系统可以看

见的外部世界范围，但人的视觉系统在处理外部事物时并不是直接对全局进行处理。
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Hube l和Wiese l的研究表明，视觉系统存在复杂的细胞分布，在处理外部世界的输入

时，不同的细胞对输入的不同部分具有局部敏感性，比如某些细胞对运动数据敏感但

对颜色不敏感，它能识别出整个视野的运动特征并忽略颜色的区别，这些局部敏感区

域称为感知野或称为感受野。 视觉系统通过将每一个局部感受野扫描整个视野区域，

提取某一部分的特征信息，然后将不同的特征进行组合，达到全局处理的效果。 生物

学的这种局部处理方式为卷积网络的卷积层设计提供了可行性依据。

动机 3 ： 提取深层特征的重要性。

CNN能够直接对输入数据进行预处理和特征提取，实现端到端的学习。 那么卷积

层是如何提取有效特征，从而提升网络的性能效果呢？长期以来，科学家和工程师都

只能通过理论和数学的解析来强调卷积层的重要性。 直到2014年， Zeiler和Fergus提

出通过反卷积操作来可视化每一层提取的特征［I匀 ， 通过可视化，能形象地观察到CNN

是如何从第一层简单的边缘特征提取开始，通过不断抽象和组合得到复杂的形状特征

的过程，还能观察到通过调整卷积核参数，网络能提取到不同的特征信息，将多个不

同的卷积核进行组合，能进一步加强网络的抽象能力。 有关卷积网络的可视化知识，

读者可以参考文献［13 ） 。

卷积层的设计实际上由3个部分构成，经过卷积层的操作，不但能提取出有效的

特征数据，还大幅度减少了参数的训练量。

1 . 局部连接

局部连接（ Local Connectivity ），也称为局部感知或稀疏连接。主与处理高维度的输

入数据，如图像 、 音频时，全连接的方式导致训练的时间和空间代价都非常高昂。 此

外，由大脑的局部感知野机制（动机2 ）可知，人对外界的认知是从局部到全局的过

程，例如罔像的空间联系也是局部的像素联系较为紧密，而距离较远的像素相关性则

较弱。 因而，每个神经元其实没有必要对全局进行感知，只需要对局部进行感知。 具

体来说，构造卷积层时，每一个神经元仅需要与上一层的部分神经元相连，这种方法

也被称为局部感知或局部连接。 以 cifarlO彩色图像作为输入数据，来考察局部连接的

工作原理，如阁13.7所示。
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图13.7 RGB图像通过通道分离作为输入数据

32 

每一幅 cifarlO图像是大小为32 × 32 × 3的RGB图像，局部感知野的大小对应于卷

积核 （ filter，或称为滤波器kernel ）的大小，卷积核是一块子区域，如图13.8所示，

定义了一个大小为5 × 5 × 3的卷积核（注意，卷积核的子区域是相对于宽度和高度来

说的，卷和、核的深度大小与原始数据耍一致）。 卷积层的每一个神经元只需要与卷积

核对应的区域相连。

3 

图13.8 卷积核作用于图像的过程

2. 空间位置排列（spatial arrangement) 

前面讲解了局部连接的原理，下面具体考察卷积层的每一个神经元是如何与输入

层进行交互的。 事实上，卷积层的结构由四个超参数来决定，包括 ： 卷积核的大小、

卷积核的数量、步幅和补零。 其中，卷积核的大小前面巳经讲解，下面分别就另外3个

超参数进行讲解。

( l ）卷积核的数量：每一个卷积核能够提取某一部分的特征。 显然，在绝大多数

情况下，单卷积核提取的特征是不充分的，这时可以添加多个卷积核来提取多重特征，

每一个卷积核与原始输入数据执行卷积操作后得到的神经元集合，我们称为特征图谱，

如图13.9所示。 每一个卷积核提取的特征都各有侧重点，肉此，通常来说，最终的组

合效果要比单卷积核的效果好很多。例如，在2012年的ImageNet竞赛中， Krizhevsky等
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人夺得冠军的算法就用到了96个卷积核。
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图13.9 对相同的输入数据，分别采用不同的卷积核进行操作，将提取到不同的特征数据

( 2 ）步幅（ stride ）：需要指定卷积核在输入数据上的移动步幅，设步幅为大Jj\5

则表示卷积核在每一步会跳跃s个像素。 以一维数据为例，图13.10和图13.11分别展示

了当步幅5分别为1和2的时候对应卷积层神经元，假设卷积核大小为3，值为（1,0，一 1） 。

卷积层

输入层

图13.10 当步帽s分别为1的时候，卷积层的神经元空间分布

卷积层

输入层

图13.11 当步幅s分别为2的时候，卷积层的神经元空间分布

( 3 ）补零（ zero-padding ）：通常被用来对边界进行处理。 由于卷积核的大小不一

定被输入数据的维度大小所整除，因此，可能会出现卷积核不能完全覆盖边界元素的

情况。 为了防止信息丢失，我们会采用补0的策略，使得在边界处的大小与卷积核吻

合，例如，当步幅s的大小为2时， 若输入数据向量为（0,1,2，一1,1，一句，卷积核为

(1,0，一 1），卷积核并不能完全覆盖边界输入数据，这时候， 一种解决方法就是在原始

327 



深入浅出深度学习：原理剖析与 Python 实践

的输入数据中添加额外的0元素，使得输入数据向量变为（0, 1, 2，一1,1，一3,0） 。 图 13.12

展示了这样的一个处理过程。

卷积层

输入层

8 …ding 

卷积层

图13.12 通过在输入数据的边界处补0来覆盖全体的输入数据

综上所述，在构造卷积层时，对于给定的输入数据，当确定了卷积核大小、卷积

核的个数、步幅和补零个数，那么卷积层的结构也能被完全确定。 以一维数据为例，

设输入数据的大小为w，卷积核的大小为f，步幅的大小为s，补零的数目大小为p,

那么，对于每一个卷积核，由它与输入数据进行卷积运算后，得到对应的特征图谱所

含有的神经元个数为 ：

(w-f+p)+l 
s 

对于高维数据，我们对每一维度分别按照式（13.6）进行计算。

3 参数共享（Parameter Sharing) 

(13.6) 

卷积层设计的第二个重要概念是参数共享，为什么需要参数共享呢？首先考虑这

样一个问题，原始数据经过局部连接处理后参数的个数能降低多少呢？ 以 cifarlO数据

集的图像为例，每一个原始图像大小为32 × 32 × 3，超参数设置包括：有100个卷积

核、每一个卷积核的大小均为5 × 5 × 3、步幅为1、没有补零。 单独考察每一个卷积

核，由式（13.6） ，可知每一个卷积核对应的特征图谱含有的神经元个数为28 × 28 ，则

对应的参数为28 × 28 × 5 × 5 × 3，对所有的100个卷积核，总的权重参数为 ：

28 × 28 × 5 × 5 × 3 × 100 = 5 880 000 (13.7) 

这个数据量虽然相比全连接的前馈神经网络有了一定的下降，但是数据量仍然很
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大，依然没有办法满足高效训练的需求，而参数共享正是解决这个问题的有效方案。

参数共享是基于这样的一个假设：在数据挖掘中，数据在某一个位置（xl,yl）的

统计特性，同样适用于其他任意一个位置（x2,y2） 。 也就是说，对于同一个卷积核，

它提取到的特征应该适用于所有的位置，因此每一个卷积核对应生成的特征图谱神经

元都将共享同一个参数列表。 基于这一思想，我们把对应于同一个卷积核的所有神经

元，用相同的参数来与输入层相连，如图13.13所示。

feature map1 

feature map3 

图13.13 利用参数共享策略，将卷积层神经元与输入数据相连，属于「司一个feature map的神经元都

将共用同一个权重参数矩阵

经过这样处理后，上面cifarlO图像的参数的数目为 ：

5 × 5 × 3 × 100 = 7500 (13.8) 

注意，虽然参数共享大大降低了卷积层与输入层之间的权重参数，但并没有降低

前向传播（ forward propagation ）的速度。 到此为止，把标准的卷积层的设计剖析完

k匕
－－.－－ 。

13.4 池化层

池化层，也称为子采样层（ Subsampling Layer ），是CNN设计的另一个精髓，当

通过卷积层提取物体的特征后，通常需要在两个相邻的卷积层之间插入池化层操作。

池化层函数是一个统计函数，以二维数据为例，如图13.14所示，输入数据的大

小为W × H。给定一个池化滤披器，大小为W1 × hi ，池化函数考察的是在输入数据中，

大小为W1 × h的子区域内，所有元素的某一种统计学特征。 常见的统计特征，包括最
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大值、均值、 L2范数、 加权平均等。

q 

图13.14 池化操作，将池化滤波器内的所有元素用其统计量来替代

当前常用的池化策略主要包括最大池化函数和平均池化函数等。 以一维向盘数据

(0.1, 0.2 ' 0.3 ' 0.2）为例，讲解两者在前向传播和反向传播时的运算过程。 其中反向

传播，也就是当采用BP算法来训练网络时，对池化层参数求导的操作。

( 1 ）最大池化函数（ max pooling ）。

前向传播操作：取滤波器最大值作为输出结果， forwa呻1 , 0.2 , 0.3 ， 。斗
0.3 。

后向操作操作：滤波器中的最大值元素不变，但滤波器中的其余元素为0，即满

足b础ward(0.3) = ( 0 , 0 , 0.3 , 0) 

( 2 ）平均池化函数（ average pooling ）。

前向传播操作 ： 取滤波器平均值作为输出结果， forwa时（0.1 , 0.2 ' 0.3' 0.斗
0.2 。

后向操作操作：滤波器中的所有元素都取平均值， en满足backward(0.2) = 
( 0.2 ' 0.2 ' 0.2 ' 0.2 ） 。
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q 

¢ 

组园
园囚

囚囚
日回

图13.15 两种池化策略得到的结果对比

池化层是CNN网络中非常重要的设计，池化层设计的作用主要有两个。

第一个，减少参数数量，防止过拟合。 例如，当卷积层的输出大小是1000 × 1000

时，如果池化滤波器的大小设置为2 × 2时，那么经过池化处理后的输出数据大小为

500 × 500 。 也就是减少了4倍的数据量。

第二个，池化操作能保持局部线性变换的不变’性［14］ ，也就是说，如果输入数据的

局部进行了线性变换（平移、旋转）操作，那么经过池化操作后，输出结果并没有变

化。

对于第二个作用，即线性变换的不变性，可以通过下面的例子来讲解，图13.16和

图13.17分别是两个不同的输入数据经过相同的卷积层，非线性激活层和池化层后的

结果，图中分别给出了两者的详细转换过程。
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q feature map 

卷积核

原始数据

在王3

¢i 
w = - 0.02,b = 4 

非线性激活

〔令
最大池化策略

图13.16 输入数据首先与卷积核进行线性操你，得到特征图谱，然后经过非线性变换，激活函数，

采用sigmoid函数其中的参数w ＝一0.02,b = 4。 激活函数对feature map的每一个元素执行非线性转

换，输出结果将进入池化层操作，池化层采用2 × 2大小的滤波器，使用最大池化策略，最终得到池

化结果输出，该结果将作为下一个卷积层或全连接层的输入数据

mm因白白
日日囚囚囚

国曰因日 〔令
I O lh2a lh2all o I feature map 

B因因囚囚
因团团团团
四四日凹囚 卷积核

原始数据

·· 忡，

<]
一一＿／ w ＝叫非线性激活

[> 日日
日回最大池化策略

图13.17 对于另一个输入数据，采用与图13.16完全相同的策略，得到的结果输出与图13.16的结果

完全一样
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图 13. 18给出了详细的分析过程，局部线性变换的不变性在某些模式识别场景中

特别有用，比如我们关心某一个物体是否存在，但并不关心它的具体位置。具体来说，

比如在人脸识别的场景中， 需要提取图像中的人脸，但并不需要准确知道人脸在图像

中的位置，也就是说我们不关心人脸是出现在图像的左上角还是右下角，我们需要做

的是能够检测到图像中是否具有人脸的特征信息，比如有一个眼睛在脸的左部，另一

个眼睛在脸的右部等。

(a) (b) 

四日因囚囚

t己吊在

j 吟
图13.18 仔细观察两个输入数据，我们发现两者之间最大的一个区别是左下角区域， 输入数据（a）的

左下角部分执行了向下平移的操作变成了数据（b） ， 而最大化池化策略，由于只考虑池化滤波器区域

的最大统计量，线性变换没有破坏最大统计特征，因此它们都输出相同的结果0.7 5

13. 5 应用：文本分类

前面分析了CNN网络在卷积层和池化层的设计原理，包括局部连接、 参数共享和

池化策略。 但细心的读者可能会发现，前面都是以图像作为例子进行讲解，事实上，

深度学习之所以能在近几年得到迅猛发展和普及，很大程度上得益于其在计算机视觉

领域的突破，而CNN网络更是成为当前图像处理的标准处理算法。 本节将把CNN网络

应用到自然语言处理领域，并重点介绍它在文本分类中的应用。

从人类感知的角度出发，利用CNN处理文本并没有像用RNN （再次提醒， RNN是

时间递归神经网络的简称）处理那么直观，因为对句子的理解，或者我们的阅读习惯，
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都是从左向右的推进过程，而RNN特别适合于这种序列式的场景处理。 把CNN应用于

自然语言处理，主要是基于下面两个方面的考量。

第一，充分利用CNN优秀的特征提取能力。 在图像处理中，利用CNN来提取特征

是一种比较直观的操作，因为图像的局部特征可以应用于全局，但在NLP中，这种做

法从直观上来说并不太合理。 因为在一个句子中，这种局部的特征不一定适合于全局 ，

从上一章我们知道 ， 句子间单词的关系应该是一种由词性关系构成语法树结构。 但令

人惊喜的是，很多结果表明，将CNN应用于NLP取得的效果非常好（21 ） 。

第二，运算效率的需要。 CNN作为目前计算机视觉领域应用最广泛的模型，其核

心操作是线性的卷积运算 ， 很多线性代数运算库都实现了卷积的加速操作，将卷积加

速的通常做法是将卷积操作转化为矩阵运算。 以单通道输入、 单卷积核为例，对于二

维输入数据，传统的卷积运算是使用4个循环语句来完成，如图13.19所示：

× 

( 

, 1 I 2 l 
、 E I I 
'l 3 I 4 ,J … 
卷积核 输出数据

输入数据

图13.19 传统的卷积运算

将卷积转化为矩阵运算，需要将输入数据和卷积核都转化为矩阵的形式：对于输

入数据，首先将输入数据按照局部感知野（即卷积核）的大小，按照从左到右，从上

到下的顺序进行展开 ， 每一行代表这样一个局部区域。对于卷积核，同样按从左到右，

从上到下的顺序直接展开为一列，图13.20就是将上面的例子转化为矩阵运算的结果。
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图13.20 将图13. 19的卷积运算转换为矩阵运算

对于多通道输入数据、多卷积核的卷积运算，同样可以采用这种转化方式， 图

13.2 1展示了一个三通道的二维输入数据和两个卷积核的原始卷积运算。
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更复杂的三通道、 两个卷积核的卷积运算

将图13.21的卷积运算转化为如图13.22所示的矩阵操作。 输入数据矩阵由三大矩

阵块构成，每一个矩阵块对应于一个通道数据，卷积核矩阵的每一列对应于一个卷积

核，读者可以将图13.22与图13.21进行比较，查看其变换过程。
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将图13.21的卷积运算转换为矩陈操作

将卷积操作转化为矩阵运算的最大优势是提高了计算的并行度，通过结合GPU等

硬件设备来进行加速，可以使得运算效率得到显著提升，更多有关CNN网络的加速技

巧可以参考文献［ 16,17 ］ 。
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下面开始考察CNN是如何对文本进行分类的。

．构造文本输入数据。

CNN在处理图像数据时，都是把图像的像素点作为输入数据，因此， 要将CNN应

用于自然语言处理中，首先要将文本转化为CNN可处理的数据形式，通过词向量，可

以将每一个句子转化为矩阵的形式，如图13.23所示。

the 

dog 

m 

the 

park 

0.1 0.4 0.2 

<> 。.5 0.1 0.2 

。.6 0.6 0.2 

0.1 0.4 0.2 

0.2 0.6 0.2 

图13.23 将句子转化为矩阵

0.8 0.3 

0.5 0.7 

0.2 0.4 

0.8 0.3 

0.3 0.7 

矩阵中的每一行代表 一个单词的词向量表示，词向量可以使用

word2v町 、 GloVe£181 ， 甚至是简单的one-hot向量，将句子的表示用式（13.9）来形式化

定义，其中X1:n表示整个句子的组合由n个单词构成， xi表示第i个单词的词向量 ：

X1:n = X1 E9 X2 E9 ... E9 Xn (13.9) 

为了学习到文本之间的更多特征，可以采用多种词向量模型来表示同一个句子，

即用多种不同的词向量算法来表示一个单词，相应得到了一个句子的多个不同的矩阵

表示。 参考彩色图像的处理方式，每一个矩阵等价于一个通道，类似于彩色图像的R、

G 、 B通道，这样就把一个句子按通道进行了分离处理，如图13.24所示。
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图13.24 采用不同的词向量来表示同一个句子，形成多通道的输入数据

·卷积层和池化层的处理。

对于卷积层的设计，需要确定下面几个超参数，包括：卷积核的大小、卷积核的

数量、步帽和补零。在图像处理中，卷积层是通过将卷积核放置在输入数据中，通过

移动卷积核窗口来扫描整个区域，但在NLP中，这种做法并不合理，因为对于图像数

据，每一个像素点是独立的关系，但由词向量构成的矩阵中，每一行代表一个完整的

单词，因此，对文本数据构建卷积核时，卷积核的宽度应该刚好等于输入矩阵的宽度，

卷积核在文本矩阵上的操作相当于一个滑动窗口， 从上往下滑动，输入数据、卷积核

和输出数据的大小关系仍然满足公式（13.6） ，如图13.25所示。

f一一人－～飞 ,.----A～－飞

I I I I I I 飞 J
I I I I I If -

n-< I I I I I I x 革命、核

输入数据

~｝中
在积A在输出

图13.25 输入数据、卷积核和输出数据的大小关系

对窗口大小为d × c的卷积核，当其作用于句子的第i至第（i + d -1）个单词区间时，

结果输出可以用式（13.10）来形式化表示 ：
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Ci= f(W × Xi:i+d-l + b) (13.10) 

其中W是卷积核参数， f是激活函数，最终的卷积输出可以表示为（设步长为1,

没有补零操作）：

C ＝（ι， C2 .... , Cn-d+i) (13.11) 

可以采用多个大小不相同的卷积核来对同一个句子矩阵进行卷积运算。 其原理与

图像处理一样，通过不同的卷积核处理，可以提取不同的特征信息，有利于后面的特

征组合。对池化层，可以将整个卷积的输出直接作用于池化函数。 例如，将式（13.11）的

结果直接应用于最大池化函数，得：

C = max{C} (13.12) 

注意，式（13.12）将卷积层输出向量直接映射为一个数值，而不是像图像处理那样

得到一个更小的矩阵，这样做的目的是希望能够捕获整个句子的最重要的全局特征值，

而不是局部特征。 文献［20］的实验结果指出，在文本处理中，大多数情况下，最大池

化策略的效果要比平均池化策略的效果更好。

·构建CNN训练网络。

将前面的知识点综合，可以得到图13.26所示的CNN文本分类模型。 我们观察到，

整个模型的结构非常简单， 主要由3个部分构成。
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图13.26 简单的 CNN 文本分类模型

其一，卷积层和激活层：将卷积核作用于词向盘矩阵，通过从上往下滑动扫描整
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个输入数据，得到卷积输出，然后将激活函数作用于每一个卷积向量，得到式（13 . 11）的

结果表示。

其二，最大池化层：运用最大池化策略得到每一个卷积输出向量的最大值，并将

这些最大值合井，作为全连接层的输入特征向量。

其三，全连接层：图13.26展示的是最简单的单层感知机模型，只有输入层和输

出层，通过softmax函数得到每一个文本的分类。

本节简要介绍了如何应用CNN网络对文本进行分类，上面的方法与步骤是基于文

献［19）的讲解，也是最基本的模型思想。 事实上，近年来，使用CNN对文本进行处理

已经有了很多新的研究进展，其中，文本分类的研究还包括文献［21）、［22）、［23）等，

它们在文献［19）的基础上，设计了更复杂的结构来捕获更深层的语义理解，包括对语

义进行聚类、多通道的输入设计、 更多的卷积层和池化层设计等。 此外，文献［24）、

[25）结合了LSTM和CNN两种网络模型来对文本进行分类。 Denny Britz对深度学习在

NLP领域的应用有一个比较全面的总结，更详细的细节，读者可以参考文献［26） 。 最

后，读者也可以到本书配套的Github网站上查看本章的源代码。
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